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Abstract:”

This work exposes some structures, and learning methods for feedforward and
recurrent neural networks as applied to Automatic Control. Nonlinear system
identification (including forward plant modeling and inverse modeling) is
discussed first, followed by consideration of neural controllers ( including
supervised, inverse, MRAC, disturbance rejection , STR, Computed Torque
and criticism function based, controllers).Simulation results are reported in all
cases.

Key words: Neural Networks, Nonlinear Control, Nonlinear Identification,
Nonlinear Systems. -

Résumé:

Ce travail expose quelques structures et méthodes d'apprentissage pour les
réseaux de neurones statiques et dynamiques. En premier lieu, l'identification
_ des systemes non-linéaires ( Identification directe, Identification Inverse) est
exposée. Ensuite, une présentation de différentes techniques de commandes
neuronales (Supervisée, Inverse, Commande adaptative ¢t commande basée sur
les fonctions critiques) est faite. Dans tous les cas des simulations sont
‘effectuées.

Mots clés: Réseaux de neurones, Commande Non-linéaire, [dentification Non-
linéaire, Systémes non-linéaires.
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INTRODUCTION
GENERALE

" Le génie est fait de un pour cent d'inspiration
et de quatre vingt dix neuf pour cent de transpiration.”

Thomas Alva EDISON (1847-1931)




INTRODUCTION
GENERALE

La théorie des systémes fournit des outils d'analyse et de synthése parfaitement adaptés
aux systemes linéaires. Cependant, en pratique, les méthodes linéaires ne s'avérent pas
toujours applicables, parce qu'il n'est pas toujours possible de linéariser le systéme 3 commander.
Méme, lorsque la construction d'un modéle est réalisable, celui-ci ne permet que d'obtenir une
estimation qualitative du systéme dans des limites définies, souvent trés petites, en conservant des
rapports qualitatifs avec une précision parfois insuffisante.

De nouvelles méthodes de calcul qui doivent prendre en compte les caractéristiques
particuliéres des systémes non-linéaires s'avérent nécessaires.

Dans ce travail, nous sommes intéressés par l'identification et la commande des systémes
non-linéaires en utilisant des approximateurs de fonctions, basés sur l'interconnexion de plusieurs
éléments de base qui sont non-linéaires, ces approximateurs de fonctions sont appelés "réseaux de

neurones”.

La premicre partic de ce travail présente un introduction & la théorie des réseaux de
neurones, ou on donnera d'abord quelques définitions sur les réseaux de neurones (éléments de
base, principe de fonctionnement...) , ensuite on subdivisera les réseaux de neurones en deux
classes, les réseaux statiques et les réseaux dynamiques, et puis on présentera les méthodes de
d'apprentissage des réseaux dans chaque classe; de méme que de la capacité des réseaux de
neurones a approximer n'importe quelle fonction, et enfin, on parlera des propriétés des réseaux
de neurones qui les rendent souhaitables en identification et en commande des systémes
dynamiques.

Le second chapitre, présente les méthodes qui permettent lidentification des
caractérnistiques directes et inverses des systemes dynamiques; L'identification directe est intéressée
par I'émulation de la dynamique du systéme, elle peut étre réalisée en utilisant les réseaux de
neurones généralisés qui sont des combinaisons entre les réseaux de neurones et d'opérateurs
linéaires, dans ce cadre quatre modéles de systémes non-linéaires vont étre proposés.
Contrairement a l'identification directe, l'identification inverse est intéressée par I'émulation de la
dynamique inverse du systéme non-linéaire; Ce chapitre sera terminé par des simulations.

La commande des systémes non-linéaires par réseaux de neurones est présentée dans le
troisiéme chapitre. On y présentera différents types de commande, commande supervisée,
commande inverse, commande adaptative avec modéle de référence, rejet de perturbations,
régulateur auto-ajustable, commande par bouclage linéarisant et enfin commande basée sur les
fonctions critiques.

Dans la derniere partie, on présentera une conclusion générale et quelques perspectives.




Chapitre I

INTRODUCTION
AUX RESEAUX DE NEURONES

" Seule la théorie décide de ce que l'on peut observer "

Albert EINSTEIN (1879-1955)




CHAPITRE 1
INTRODUCTION AUX RESEAUX DE NEURONES

I. Introduction :

out a commence 1l y a environs quatre millions d’années, lorsque le cerveau

humain fit son apparition sur terre, depuis lors ’homme n’a cessé€ de se poser

des questions comme celles concernant le sens de la vie, ou celles concernant le sens de
son existence sur terre, ou encore celles concemant sa destinée; mais aussi celles
concernant les phénomeénes qui l'entourent, par exemple pourquoi une pierre une fois
lancée vers le haut finit-elle par retomber ? ... si ces questions ont pu étre posées c'est
griace a la merveilleuse machine a penser que constitue le cerveau; jusqu’au jour ou il se
posa une question, qui est la base de notre travail; cette question concerne 'analyse et la
compréhension du principe de fonctionnement de ce qui lui permettait d'analyser et de
comprendre, ¢’était le début d’une longue et rude ruée vers le cerveau qui ne c’est encore
pas achevée; va telle se terminer 7 ca c'est la partic philosophique du probléme, car les
philosophes se sont penchés aussi sur ce probléme, car analyser ce qui nous permet
d’analyser n’cst pas si facile qu'on puisse 'tmaginer; et qu’on laissera le somn aux
philosophes d’analyser, ce qui n'est pas notre probléme a présent. En ce qui nous conceme
nous sommes intéressés par le cerveau lui' méme; Comme I'a dit James Weston co-
découvreur de I'A.D.N. (considérée comme l'une des plus complexes picces biologiques
- sur terre) "The brain is the last and greatest biological frontter"; en effet, cette

-merveilleuse machine est composée de 36> entités élémentaires appelées neurones, ce
nombre est & peu prés égal au nombres d'étoiles dans la voie lactée ainsi qu'au nombre de
galaxies dans l'univers observable; chaque neurone est relié a d'autres neurones par des
synapses (dont le nombre est estimé a 36000 par neurone ); Ainsi le cerveau contient a
peu prés {0* synapses. Le cerveau peut étre considéré comme étant un systéme
dynamique bouclé, non-linéaire, asynchrone, possédant une architecture paralléle, dont les
dimensions sont des dimensions cosmologiques !. Un seul neurone n'est capable de rien
faire ou presque, c'est l'interconnexion des neurones qui permet au cerveau de réaliser des
prouesses ( réflexion, vision, audition... ); on appelle l'interconnexion de ces neurones "un
réseau de neurones" - nous y voila ! - ; et c'est en essayant de comprendre le_
fonctionnement de ces réseaux de neurones que 'homme c'est trouvé en train de modéliser
la merveilleuse machine que constitue le cerveau, c'est ce qu'a prétendu faire I'intelligence
Artificielle (A) dans les années cinquante; Depuis lors I'LA n'a cessé d'attirer des
chercheurs, griace a elle les systémes experts sont apparus, les jeux électroniques, ainsi
que le traitement de la parole mais elle n'est pas parvenue a résoudre les problémes que
I'homme résout avec brio ( Traitement dimages, Reconnaissance des formes,
Reconnaissance de la parole, Marche ...) car elle est basée sur le calcul symbolique et la
logique d'ordre un , tandis que les problémes courants ont plutdét un aspect numérique et
probabiliste , ce qui n'est pas le cas de I’intelligence artificietle ; c'est cet aspect qui a
permis aux Réseaux de neurones artificiels de voir le jour.
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Dans le présent chapitre on va d'abord donner quelques définitions sur les réseaux
de neurones (éléments de base , principe de fonctionnement ... ) | et puis on va parler de
deux types de réseaux ', les réseaux statiques et les réseaux dynamiques, on parlera
ensuite de I'apprentissage de chaque réseau cité; de méme que les propriétés des réseaux

de neurones et enfin on parlera de la capacité des réseaux de neurones a approximer
~ n'importe quelle fonction .

Il, Les Réseaux De Neurones :

C’est la capacité du cerveau de faire des grandes choses a partir des éléments de base

que constituent les neurones; qui a fasciné les chercheurs et qui a relancé la recherche
dans cette direction; les chercheurs ont d’abord commencé par essayer de modéliser le
neurone; le premier modéle fut réalisé par McCulloch et Pitts en 1943; dans ce modele
"Un Neurcne formel fait la somme pondérée des potentiels d'actions qui w1 parviennent
(chacun de ces potentiels est une valeur numérique qui représente l'état du neurone qui I'a
émit) , puis s'active suivant la valeur de cefte sommation pondérée ; si cette somme
dépasse un certain seuil , le neurone est activé et transmet une réponse ( sous forme de
potentiel d'action ) dont la valeur est celle de son activation , si le neurone n'est pas activé,
il ne transmet rien "; cette définition ne considére qu'une certaine classe de réseaux de
neurones, En 1987 Hecht-Nielsen introduit le terme de '"Mapping Neural
Network"(MNN), Un MNN est défini comme suit :
"Un "mapping neural network” est un réseau de fonctions effectuant une relation,
¢ 1" —> R™ | en se basant sur l'interconnexion de neurones, considérés comme éléments
de base effectuant une relation non-linéaire d'une fagon paralléle et distribuée, ou 1" est
un hypercube de n dimensions ", cette définition rassemble une large classe de réseaux de
neurones . D'aprés cette deﬁmtlon un réseau de ncurone est' caractérisé par le neurone
comme élément de traitement de base, et de Ia fagon dont ces derniers sont connectés . Ce
sont ces deux aspects qu'on va maintenant développer .

1) Le neurone : -

Un neurone nest une fonctzonnelle caractérisée par les éléments suivants (Fig. 1):
(1) Un sommateur pondéré .
(2) Un systéme dynamique linéaire SISO .
(3) Une fonction non-linéaire statique (fonction d'activation ) .

Chacun de ces éléments sera décrit dans les sections suivantes :

a) Le Sommateur Pondéré :
Le sommateur pondéré est décn't par 1'équation suivante :

vi(t Zauy +2b uk(t +w, , (I-1)

'On utilisera sans ambiguité les termes réseaux ou réseaux de neurones pour specifier les réseaux de neurones artificiels .
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Figure 1 : Mode¢le d'un neurone

On remarque que v, est fonction de la somme pondérée des sorties de tout les éléments y,

des entrées externes u, et des poids corréspondants a; et b, ; ainsi que des constantes
2

W.

HE

En compnimant 1'équation (1) sous forme matricielle on trouvera :
v(t) = Ay(t) + Bu(t) + w (12
ou :
v(t) : vecteur colonne de dimension Nx1
y(t): vecteur colonne (Nx1) représentant les N sorties vy,
u(t). vecteur colonne (Nx1) représentant les M entrées u,
w : vecteur colonne (Nx1) représentant les N constantes w, .
A : Matrice N x N dont I'élément ij est a; .
B : Matrice N x M dont I'élément jk est b, .(les éléments w, peuvent étre
incorporés avec les entrées u (il correspondent a u=1.))

b} Le Svstéme Dynamique :

Le systéeme linéaire mono-entrée mono-sortie, possede v, comme enfrée et x,
comme sortie . Sous la forme de fonction de transfert , on aura :

-
!Lorsque I'entrée du neurone est la somme pondérée de ses entrées extérieures, on dit que le neurone est un "neurone d'ordre
un", un neurone d'ordre quelconque est un neurone dont la relation entre son entrée 1 et ses entrées externes x; . i=1.n, ainsi
que le matrice des poids v; est la suivante :

=1 Z:, Viga XXyt
Ce type de neurones génére un autre type de réseaux plus généraux appelés "réseaux de neurones d'ordres supériewrs” ("High-
Order neural networks"[Giles.C.L. and Maxwell.T., 1987].

n;
I=w "'Z:j,:;"'h"i- +
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x(9)=H(s)v.(s) | (I-3)

ou la barre dénote la transformée de Laplace. Dans le domaine temporel I'équation (1-3)
represente le produit de convolution donc :

xi(t):toh(t— t) v (t)adt (I-4)

Avec H(s) représentant la fonction de transfert de h(t) .
Cing choix de H(s) existent :

H(g)=1,
1
H(s)=—,
s
1
H(s)= 1+sT’ ()
1
Hg)= o+ s’
H(s)=e™",
Ceci correspond 4 ;
h(t)=3(t).
0t<0
hit) 2{1 £20
1
-—a T ' -
h(t) Te , (I-6)
1

h(t) =8(t—T),

ou & est I''mpulsion de Dirac .Dans le domaine temporel les relations entrées sorties sont

Xi(t) =Vi(t),
xi(t) = vi(t),
Tx; (1) +x,(t) = vi(1), : (1-7)
aoXi(t) +ouxi(t) = Vi(t),
xl(t) :Vi(t_T)-

On remarque que les trois premiéres équations ne sont que des cas particuliers de la
quatriecme. .

Une version discrete des équations dynamiques est possible, par exemple la
quatrieme €quation devient :
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xi(t+l)+oclxi(t) = vi(t) (I-8)
dans ce cas t indique l'instant d'échantillonnage .

¢) Fonction d'activation :

La fonction d'activation g(.) transforme le signal x. non borné a l'instant ¢ en un .-~

signal borné y, [ Kosko ,1992a] :
‘ Yizg(xi) : (I-Q)

cette fonction est en général monotone non-décroissante; ainsi 1'augmentation de l'entrée
ne peut que faire augmenter la sortie ou la garder constante; elles ne peuvent jamais faire
décroitre le signal ° .

La monotonicité de la fonction d'activation implique que les neurones sont non-
linéaires mais pas trop , c'est la semi-linéarité ; le choix d'une fonction d'activation linéaire
facilite les calculs , mais ce type de neurones n'est pas robuste; tandis que les neurones
dont la fonction d'activation est non linéaire augmente la capacité du réseau a approximer
des fonctions complexes, facilitent la suppression des bruits mais les calculs et 'analyse
risquent d'étre complexes, en plus ceci favorise l'instabilité du réseau de neurones
considéré comme étant un systeme dynamique [Kosko , 1992a].

La fonction d'activation g(.) peut avoir l'un des choix doubles :

(1) Dérivable / non-dérivable .
(2) Ressemble a un pic / ressemble a un échelon .
(3) Positive / moyenne nulle .

La premiére catégorie permet de distinguer entre les fonctions lisses et les fonctions
dures. Les fonctions lisses sont fondamentales dans les algorithmes d'apprentissage tels
que la "backpropagation” -voir la section II-2-, tandis que les fonctions d'activations non-
dérivables sont utilisés lorsqu'on désire avoir des réponses possédant deux valeurs (la
fonction signum par exemple ).

La seconde catégorie permet de distinguer entre les fonctions d'activations qui
possedent des valeurs importantes autour de zéro et celles qui possédent des valeurs
importantes loin de l'ongine .

La troisiéme catégorie distingue entre les fonctions qui varient entre 0 et 1 et celles
qui varient entre -1 et 1 .

En fait il existe une fonction d'activation qui viole ces conditions qui est la Gaussienne , c'est la fonction d'activation des
neurones situés dans le champ de vision | elle est la base de réseaux de neurones assez spéciaux appelés Gaussian Potential
Function Networks (GPFN ) {S.Lee and R M.Kil, 1988] ; apparemment ce type de réseaux possede la capacité d'approximer
des fonctions multidimensionnelles plus que les fonctions monotones ceci est basé sur la théorie des "Radial Basis
Functions" (RBF) [T.Poggio and F.Girosi, 1990 ].
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On va maintenant citer quelques fonctions d'activations usuelles; dont la sigmoide
qui est la plus utilisée [Fig. 2. ] ; une fonction sigmoide ¢(.} est une fonction bornée ,
monotone croissante ayant la propriété suivante [Funahashi , 1989 |

"Si nous définissons ¢_(x)= ¢(¥%) (e>0); Alors les dérivées ¢/ (x) = (%)d)’(%)
convergent dans le sens de la fonction généralisée [Kolmogorov A. and S. Fomine, 1973 ],
vers la fonction & quand e—0 . Ainsi, si §leo )—d)(—oo)— 1, alors, pour toute fonction g(x)
infimiment dérivable | on aura : li I $'(x)-g(x)dx=g(0)."

On peut citer comme exemples les foncuons sulvantes :

Exemple 1 : Pour ¢(X):%1+exp $1(x) = /exp( /) 1+exp(—x/8))2 :

ainsi §(x) est une fonction sigmoide .

Exemple 2 : Pour ¢(x) = / \/—I exp( t/ ) dt , ¢(x S/x/— exp( XZS) , donc

¢(x) est une fonction sigmoide .
Exemple 3 : Pour ¢(x) définie par ¢p(x)=0(x <0), d(x)=x (0<x<1) , et

dx)=1(x=1), ¢p:(x)=0 (x <Qetx 28) , :b;(x):y (0<x <¢g), et ¢(x)} est une fonction

sigmoide .

Comme on l'a cité precedemment dans le modéle de McCulloch et Pitts, une
fonction seuil ¢{x)=1(x>0), =0(x <0) est utilisée comme fonction d'activation du
neurone de sortie .

Les fonctions sigmoide ¢(x) possédant la propnete d(—0) =0 et d(oo) =1 sont
appropriées comme fonctions d'activations du ncurone de sortie , car ¢.(x) tend vers la
fonction seuil utilisée dans le modéle de Mc-Culloch et Pitts quand g—> 0.

Plx)

Figure 2 : Fonction Sigmoide .
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Mac-Culloch et Pitts ont démontré qu'on peut concevoir n'importe quelle fonction
logique en utilisant le modéle cité ci-dessus®; Intuitivement on peut dire qu'on peut
approximer n‘importe quelle fonction continue en utilisant des fonctions d'activation
sigmoides, ceci a été démontré dans [Funahashi, 1989], [Cybenko, 1989] .

On peut citer d'une maniére non-exhaustive les fonctions d'activations suivantes :

La premiére est définie par :
1 si x**'>T

g(x* ) = J gx*) six*! =T

I-10
LO si x**' < T (-10)

pour n'importe quelle T € R . L'indice k indique l'instant d'échantilionnage; si l'entrée a
l'instant k est égale an seuil T le neurone garde son ancienne sortie, sinon elle est soit 0 ou
1 . -

La seconde ressemble a la fonction sigmoide c'est 1a tangente hyperbolique :
g(x) = tanh{cx) . (I-11a)

Comme la sigmoide,la tangente hyperbolique est égale a un rapport entre la somme de
deux exponentielles :

¢X —¢X

tanh(cx) = —— (I-11b)
e™+e
Cette propriété permet une expression simple de la dérivée , ainsi que la positivité de cette
dermiére .
Une autre fonction d'activation est la fonction linéaire seuillée définie par :

Jl si cx=>1
g(x) =10 sicx <0

. (1-12)
cx  ailleurs

qui peut étre mise sous la forme g(x) =min(1,max(0,cx)); entre ses valeurs maximales et
minimales la fonction est monotone croissante , car g’ =¢> 0 .

La fonction lin€aire seuillée n'est linéaire que si l'entrée est bomée; la fonction
d'activation  g(x)=cx n'est pas bornée, elle n'est pas souhaitable comme fonction
d'activation . On peut remarquer que les fonctions sigmoide et tangente hyperbolique se
comportent comme des fonctions linéaires quand l'entrée est relativement petite, ainsi
elles peuvent approximer la fonction linéaire seuillée.

* Ceci peut étre facilement compris en se rappelant que toute fonction logique peut étre éorite sous forme de somme de
produits, ainsi cefte fonction peut étre réalisée par un réseau qui posséde deux couches, la premiére couche implante les
portes "AND", tandis que la seconde implante les portes "OR".
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L'exponentielle seuillée cst une autre fonction qu'on peut utiliser elie est définie
par :
g(x) = min(1,e*) (I-13)

Quand e™ <1, g'=ce®™ >0 . La seconde dérivée est elle aussi positive g"=c’e™ >0,
ainsi que les dérivées supérieures g™ =c¢"e™ > 0 ; ainsi elle amplifie toute les variations ;
ceci accélére la convergence.

La distribution exponentielle est un autre exemple des fonctlons exponentielles
sewllées :

alx) = max(O,] —e“"") (I-14)

s 0 La fonction est monotone croissante car § =ce™ > 0 . En plus , on peut remarquer que
cette fonction d'activation est strictement convexe car §’=—c’e™ < 0 ; ceci produit un

effet de diminution si le signal s'approche de la saturation .
La demiére fonction d'activation appartient a la famille des fonctions rationnelles :

g(x):max(o,c:;n] n>1 . (1-15)

Pour des entrées positives , la fonction est monotone croissante car :
,_ oenx"!
g= Y > 0.
(c+x")

2) Les connexions :

Dans le domaine des réseaux de neurones on parle surtout de champs de neurones
pour’ spécifiéi iin regroupement topologique de plusieurs neurones [Kosko, 1992]. En
général un réseau de neurones contient plusicurs champs de neurones . Le regroupement
topologique des neurones dans un champ de neurones est souvent défini par la proximité
des neurones par rapport i d'autres neurones qui seront considérés comme orngine du
champ . '

Le cas le plus simple, qui est le cas qu'on va considérer , les neurones ne seront pas
topologiquement ordonnés . Ils ne seront reliés que par des connexions. Kohonen [Kosko
, 1992a] appelle ce manque de structure topologique dans un champ de neurones,
topologie d'ordre zéro .

On dénotera par F, le champ de neurones par défaut . Un second champ de
neurones sera noté par F, , un troisiéme par F, ....

L'interconnexion de plusieurs neurones sera décrite par un systéme d'équations
différenticlles du premier ordre, ou par un systeme d'équations aux différences qui
régissent I'évolution au cours du temps des sorties de chaque neurone en fonction de ses
entrées, si nous considérons les champs F, et F, | les équations qui régissent le réseau de

neurones seront décrites par :
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x,=g,(F.F,....) -16)
% =g (R F) /wﬁfff
§,=h(E.Fy....) 1-18)
§,=h (F,Fy....) (I-19)

Sous forme vectorielle les équations précédentes deviennent :

x = g(F,F,...) (1-20)
v =h(E.F,, ) (1-21)

les variables x; et y, sont respectivement les entrées du i -éme élément du champ F, et du
J-éme neurone du champ F . Les arguments des fonctions g, et h, incluent toutes les
informations concernant les connexions et les entrées.

On peut noter l'absence de la variable temporelle des équations précédentes; ainsi
le modele du réseau est un systéme dynamique autonome.

A ftitre d'exemple considérons le cas dun réseau statique (H(s)=\) ainsi les

équations précédentes deviennent un systéme d'équations algébriques :

x(f)=Ay(t) + Bu(t) + w
1) =g(x(1) (-22)

ou x est un vecteur de N éléments x.(voir Figure 1 ) et g(x) est un vecteur dont les
¢léments sont g(xi) . 81 par exemple , le neurone se comportait -comme un filtre passe bas

1
alors H(s) = T+Ts

différentielles suivantes :

alors dans ce cas le champ de neurones sera régit par les équations

Ti(H) +x() = Ay(t) + Bu(t) + w
y(t) = g(x(t))

On peut facilement remarquer que les solutions de (I-22) constituent le régime permanent
de (1-23) . '
Une version discrete de (I-23) est :

(1-23)

Tx(t+1) +(1- T)x(t) = Ay(t) + Bu(t) +w 124
(1) = glx(1) | N
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Le comportement de ces champs de neurones dépend clairement de la matnce
d'interconnexion A et de la forme de H(s) . Quelques formes particuliéres de la matrice 4
seront discutées dans les parties suivantes.

3) Les Réseaux De Neurones Statiques :

Comme indiqué dans la partie précédente, l'interconnexion de plusieurs neurones
définit un champ de neurones, ce champ de neurones peut avoir plusieurs architectures;
‘ceci dépend du choix de la dynamique du neurone utilisé comme élément de base.

Un réseau de neurones statique est un réseau tel que H(s)=1 dans 1'équation (I-3),
c'est un résean dont la topologie de la connexion ne contient pas de boucles synaptiques
fermées. La matrice A est telle que le réseau de neurones puisse étre décompose en
plusieurs champs de neurones élémentaires appelés "couches"; les couches différentes des
couches d'entrée ou de sortic sont appelées "couches cachées", un neurone dans une
couche ne recoit ses entrées que des neurones situés plus en amont, dans le sens entrée-
sortie, mais pas forcément seulement des neurones situés sur la couche immédiatement
précédente (Fig. 3).

Couches Cachées
Couche

d'Entree

Couche
De Sortie

‘w —>
A\

>© .

./ . ) -

Figure 3 : Architecture d'un Réseau Statique

Par exemple, dans un réseau de neurones qui posseéde 4 couches, chaque couche contenant
N neurones, on peut écrire les vecteurs x, y, uetw de l'équation (I-22) comme suit:

x'(t) y!(t) ] u()] fw']
x4 = A yz“) +B w?(t) + W (I-25)
x3(t) y3(t) w ()l [w?l
x0)] Ly*(0]  Le*(0] Lw*]
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Les indices supérieurs indiquent le numéro de la couche. La structure des matrices A et B
est la smivante:

(0w 0w Owe Oy | ' B' Oy Owv Owm |
A 0 0 0 ' 0 0 0 0

Ome A> Ony O Ot Oy Oxt Ot
| Oxv Onv AY O [ Oav O Onm O

Avec: Oyy est la matrice nulle de dimensions NX N, Oy est 1a matrice nulle de dimensions
Nx M. Az, A3, A* sont les matrices des poids dont les dimensions sont NXN, tandis que
B! est une matrice des poids de dimensions NXM.

Pour la premiére couche on a:

x'(t) = Blu!(t) + w!,

(1-27)
y'(t) = g(x!(1)),
Pour les couches 2, 3 et 4 on aura :
(1-28)

| yt(t) = g(xt(t)),
avec 52,3 4. |
g(.) est la fonction définie dans la section (1-c).

4) Les Réseaux De Neurones Dynamiques:

Les réseaux. de neurones dynamiques ou récurrents sont différents des réseaux de
neurones statiques car leur architecture contient un bouclage (la topologie des connexions
est bouclée). En général, 1a sortie de chaque neurone est réinjectée en entrée de chaque
neurones, grace a des poids variables. Un réseau de neurones composé de ces éléments,
dont tout les poids sont en général non-nuls, est dit entiérement connecté. Le réscau étant
fondamentalement dynamique, il ne contient qu'une seule couche (Fig.4).

L'introduction de ce bouclage produit un réseau de neurones dynamique avec
différents points d'équilibre; Ils est régit par l'équation suivante:

x(t) = F(x(t),u(t),0),

(1-29)

y(t) = G{x(1),6).
Dans ce cas, x représente 1'état, u les entrées externes, © est un vecteur de parametres du
réseau. F est une fonction qui représente la structure du réseau, G est une fonction qu
représente la relation entre les états et les sorties; F doit satisfaire les conditions de
Lipschitz sur x.
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Fig 4: Architecture d'un réseaun récurrent

Contrairement a un réseau de neurones statique qui donne la méme sortie chaque
fois qu'on lui présente la méme entrée, un réseau de neurones dynamique, peut donner une
sortie différente en lui présentant la méme entrée a des instants différents, cect dépend des
entrées qu'on lui a présentées précédemment. Ainsi, l'ordre de la présentation des entrées-
sorties est tout aussi important que les exemples eux mémes.

4-1) Les Réseaux De Hopfield:

L'un des réseaux dynamiques les plus utilisés est appelé réseau de Hopfield
[Kosko, 1992]; ces réseaux constituent un cas particulier de l'équation (I-29), ils sont
basés des neurones dynamiques qui sont régit par 'équation différentielle suivante :

i

N
TX, =—x; + 2 a,y, +u,,
=1 (1-30)

Yi =gi(xi); i=1,....,N,

avec yi(to) =yl y ; sont des sorties de tous les neurones dont le nombre est N.

On peut distinguer entre deux types de réseaux dynamiques [Hunt et a/,1992]. Le
premier suppose une séparation entre les états et le sorties:

Tx =—x+Ay+u, {I-31)
y =g(x)

tandis que le second assume que la sortic est une combinaison linéaire des €tats, 1.e. en
notation matricielle:
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s= Ay,
Tk = —x+g(s) +u, (I-32-a)
y=x

Une version discréte de 1'équation (I-32-a) est :

dt) = Ay(t),
Tx(t+ 1) = —x(t) + g(t)) + u(t), (1-32-b)

y(t) = x(t).

g(.) est une fonction qui satisfait les conditions suivantes :

(i)xig(xi) >0 Vx, e®R

(i) tim g;(x,) = senlx,)
i | (1-33)
(ii1) gi(xi)/xi =g, (Yi)/Yi v‘xi| =ly;

(iv) g;(xi) = dgi(xi)/dxi >0 Vx; e R

A partir de ces conditions on peut facilement remarquer que les fonctions
g, (xi) = tan’l(vr?\,xi /2)2/1: et gi(xi) :'tanh(lxi) satisfont les conditions citées [Michel.
et al, 1989],[Sudharsanan et af, 1991].

Le résean de Hopfield appartient a une trés importante classe de réseaux de
neurones qui sont globalement stables. Ils convergent exponentiellement vers les points
d'équilibre, pour n'importe quelles entrées, comme on le démontrera dans la section
suivante.

4-2) Stabilité des Réseaux De Neurones Dynamiques :

" Le réseau de Hopfield appartient a une large classe de réseaux de ncurones
dynamiques proposée et analysée par Cohen et Grossberg {Cohen and Grossberg, 1983],
cette classe est définie par le systéme d'équations différentielles suivant :

X [ ]
% = aa(X;{bi(xi) — jZ:cijdj(xj” (1-34-2)

avec: C=[c;] est une matrice symétrique, i.e. ¢; = c¢;, a.()sont des fonctions définies
positives, i.e. a,(x;) 20, d,() sont des fonctions monotones croissantes.

La stabilité dun réseau de neurones dynamique est trés importante (sinon on ne
pourrait rien stocker...). Pour pouvoir étudier la stabilité de ce réseau, on appliquera la

méthode de Lyapounov, i.e. un systéme dynamique est stable s'il existe une fonction de
Lyapounov pour ce systéme. Cohen et Grossberg ont démontré qu'une fonction de
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€

Lyapounov existait pour le systéme dynamique décrit par I'équation (I-34-a), elle est égale

a.:
b= "zj ) de + Zg%kd (x;)di(x,) (I-34-b)
255
En effet :
dL &L dx;
dt - Sox dt (1-34-0)

Puisque la matrice C est symétrique :

%z_df(xi{bi(x) iCudJ( )] (1-34-d)

En injectant (I-34-a) et (I-34-d) dans (I-34-c), on trouve :

— = —2 ll_bi(x ) 20 d. ( )T (I-34-¢)

j=t

Puisque, ai(xi) >0 et d{(xi) > 0; donc dL,/dt<0. Quand dL/dt=0, le systéme atteint le
point d'équilibre. Le probléme avec ce théoréeme est le fait que les poids doivent étre
positifs, et que la matrice des poids doit étre symétrique, ces deux conditions sont le prix a
payer pour permettre la généralité; Généralement, ces deux conditions sont facilement
violées; En plus ce théoréme est une condition suffisante, donc la non-vérification de ces
conditions n'implique pas I'instabilité.

En 1991, dans [Sudharsanan and Sundareshan, 1991], les auteurs ont pu relaxer ces
deux conditions, -dans le cas d'un réseau de Hopfield Dans cet article, les -auteurs ont

démontré quelques théorémes, ou des conditions sur la stabilité exponentielle’ et

l'instabilité des points d'équilibre ont été établies, ces conditions assurent I'unicité du point
d'équilibre dans une zone spécifiée. Le degré de l'exponentielle stabilité des points
d'équilibre a été estimé, ainsi que les estimées des régions d'attraction des points
d'équilibre stables.

Le lecteur intéressé par 1'étude de la stabilité des réseaux de neurones dynamiques
est renvoyé vers les articles [Li, Michel and Porod, 1988], [Michel, Farrell and Porod,
1989] et [Sudharsanan and Sundareshan, 1991].

* On dit qu'un point d'équilibre isolé x =0, du systéme x =f(x(t)}, est exponenticllement stable dans B = {x: [Ixh < r}, (r>0);
avec un degré 1, si chaque trajectoire commenceant 4 n'importe quelle condition mitiale realisable x{t,) = x, € B, satisfait
la condition : |x(t)] < n||x0||exp(—n(t—to)), Ytz t,,Vx € B; avec, = et 1 étant des constantes positives indépendantes des
conditions initiales (to,%).

Une seconde définition stipule qu'un peint d'équilibre x =0 du systéme précédent est exponentiellement stable avec un degré
1 'l existe une fonction de Lyapounov L: ®* —» R, qui satisfait les conditions suivantes : a) L{x) posséde des dérivées
partielles continues par rapport 4 chaque élément x € R*; b) L(x) est définie positive dans B; c) La dérivée par rapport au
temps, le long des trajectoires du systéme précédent satisfait: di(x)/dt < -2nL(x); Vxe B, vtz t,.
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II1. Apprentissage Des Réseaux De Neurones:

On appelle apprentissage l'opération par laquelle le réseau de neurones acquiert la
capacité de faire certaines taches en modifiant ses parametres internes (connexions) en
utilisant un algorithme d'adaptation paramétrique appelé algorithme d'apprentissage, ainsi
apprentissage rime avec changement, c'est n'importe quel changement sur n'importe
quelle connexion . On dit que le réseau a appris la paire entrée-sortie (x; , ;) sil répond
avec y; si x; est présentée comme entrée; la paire (x; , y;) représente un échantillon d'une
fonction £:R® —> RP, la fonction f associe p vecteurs y a n vecteurs x . Le réseau a appris

la fonction f s'il répond par y , avec y = f(x), si x qui varie dans le domaine de définition
de . On dit que le réseau a particllement appris sl répond par y’, qui est proche dey=
f(x), lorsqu'on lui présente X' qui est proche de x .
On peut subdiviser le processus d'apprentissage en trois classes :
« Apprentissage Supervisé ("Supervised Learning")
. Apprentissage Non-Supervisé ("Unsupervised Learning")
"Reinforcement Learning”. |

1) Apprentissage Non-Supervisé:

L'apprentissage non-supervis¢ représente la capacité des réseaux de neurones a
apprendre sans connaitre la sortie désirée. Ce type d'apprentissage possede souvent une
moindre complexité dans les calculs en comparaison avec l'apprentissage supervisé { qui a
besoin de la sortie désirée.); Il apprend rapidement, parfois un seul passage sur des
données bruitées suffit. Il est particuliérement souhaitable dans les processus rapides, ou
on n'a pas suffisamment de temps, ou d'informations [Kosko, 1992].

2) Apprentissage Supervisé :

Dans l'apprentissage supervisé la sortie désirée est connue, et c'est en minimisant
l'erreur entre la sortie désirée et la sortie du réseau qu'on modifie les parametres internes
du réseau de neurones. Dans ce cas on devrait avoir un ensemble de paires entrées-sorties
désirées qu'on appelle exemples. Le processus d'apprentissage supervise est parfois appelé
"Learning by Examples” [Abu-Mostafa, 1989]. Le processus d'apprentissage a partir
d'exemples est illustré dans la figure 5. -

{(x LY )} Algorithme
1 _— .
d'Apprentissage.

Exemples de
yi = f(x)

Implantation
Neuronale de y =f(x)

Fig 5. Apprentissage 4 partir d'exemples.
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Le but est donc de produire un réseau de neurones ( ou de fonctions) qui implante la
fonction inconnue, f, quand un nombre suffisant d'exemples est & notre disposition. Le
processus est automatisé grace a l'algorithme d'apprentissage. Cette implantation est
souvent une approximation de f.

L'un des algonthmes les plus répandus est celui de Ia "Backpropagation” (rétro-
propagation), cet algorithme change les poids d'un réseau dont 'architecture est fixée par
le superviseur, a chaque fois qu'un exemple y; = f(x;) est présenté. Ce changement est fait
de telle sorte a minimiser l'erreur entre la sortie désirée y; et la réponse du réseau a une
entrée x; . Ceci est réalisé griace a la descente du gradient, a chaque itération le signal
d'entrée se propage dans le réseau dans le sens entrée-sortie, une sortic est ainsi obtenue,
l'erreur entre cette sortie et la sortic désirée est calculée puis rétropropagée dans le sens
sortic-entrée. Malheureusement, cet algorithme souffre des problémes de 1a méthode de la
descente du gradient, i.e., les paramétres du réseau se¢ trouvent bloqués dans un minimum
local. La figure 6 illustre 1'algonthme.

Couche Couche(s) Couche de
d'Entree Cachée(s) Sortie

Introduction Propagation des Propagation des
des Exemples Etats Etats

¥

-

—

Evaluation de

Rétropropagation Rétropropagation L'erreur

des erreurs des erreurs

Figure 6 : Apprentissage des Réseaux de Neurones en utilisant
l'algorithme "Backpropagation”.

L'algorithme “Backpropagation" peut étre appliqué soit aux réseaux de neurones
statiques, soit aux réseaux de neurones dynamiques; C'est ce point qui sera développé
dans les parties suivantes.

2 - 1) Apprentissage des Réseaux De Neurones Statiques :

Un réscau de neurones statique associe un vecteur de sorties a4 chaque vecteur
d'entrées. Pour un vecteur d'entrées x, le réseau lui associe, un vecteur de sortiesy suivant
Ia relation:

§ =n(x) ' o (1-35)
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ou nest la fonction qui représente le réseau de neurones (n'oublions pas qu'un réseau de

neurones n'est rien d'autre qu'un approximateur de fonctions, donc il est lui méme une
fonction.).

Le but de l'apprentissage supervisé est de minimiser l'erreur quadratique
eX(t) = (y - 5/)2, la méthode utilisée pour cela est la "backpropagation” dont le principe a
¢té expliqué dans la partie précédente. Plusteurs variantes ont été proposées, on peut citer
les algorithmes suivants:

' e FFN-pattern.

* FFN-batch.
o "Backpropagation" avec momentum.
o Pseudo Impedance Control.
¢ Robust Backpropagation.
Dans les parties suivantes, on va détailler chacun de ces algorithmes.

2-1-1) FFN-pattern :

FFN-pattern est le plus utilisé des algorithmes d'apprentissage des réseaux de
neurones statiques, 1l a ét¢ découvert en 1974 par Werbos, puis redécouvert en 1986 par
Rumelhart, Hinton et Williams . Dans cette partie on va présenter FFN-pattern .

: 1 . )2 \ .

Soit E = EJZ(ypj —ypj) la mesure de lerreur sur le p-iéme exgmple, et

E= ZEP la mesure de I'erreur globale sur tout les exemples.

L'algonithme FFN-pattern minimise E,, sa dérivation est simple et peut étre trouvée dans
n'importe quel document qui traite les réseaux de neuronés d'une fagon détaillée; On peut
citer [Kosko, 1992], [Freeman and Skapura, 1992], [Karayiannis and Venetsanopoulos,
1993]. On va seulement présenter les différentes étapes de l'algorithme :

Etape 1: Initialiser les poids (en général on devrait les prendre entre -.5 et .5).

Etape 2: Présenter l'entrée et la sortie désirée.

Etape 3: Calculer la sortie du réseau: utiliser les equatlons (1-27) et (1-28).

Etape 4: Adapter les poids: Utiliser un algorithme d'adaptation récursif basé sur

la descente du gradient, en commenceant des neurones de sorties et remonter

Jusqu'au neurones d'entrées. Ajuster les poids selon:

a (k+1) =a;(k)+c,Aa (k) (1-36)

ou:A a. =9

peii l:‘JyP1 ?
neurones i et j qui appartiennent a deux champs de neurones qui sont proches ,
¢ est le pas d'adaptation, 8, est un terme d'erreur pour le j-iéme neurone.

Dans I'équation précédente a;(t) est le poids entre les

Si le neurone j est un neurone de sortie, 8 ; peut &tre calculé en utilisant
I'équation suivante:

6pj = (ypj o S}pj)gg(xpj) (I-37)
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Xy représente la somme pondérée de la couche précédente.
S1 le neurone j est un neurone qui appartient aux couches cachées, dans ce cas
3, est calculé comme suit:

Op = gﬁ(spj)gspkwm (I-38)

L'algonthme FFN-pattern n'implante pas exactement la descente du gradient, mais elle est
efficace, cependant I'explication de ceci n'existe pas; Rumelhart, Hinton et Williams ont
démontré que cet algorithme implante la descente du gradient si les fonctions d'activations
¢talent linéaires, ou si le pas était faible. C'est l'algorithme FFN-Batch qui implante
exactement la descente du gradient et qu'on va présenter dans la partie suivante.

2-1-2) F¥N-Batch:

" Dans cette version, on munimise l'erreur E = 2 E_ qui est une erreur globale (sur
, p 4

tous les exemples). Dans cette partie, on présentera la dérivation de Werbos en [Werbos,
1990a], celle c1 est plus rigoureuse .

D'abord définissons la notion de ' Ordered Derivatives', ce type de dérivées est
plus général que les dérivées partielles; en effet lors du calcul de dérivées partielles on
suppose que les autres variables sont constantes, ainsi elles n'ont aucun effet sur la
variable qu'on dérive, ce qui n'est pas trés rigoureux; C'est pour cela que Werbos a
itroduit ce nouveau type de dénivées.

Soit le systéme ordonné d'équations [Werbos, 1990a] défini par:

X =f(x X, ), i=1 N1 (1-39)

La dénvée ordonnée dun variable xy:; en tenant compte des autres variables est définie
par: '

0 Xy RH "%y, OF
_ -40
ox, JZ,: ox; 0x (1-40)
I'¢quation (I-40) une équation récursive qui permet de calculer 1a dénivée HL pour le

ox

systeme d'équations (I-39). _
1< : :
L'erreur E = EZ(}’/(t) - y(t))T(y(t) —y(t)), ou y(t) représente la sortie désirée du
t=1
k-iéme exemple. L'algorithme du gradient [Ljung, 1987], appliqué a E, pour ajuster les
poids du réseau donne :

oK

ay(k+1) =a,(k)—c, a

(1-41)
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dans ce cas k représente le k-iéme passage sur tous les exemples.

6E_6E6yi 6Si_aE '( )
aaij - oy; s Oa; By, EASY; (1-42)

. est l'entrée totale du i-iéme neurone., i.e. la somme pondérée de toutes les sorties des
"2 neurones situés dans la couche précédente. '

Pour la couche de sortie, 95 oy, = ¥. —y,, le probléme est de trouver l'expression de cette
dénivée pour les couches cachée; c'est 'apport de Rumelhart ez al en 1986

Rumelhart et af ont résolu ce probléme, en utilisant la régle de la chaine pour le calcul de
la dérivéeie.:

oy G450y, ds;ox 18 2; 43

avec y; appartenant & la couche 7, y; appartient a la couche /+/. En commenceant par la
couche de sortie, on remonte jusqu'a la couche d'entrée.
Cette formulation est imprécise, vu la définition de la dérivée partielle.

Puisque, le réseau est un systéme ordonné. L'équation (I-44) peut €tre écrite sous la
forme :

OE  O0E .9'E 0y,
=S+ 25 1-45
Xy« €5t remplacé par E dans (I-40). Et I'algorithme FFN-Batch en découle :
Z = Zaﬁg'(sj)zj te;,
J>l
0E ' |
—=2gls)z )y, (1-46)

OE
aij(k+ 1) = a--(k) —Cp a, .

y

avec: z, = 9'E/dy, et g, = OE /dy,.

Dans ce cas, les neurones sont numérotés suivant des nombres consécutifs
indépendamment de la structure des couches, i.e. yi,ya,......¥i....¥n. Les différentes étapes
de I'algonithme sont les mémes que celles de FFN-pattern.

2-1-3) "Backpropagation' avec momentum :

Une version améliorée, proposée par Rumelhart [Kosko, 1992] ‘est une équation
aux différences linéaire d'ordre deux, dans ce cas 1'équation (I-36) devient:
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a(k+1) =a;(k) +c.Aa (k) +b.Aa(k-1) (1-47)

Rumelhart appelle le terme additif "momentum". Ce terme accélére le changement des
poids, il accélére ainsi la convergence, mais son vrai role reste inconnu [Dote, 1990}

2-1-4) "Robust Backpropagation'':

Une autre version proposée par White en 1989, est appelée '"Robust
Backpropagation", elle est basée sur les statistiques robustes; En effet White a démontré
que la "Backpropagation" est un simple de cas d'approximation stochastique, ainsi elle
appartient au domaine des statistiques.

La robustesse dont on parle est celle de l'insensibilité aux échantillons qui sont

"bizarres”, "Robust Backpropagation" remplace le terme (ypj —?Pj), par untfonction

atténuatrice, s((ypj —)"/w-)). La fonction atténuatrice, s(x)=x n'est pas statistiquement

robuste. Tandis que les fonctions atténuatrices suivantes le sont :

dx) = tan}(}—;] dx) = 1 2x x) = max(—c,_min(c,x)). (I-48)

+x2°7

En général, on peut utiliser les fonctions d'activations citées plus haut. En appliquant cette
technique, on obtiendra un estimateur statistique robuste, qui ignore les exemples étranges
durant 'observation [Kosko, 1992].

2-1-5) "Pseudo Impedance Control':

Une autre version, est celle proposée par Nagata et af [Nagata et al, 1990] elle est
appelée "Pseudo Impedance Control", elle a été introduite pour décroitre la possibilité
de tomber dans un minimum local; Elle a été déduite par analogie avec les systemes
mécaniques, dans ce cas les poids sont régit par I'équation différentielle du troisiéme ordre
survante :

d’w d*w dw oE

ae PM e TP T T oW

On retrouve la "backpropagation" classique en annulant J et M.
Le lecteur intéressé par cette méthode est renvoyé vers l'article de Nagata er al, pour
savoir comment choisir les coefficients J, M, D qui doivent étre positifs pour assurer la

stabilité du systeme dynamique.

J (1-49)

Dans tous les algorithmes présentés on peut remarquer que le pas d'apprentissage ¢,
pouvait étre variable, dans ce cas il doit étre décroissant en fonction de la période

d'échantillonnage k, Il doit décroitre lentement, mais pas trop lentement, rapidement mais

pas trop. Dans ce cas la séquence ¢, , est contrainte a décroitre lentement comme la
somme divergente:
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ick =0 ‘ (1-50)

k=1
La décroissance lente de ¢; , génére une plus grande rapidité dans 1'apprentissage dans

I'équation (I-36). _
Mais aussi elle doit décroitre rapidement comme la somme convergente définie par:

Dl < (1-51)
k=1

La décroissance rapide de ¢, génére un moindre oubli de la part de w(k). On remarque
que la série harmonique ¢, = %( , vérific les conditions (I-50) et (I-51).

Ces deux contraintes résolvent le dilemme de Grossberg souvent appelé "stabiliy-

plasticity dilemma" [Kosko, 1992]; Dans ce dilemme Grossberg pose la question
Comment un réseau peut-il &tre suffisamment stable de telle fagon a mémorser les
échantillons précédents, et étre suffisamment rigide pour pouvoir apprendre de nouveaux
exemples ?". La solution proposée ci-dessus est une solution basée sur les pas d'adaptation
et non sur l'architecture du réseau. L'équation (50) permet la rigidité tandis que I'équation
(51) la contraint. L'équation (51) permet la stabilité tandis que I'équation (50) la contraint.

Les méthodes d'apprentissage présentées ci-dessus ne sont applicables qu'aux
réseaux de neurones statiques; En ce qui concerne les réseaux de neurones dynamiques on
doit développer d'autres méthodes d'apprentissage a cause de leurs architecture différente
de celle des réseaux statiques. La section suivante présentera les différentes méthodes
d'apprentissage des réseaux de neurones dynamiques.

2 - 2) Apprentissage des Réseaux De Neurones Dynamiques :

L'architecture d'un réseau de neurones dynamique ne suffit pas pour prédire sont
comportement dynamique; Il faudrait aussi spécifier I'algorithme d'apprentissage [Hunt et
al, 1992]. Des réseaux de neurones dynamiques qui possédent les mémes architectures,
mais qui sont entrainés avec différents’ algorithmes, évoluent d'une maniére différente;
Ainsi un réseau de neurones dynamique est la combinaison de deux systémes
dynamiques: transmission et ajustement.

L'apprentissage des réseaux de neurones dynamiques, peut se faire de deux
différentes maniéres. La premiére technique est "Fixed point Learning" qui impose au
réseau dynamique un point d'équilibre; la seule contrainte sur le régime transitoire est qu'il
disparaisse. La seconde technique est "Trajectory learning” qui impose au réseau une
certaine dynamique, c'est une généralisation de la premiére technique car quand t — oo ,
on atteint le point d'équilibre.

|
's
1
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2-2-1) "Fixed point Learning'':

Dans ce cas deux approches existent, soit la minimisation de l'erreur instantanée
(équivalent de FFN-pattern), soit la minimisation de l'erreur globale (équivalent de FFN-
batch).

La minimisation de l'erreur instantanée requiert une combinaison entre une ceftaine
architecture du réseau dynamique et un choix de la fonction d'activation qui doit posséder
les caractéristiques citées précédemment pour avoir une descente du gradient [Karkasoglu
et al, 1993].

La minimisation de l'erreur globale se fait en utilisant l'algonthme "recurrent
backpropagation”.

2-2-1-a) Minimisation de I'erreur instantanée:

Cet algorithme est applicable aux réseaux de neurones qui posseédent trois couches,
dont la couche cachée est entiérement connectée. L'architecture du réseau est montrée
dans la figure 7. Le réseau est régit par :

x = —x+ Weg(x) +Bzk) (1-52)
y(k)=h"x’ | (1-53)

avec : x € R, g): N — N est un vecteur dont les éléments sont les fonctions g(.) qui
possedent les propriétés (I-33). We R Be R heRY sont les  poids
d'interconnexion.

Dans (I-53) x, spécifie un point d'équilibre stable de (I-52) pour l'échantillon d'entrée z(k)
a l'instant k. En supposant que le point d'équilibre est atteint, (I-52) et (I-53) deviennent :

x" = Wg(x*} +Bzk); y(k)=h"x" (I-54)
Ce qui est équivalent a -

x: = Zwijgj(x’;) +§:bnz1(k); y(k) = Zhﬂif (I-55)

b,.h; etz, sont respectivement des éléments des matrices: x e N,

il

avec. X;,g;, Wy,
geRLW e R Be R heRi,ze R,

L'apprentissage d'un tel réseau se fait a l'aade de la "Backpropagation" en
minimisant l'erreur de sortie :

B() =[y, (k) - y(K)]" = [y, () 0" |’ ~(1-56)

va(k) étant la sortie désirée.
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L'algorithme d'apprentissage peut étre facilement déduit, en appliquant 1'algorithme
de descente du gradient a ce réseau.

En effet :
h,(k +1) =hi(k)—u1§§£§l
wi(k +1) = wy(k) —p, %%lj) (1-57)
by (k+1) = by (k) - a(fé?
En utilisant les équations (I-54) et (I-56) on obtient :
h,(k+1) = h, (k) -, [y, () -y()|x], i=1...q
wi(k+1) = w(K) -, b (0)]y, (0 - y(0)]g,(x]), Lj=1....q;i # (1-58)

bij(k+1) =by(k) - p, h;(k)[yd(k) - y(k)]zj(k) A=1,....,q)= 17,2,__.p

1,1, , 1, sont des pas d'adaptation, choisis dune fagon appropriée.

Couche de Sortie y(k)

Couche d'entrée

Figure 7: Architecture du Réseau Dynamique
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Pour que le réscau soit stable, plusieurs conditions doivent étre vérifiés; Ces
conditions concernent les poids initiaux, les pas d'apprentissage; Si nous notons par

Me R la partic symétrique de la matrice - WL, avec dejag[ylyz...‘yq],

1= dx.

1

. La réelle positivité de M suffit pour assurer que l'algorithme (I-58) soit
un descente du gradient, qui minimise E(k). Si on choisit une fonction d'activation g(x;),
qui se¢ sature rapidement, alors I' = 0, et donc M sera définie positive. On devrait noter
que la sélection d'une fonction d'activation qui se sature rapidement permet une stabilité
exponentielle des points d'équilibre, ce qui assure une convergence rapide du réseau
dynamique. -
En ce qui concerne le pas d'apprentissage, on pourrait choisir des pas variables
-décroissants en fonction du temps ( par exemple p(k) = }{(); Mais, parfois des pas fixes

suffisent; Les pas qu'on choisira lors des simulations satisfont les conditions suivantes :

w < 2 . < %, W, < y avec £= max{z +i‘z (k) z,(k '} [Karakasoglu et al,

1993].

C'est ce type de réseaux dynamiques qu'on va utiliser, puisqu'il posséde la capacité
d'un apprentissage rapide; Il est donc souhaitable en identification et en commande des
systemes dynamiques.

2-2-1-b) "Recurrent Backpropagation ":

.Cet algorithme minimise ['erreur :

E = —2 (v5 )" (v ), - (15%)

y¥ sont des vecteurs des points d'équilibres désirés, qui sont solutions de I'équation (1-32)
en annulant la partie gauche.

Soit e, I'erreur définie par:

o "Y:, Sl le neurone i appartient au champ de sortie
i:{y, y pp p (1-59b)

0, sinon

Durant l'apprentissage le réseau ne regoit aucune entrée extérieure, il est excité
par des conditions initiales puis évolue en tenant compte de y¥, qui est la référence fixée.

-La dérivation de l'algorithme [Karayiannis and Venetsanopoulos,.1993] révéle que
l’adaptatlon des poids dépend d'un réseau auxiliaire dont la dynamique est :
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2, =z, + 2, 8ls,)z; +e, | (1-60)
J |

Cette équation contient une somme de non-linéarités, contrairement a l'équation (I-31).
L'entrée exténieure de ce réscau auxiliaire est g , qui est l'erreur entre la sortie des
neurones qui appartiennent au champ de sortie, et les sorties désirées.

L'algonthme de "Recurrent Backpropagation” peut étre résumé sous la forme
suivante :
Etape 1: Calculer les points d'équilibre x; , a partir de I'équation (1-32).
Etape 2: Calculer les points d'équilibre z,  partir de I'équation (1-60). -
Etape 3: Adapter les poids en utilisant I'équation :

= ag(s,(«)x; z; 1-61)

Puisqu'on n'est intéressés que par les points d'équilibres, les conditions initiales pourraient
étre quelconques.

2-2-2) "Trajectory Learning'':

Dans ce cas c'est I'erreur E définie par:

E = ['[() 3(0) (a0 - y(0) (-62)

ol: d{t) est le vecteur des trajectoires désirées, t, peut étre constant (cas des techniques
"off-line") ou variable (cas des techniques "on-line"). La version discréte de 1'équation (I-
62) est : _

. .
}: (v) - y(1)] [d(x) - y(2)], (1-63)

ty

[\.)Iv—l

Deux méthodes peuvent étre utilisées minimiser cette erreur . La premiére méthode
est la "Backpropagation Through Tlme”(BPTT) la seconde est la "Real Time Recurrent
Learning"(RTRL).

2-2-2-a) "Backpropagation Through Time":

BPTT est une méthode basée sur le remplacement d'un réseau récurrent a une
seule couche, par un réseau statique équivalent qui posséde t; couches; Cecl peut étre
facilement compris dans le cas discret. La "Backpropagation” classique est appliquée a ce
réseau, et puisque chaque couche contient les mémes poids "vus" a différents instants;
leurs valeur finale est la somme des poids aux instants précédents [Werbos, 1990a].
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L'algorithme de la BPTT sera :
1< |
=3 Z d,(0)-y,(1))", t, = const,

(2) {di(t) —vy.(1), sileneurone i appartient au champ de sortie
e, (1) =

0, sinon
= Zaii g'(Sj (t+ ]))Zj(T +1) - ei(T)a Zi(Tl) =0, (1-64)
]
Sl @)y, o),
=ty
. . oE
a; =ay — U«E ;

i

Selon Williams et Zipser, cet algorithme peut étre utilisé "on-line", dans ce cas les calculs
doivent étre effectués a chaque instant, ce qui requiert un espace mémoire illimité, ainsi
qu'une capacité de calcul illimitée.

La version continue a été introduite par Pearlmutter [Pearlmutter, 1989], lorsqu'il a
critiqué la dérivation de Ia "Recurrent Backpropagation” qui est basée sur la supposition
quun seul point d'équilibre existait; Il a ainsi proposé une procédure qui permet de
calculer 6E/8a, ; On va maintenant présenter la version continue de la BPTT :

Le probléme qui se pose est la minimisation de l'erreur (I-62) sous la contrainte (I-32-b);
. ¢'est un simple probléme de calcul des variations; Le Lagrangien sera donc égal a:

L= tl{;;(di -y, ) Zz [T y. +y, — g ) u, ]}d‘c - (1-65)

l_] 2

z, sont les nultiplicateurs de Lagrange; L'application de l'équation d'Euler-Lagrange
[Elsgolc, 1961], sur (I-65) donne : '
Tz, =z, —Zaﬁg( )z —€; (I-66)

Puisque vyi(ts) ne depend pas des poids, et en imposant les conditions aux limites
suivantes:

z{t,) =0 67

On obtient alors :
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oL t,
~—=1els)zy, . (1-68)
ij
. °E '
aij = _a—éa— . (1'69)

Ces deux équations avec 1'équation (I-66) définissent complétement I'algorithme. Notons
que 1'équation (I-66) est définie sur [to,t;] avec z(t,)=0, ainsi cette €quation doit étre
intégrée en remontant dans le temps .

Cette méthode n'est pas récurrente car elle utilise un réseau statique équivalent lors
de l'apprentissage; Mais, lors de l'implantation le réseau fonctionne comme un réseau
récarrent. '

2-2-2-b) "Real-Time Recurrent Learning'':

La BPTT est une méthode qui est essenticllement "Off-Line", et qui lors de
Papprentissage en temps réel requiert un gigantesque capacité de stockage; La méthode
présentée ci-dessous, i.e. "Real-Time Recurrent Learning' (RTRL) résout ce probléme.
Elle a été introduite en 1989 par Williams et Zipser [Williams and Zipser, 1989a].

Considérons un réseau qui possede 7 neurones, m entrées extérieures. Soit y(t) le
vecteur nx1 a linstant ¢ qui définit le vecteur de sorties, x(t) le vecteur mx qui
représente les entrées extérieures a l'instant ¢. On notera par z(t) le vecteur (m+n)x , qui
rassemble les vectenrs x(t) et y(t), soit U I'ensemble des indices k pour lequel 7, est une
sortie du réseau, / l'ensemble des indices pour lequel z, est une entrée externe. Ainsi

x (t) sikel |
z(t) = {yk(t) sikeU - 4-70)

Soit W la matrice des poids du réseau, selon la notation précédente, W est une matrice
nx(n+m).
Notons par :

s, (t) = ZWUZI(t) | - (I-71)

teU

I'entrée du k-iéme neurone a l'instant £, pour k € U, sa sortie & l'instant k+/ scra notée par:

y(e+1) =g, (s, (1) | , | (1-72)

g est la fonction d'activation du &-iéme neurone.

On va maintenant dériver l'algorithme que Williams et Zipser appellent "temporal
supervised leaming". Soit T(t) I'ensemble des indices k € 1, pour lesquels une trajectoire
désirée exaste a l'instant £.
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Définissons le vecteur e dont les dimensions sont n x 1:

0 ailleurs (1-73)

d (t)-y(t) si keT(t)
Cy (t) =
Cette formulation permet différentes trajectoires pour différents neurones a des instants
différents. Dénotons par:

Z[e (0]’ 1-74)

kEU

L'erreur totale a l'instant z. Supposons en plus, que le réseau est lancé de l'instant t; a
I'instant t;; L'objectif est de mimimiser I'erreur globale :

e = 300 (1-75)

g+l

Ceci est possible grice a la descente du gradient.
Puisque l'errcur globale (I-75) est la somme des erreurs a différents instants; Le
changement global des potds est :

Z]Awu(t) (1-76)
aI(t)
Awij(t) = —am (I-77)
Calculons le gradient :
aJ (t '
AW _ 3, . (1-78)
ij kel ij

Les équations (I-71) et (I-72) permettent de calculer dy, (t)/dw,; en effet :

1
LD (0] T 25,00 0-79)

b
8, est l'opérateur & de Kronecker. En supposant que les états nitiaux du réseau ne

dépendent pas des poids on aura :

ay, (t,)

j

=0 (1-80)
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Ces équations sont valables pour tout k € U,1 € U,et je Uul.

En notant par:

pi(t) AL

= I-81
o 0-81)
On aura, ainsi crée un réseau auxiliaire défim par:
: 1
plj(t+1 )LZwklpij(t) +8-lkzj(t)J (1-82)
lelU
dont les conditions initiales sont :
plte) =0 | (1-83)

L'algorithme sera donc :

Etape 1: Calculer & chaque instant ¢ de £, a ¢, les quantités pi(t), en utilisant
les équations (I-82) et (1-83) .
Etape 2: Calculer le changement des poids

t)= a‘kz.ek(t) p;(t) (1-84)

Etape 3: Calculer le changement global, qui est défini par (I-76).

L'algorithme ci-dessus supposait qie les poids étaient fixes entre ty et t; (puisque le
changement n'était possible qu'a.l'instant t,). L'algorithme RTRL relaxe cette supposition,
en supposant que la borne supérieure 1; est variable (elle est égale a #), ce qui pérmet un
ajustement en temps réel, sans accumuler tous les changements.

Le probléme avec cet algorithme, i.e. RTRL, est qu'aprés des instants assez longs, 1l
n'implante plus la déscente du gradient. Mais, comme noté par Williams et Zipser, ceci est
équivalent a I'algorithme FFN-pattern, qui n'implante pas la déscente du gradient.
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3) "Reinforcement l.earning":

Dans ce type d'apprentissage, une seule valeur qui mesure la qualité de la réponse
du réseau est réinjectée dans le réseau et est utilisée lors de l'apprentissage. Lors de
I'apprentissage on n'a pas besoin de la sortie désirée; le réseau a seulement besoin’ de
savoir si sa sortie est bonne ou mauvaise. Cette méthode est basée sur I'adaptation d'un
résean auxiliaire appelé "critic network”, c'est la sortie de ce réseau qui mesure la qualité
de la sortie du réseau. La figure 8 montre le fonctionnement de cette méthode [Werbos,
1990b].

X(t) CRITIC
NETWORK > (O
Ao I+
VR
ACTION
NETWORK —u(t)

Figure 8 : Schéma du "Reinforcement Learning”

Le réseau noté par "action network”, posséde comme sortie ult), c'est la sortie qu'on
voudrait étre égale a la sortie désirée, Le second réseau ("critic network” ) possede comme
entrée X(t), et comme sortie un seul nombre, J(f), qui mesure la qualité de la sortie ult)
par rapport a la sortie désirée. Deux probléme se posent :

1) Comment ajuster les poids de I'"" Action Network”, en fonction de Jt+1) 7

2) Comment ajuster les poids du "Critic Network", en réponse a la sortie.

Ceci est possible grice a la programmation dynamique stochastique ("Heuristic
Dynamic Programming", HDP.) [Werbos, 1990b] .
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IV. Approximation Des Fonctions en Utilisant Les Réseaux De Neurones:

C'est en se basant sur les théorémes de Kolmogorov et Sprecher qu'en 1987, Hecht-
" Nielsen a pu démontrer que n'importe quelle fonction pouvait étre approximée par un
réseau de neurones qui posséde quatre couches; Dans cette partie on va démontrer cette
propriété, et puis parler des limites de ces théorémes.

En 1900, dans son célébre treiziéme probléme, Hilbert affirma quiil existe des
fonctions analytiques . trois variables qui ne peuvent pas étre représentées par une
superposition finie de fonctions continuesax deux variables.

Et c'est en 1957 que Kolmogorov prouva que cette affirmation était fausse; la
formulation originale du théoréme de Kolmogorov est la suivante:

" Toute fonction multivariables f{x,,x,,.....,x, ) définie sur I"(n > 2) peut étre
représentée sous la forme :

{(x)= 72Xj[2‘llij(xi ))» (I-85)

ou: y;,y; sont des fonctions continues monovariable et y; sont des fonctions
monotones indépendantes de f."

En 1965, Sprecher a raffiné le théoréme de Kollﬁogorov et obtint le théorcme
suivant:

" Pour chaque nombre entier n > 2, il existe une fonction w(x) réelle, monotone
croissante, v([o 1]) = [0, 1] , dépendante de n qui posséde la propriété suivante -
Pour chaque nombre fixé §>0 il existe un nombre rationnel €, 0 <€ <8, tel que

n'importe quelle fonction multivariables, f(x), définie sur I", peut étre représentée

sous la forme : : -
L ]

2n+l n

f(x)zé g?\f\p(xi+s(j—l)+j—l)} ©(I-86)

ou la fonction 7y est une fonction réelle et continue; A est une constante
indépendante de £."

Ces deux théorémes stipulent que toute fonction continue multivariables peut étre
représentée sous la forme de superposition d'un petit nombre de fonctions monovariable.
En réseaux de neurones, ceci implique que toute fonction continue qui posséde n variables
peut étre approximeée par un réseau de neurones qui posséde n(2n+1) neurones dans la
premiére couche cachée, et (2n+1) dans la seconde couche cachée.

Mais, comme I'a prédi Lorentz en 1962, en affirmant "Will it {Kolmogorov's
theorem] have useful applications? ... One wonders whether Kolmogorov's theorem can be
used to obtain positive results of greater [than trivial] depth".; ce 'merveilleux’ théoreme
est inutilisable pour concevoir un réseau de neurones car :
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(1) Le théoréme de Kolmogorov requiert différentes fonctions d'activation pour
chaque neurone.

(2) En 1954, Vitushkin, formula le théoréme suivant :

"1l existe des fonctions n ( n > 2) variables, r (r =1,2,...) fois dérivables, non
représentables par la superposition de fonctions continues r fois derivables
m variables (m < n); Il existe des fonctions continues g deux variables r fois
dérivables, qui ne sont pas représentables sous la forme de somme de

fonctions monovariable.".
A partir de ce théoréme, Vitushkin démontra qu'il existe un certain entier r au
del du quel la r-iéme dérivée des fonctions y; n'existaient plus. Ainsi, on ne

pourrait appliquer les méthodes d'apprentissage connues; En plus ceci poserait
un probléme de généralisation et robustesse au bruit.

(3) Les fonctions x,; dépendent de 1a fonction qu'on veut approximer.

Tl est clair, o partir de la discussion précédente, que le fait d'approximer des

fonctions arbitraires, n'est pas suffisant pour avoir une bonne approximation.
En 1990, dans [Poggio and Girosi, 1990] les auteurs ont noté que la question clé n'est pas
l'approximation des fonctions arbitraires, mais celle de la meilleure approximation. Un
approximateur de fonctions posséde la propriété précédente, si parmi toute les fonctions
approximatrices il en existe une qui posséde une distance minimale de la fonction donnée.
Rigoureusement on peut dire:

" Si f{X) est une fonction continue définie sur un ensemble X, et F(W,X) est une
fonction approximatrice qui depend de W € P et de X, le probléme de 'approximation est
de déterminer les parametres W', tels que:

A F(W*, X), (X)) < dF(W, X),1(x)) (1-87)
pour tous W dans l'ensemble P. ’

Si une solution & ce probléme existe, alors la solution posséde la propriété de

meilleure approximation. L'existence de la meilleure approximation dépend évidement de
1a classe de fonctions F(W,X)."

A partir de cette définition, il est clair que F(W,X) peuvent correspondre a des
réseaux de neurones statiques; En effet :

# Le probléme classique d'approximation lin€aire :

FW,X)=W-X, W eR",XeR" (1-88)
Correspond une réseau sans couches cachées.
e Le probléme classique d'approximation :

~Ywo,x (1-89)

Correspond un réseau statique qui posséde une seule couche cachée.
o Le probléme d'approximation :

_ ¢(Zn:wn¢izvi¢[--.¢zujxjn | (1-90)
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avec ¢ est une fonction sigmoide.
" Correspond 2 un réseau multicouches, dont les éléments de base éffectuent une

somme de leurs entrées, avec des poids W= [wn,v. u, }, puis éffectuent une

1?72
transformation sigmoidale.
Ceci est un nouveau probléme dapproximation, dont la motivation est la
démonstration de McCulloch et Pitts, selon laquelle toute fonction logique peut €tre
réalisée par un réseau de neurones a une seule couche cachee, dont la fonction
d'activation est la fonction seuil.

En 1988, Irie-Miyake a prouvé qu'un réseau statique a trois couches,
avec un nombre infini de neurones dans la couche cachée peut approximer
n'importe quelle fonction , pourvu que les fonctions d'activation soient bornées et
absolument intégrables. En 1989, Funahashi a étendu la démonstration de Irie-
Miyake en y incluant les fonctions sigmoidales, de telle fagon a ce que toute
fonction ‘continue pouvait étre réalisée par un réseau de neurones a trois
couches, dont la couche cachée posséde des fonctions d'activations bornées
monotones croissantes. Un résultat similaire a été obtenu par Hecht-Nielsen
en 1989, en démontrant qu'un réseau multicouches pouvait implanter une fonction
sinusoidale, permettant ainsi aux réseaux multicouches la possibilité¢ d'approximer
n'importe quelle fonction en utilisant le développement en séries de Fourier.
Cybenko [Cybenko, 1989] atrouvé un résultat similaire en démontrant que toute
somme finie de fonctions sigmoidales était dense dans I'éspace des fonctions
continues définies sur un hypércube unitaire de dimension n,

Tous, ces théorémes possédent la forme suivante :
" Soit ¢(x), une fonction non-constante, bornée et monotone croissante. Soit

K une région bornée de R", et f(xl,---,xn) une fonction réelle continue,
définie sur K. Alors, pour tout £>0, il existe un entier N et des constantes
réelles ¢;, E)i(i =1,..... ,N),wij(i =1,...,N;j= 1,....,n) telles que : |
- N n
t_"(xl,...,xn) = Zcid}(Zwijxj F—BiJ (I-91)
i=t =1 -

xeK f(xl"“’Xn)_?(xl"--axn)

pour tout £>0, il existe unréseau de neurones a trois couches, dont les
fonctions d'activations des neurones situés dans la couche cachée sont §(x),
et celles des neurones situés dans la couche de sortie sont linéaires, et dont

satisfait max

<g.". Ce théoréme implique, que

la relation entrée sortie est f(xl,. . ,xn) , tel que

f(x],---,xn)—f(xl,...,xn)

max ., <E. (1-92)

Malheureusement tous ces merveilleux résultats, n'ont aucune implication pratique;
Car ils ne donnent ni la méthode par laquelle les poids peuvent étre obtenus, ni le nombre
de neurones nécessaire. Cybenko - lui méme - a conclu son article de 1989 comme suit :
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" While the approximating properties we have described are quite powerful, we
have focused only on existence. The important questions that remain to be answered deal
with feasibility, namely how many terms in the summation (or equivalently, how many
neural nodes) are required to yield an approximation of a given quality?, What properties
of the function being approximated play a role in determining the number of terms? At
this point, we can only say that we suspect quite strongly that the overwhelming majority
of approximation problems will require astronomical number of terms...". On ne pouvait
mieux conclure !..

V. Les Réseaux de Neurones et La Commande :

Les réseaux de neurones possédent plusieurs propriétés qui leurs permettent d'étre
des candidats naturels, lors de l'identification et la commande des systémes dynamiques.
Vus, sous cet angle les réseaux de neurones sont vus comme étant de modélisateurs de
processus, tous ce que nous savons sur la dynamique du systeme { et méme ce que nous
ne savons pas) sera implicitement stocké dans le réseau, et ceci grice aux propriétés
suivantes:

o Systémes Non linéaires: Les réseaux de neurones peuvent approximer n'importe
quelle fonction.

e Le Parallélisme: Selon la définition de Hecht-Nielsen un réseau de neurones,
est I'interconnexion de plusieurs neurones, considérés comme ¢éléments de base
effectuant une relation non-linéaire et distribuée. Ceci augmente leurs
robustesse.

e Implantation "Hardware": Les récents développements dans la technologie des
circuits VLSI (Very Large Scale Integration), ont permis !'implantation de
différents algorithmes d'apprentissage des réseaux de neurones. Les réseaux de
neurones VLSI traitent les signaux avec des processeurs paralléles fabriqués
avec des simples amplificateurs ainsi que de résistances, a la place des calculs -
effectués séquentiellement sur une machine de von Neuman. L'apprentissage se
fait en changeant les valeurs de résistances entre les amplificateurs. -

e Apprentissage et généralisation: Les réseaux de neurones peuvent étre entraines
grice a un certain nombre d'exemples. Un réseau de neurones, bien entrainé,
peut généraliser, quand des données non-apprises lui sont présentées. En plus,
les réseaux de neurones, peuvent étre entrainés en temps réel.

o Systémes multivariables: Les réseaux de neurones sont naturellement
multivariables; ils sont directement applicables aux systémes MIMO.

Ces propriétés rendent les réseaux de neurones sovhaitables en identification et en
commande des systemes dynamiques. '
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Conclusion.

Nous avons présenté, dans la premiére partie de ce chapitre, des définitions
permettant de se familiariser avec les réseaux de neurones, rappelons qu'un réseau de
neurones n'est rien d'autre qu'un approximateur de fonction basé sur l'interconnexion de
plusieurs entités élémentaires appelées neurones, les réseaux de neurones ont ét¢
subdivisés, selon leur architecture, en deux classes (statiques et dynamiques). Dans le
seconde partie, on a parlé de l'apprentissage de réseaux de neurones, ce dernier est defim
~ comme étant n'importe quelle changement sur n'importe quelle connexion, ce processus a
été subdivisé en trois classes (supervisé, non-supervisé, "reinforcement learning”). Dans la
troisiéme partie, on a pu voir, comment les réseaux de neurones pouvaient approximer
n'importe quelle fonction, cependant les théorémes sur lesquels cette propriété a été
démontrée ne donnent aucune "recette". Dans la demniére partie, on a cité quelques
caractéristiques qui rendent les réseaux de neurones souhaitables en identification et en
commande des systémes non-linéaires, c'est cette caractéristique qui sera mise en évidence
dans les chapitres suivants.




Chapitre II

IDENTIFICATION
PAR
RESEAUX DE NEURONES

" J'admire la beauté de cette simplicité logique
en laquelle je crois, faite d'ordre et d’harmonie
que nous ne pouvons qu'appréhender qu'avec
humilité et de fagon seulement imparfaite."”

Albert EINSTEIN (1879-1955)



CHAPITRE 11
IDENTIFICATION PAR RESEAUX DE NEURONES

I. Introduction:

Le but ultime de la science est de comprendre le fonctionnement des processus
rencontrés dans la vie courante. Une des méthodes qui permet de réaliser ce
but est "la modélisation” . L'identification des systémes est intéréssée par la construction
de modéles mathématiques 3 partir des observations entrées-sorties du systeme.

Contrairement 4 l'identification des systémes linéaires ou des méthodes existent
[Ljung, 19871, I'identification des systémes non-linéaires est une tache difficile, deux
méthodes existent : 1 ) méthodes paramétriques , 2 ) méthodes non-paramétriques .

Les méthodes paramétriques supposent que le modéle du systéme possede une
forme mathématique particuliére exprimée en fonction d'un ensemble de paramétres
inconnus, le probléme consiste donc en l'identification de ces paramétres en s'aidant des
données entrée-sortie.Ces modeles paramétriques sont rares en systémes non-linéaires et
souvent inutilisables, car ils requiérent un grand nombre de paramétres, on peut citer par
exemple le modéle paramétrique basé sur les séries de Volterra [Istdort, 1989].

Les 'méthodes non-paramétriques n'assument aucune connaissance de la structure
du systéme et ils sont basés sur la maniére de déterminer la classe de modeles appropriés
pour une application particuliére.

Les réseaux de neurones avec leurs capacité d'approximer n'importe quelle
fonctions peuvent etre utilisés comme modéles de base des systémes non-linéaires, [Miller
et al, 1990][Hunt et al, 1992]. )
Une importante question dans le contexte de l'identification des systemes est
l'identifiabilite du systéme, autrement dit, étant donnée une structure particuliére au
modele , est-ce que le systemes étudié peut étre représenté convenablement par cette
structure ?. Dans 1'absence des résultats théoriques concrets pour l'identification par les
réseaux neuronaux, nous supposerons que tous les systémes étudiés dans ce cadre
appartiennent a la classe des systémes représentables par les réseaux choisis[Hunt ez df,
1992] [Narendra and Parthasarathy, 1990, 1991].

Dans le présent chapitre, nous allons d'abord parler de I'identification directe, en
utilisant les réseaux de neurones généralisés [Narendra and Parthasarathy, 1990], qui sont
une combinaison entre des opérateurs linéaires et des résecaux de neurones; On parlera
ensuite de l'identification inverse, puis de l'important lien qui existe entre la convergence
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et l'excitation persistante, aprés on présentera des simulations pour valider la théorie, et
enfin on présentera une conclusion.

Il. Identification Directe :

La procédure d'entrainement des réscaux de neurones pour représenter les systémes
dynamiques va étre référée par l'identification directe . Un structure permettant cette tache
est schématisée dans la Fig.1; On remarque que le réseau de neurones est placé en
paralléle avec le systéme, et c'est l'erreur entre la sortie du systéme et du réseau (F'erreur
de prédiction) qui est utilisée pour l'apprentissage du réseau.

rv ‘L

Systeme

v

v

Modéle Du Systéme

Fig. 1. Identification d'un systéme dynamique par Réseaux
de Neurones

Le comportement dynamique des systémes physiques étudies pose un.problcme
pour l'intégration de cette dynamique dans les résecaux de neurones. Cette dynamique n'est
pas un caractéristique intrinséque des réseaux statiques. Ainsi, ces deniers peuvent
échouer lorsqu'on veut capturer les principales caractéristiques du systéme. On peut
résoudre ce probléme soit en utilisant les réseaux récurrents, soit en introduisant un
comportement dynamique dans les neurones' . Soit en augmentant le nombre d'entrées du
réseau, en considérant les sorties et les entrées précédentes[Narendra and Parthasarathy,
1990].

! Ltintroduction d'une dynamique dans les neurones, est basée sur une analogie avec les systémes biologiques. I a été suggére
qu'un filtre passe bas d'ordre 1, pouvait représenter les caractéristiques dynamiques. L'introduction de ce filtre est relativement
simple, la sortie du neurone sera régie par I'équation:

y (1) =y (e — 1 +{1~Apy(t), 0<h<l
cette méthode, permet de réduire considérablement les dimensions du réseaux. L'inconvénient de cette méthode est que le
paramétre A, ne peut étre déterminé 4 priori, et il faudrait le déterminer en plus des poids du réseau. -
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Dans ce cadre, quatre modéles sont introduits pour la représentation des systemes
non-linéaires SISO avec la possibilité de généraliser aux systémes MIMO sans aucun
probléme[Narendra and Parthasarathy, 1990].

Ces modéles ne sont en fait qu'une extension des modeles utilisés dans les systemes
linéaires aux systémes non-linéaires.

En tenant compte de ceci, des modéles d'identification vont €tre proposes en
utilisant des réseaux de neurones qui peuvent étre entrainés par lalgorithme de la
"backpropagation”.

I1-1) Caractérisation:

Les modéles des quatre classes des systémes considérés ici peuvent étre décrits par
les équations aux différences non-linéaires suivantes :

Modéle [

y,(k+1)= Zociyp(k —i)+glu),uk—1),...,u(k—m+1]. (I-1)
Modéie II:

y, (k+1) =1y, (k),y, (k= D,..,y, (k= n+1) +Z=0:|3iu(k—i). (I1-2)
Modélp II:

y, (k+ 1) =1y, (1,5, (k=D,...,y, (k- n+ D] +gu(i),utk = 1),...,u(k - m+1D]  1-3)

y, (k+1) =]y, (0),y, (k= 1),...,y, (k= n+1),u(k), u(k - 1),...,u(k ~m+ D] (H-4)

Avec [u( k),yp; k)] représentant la paire entrée-sortie du systéme SISO a
linstant k, m <n. Les fonctions {::R* — N, dans les modéles II et I, ainsi que
£ —» R dans le modele IV, et g R™ — R dans (II-3)ont supposées dérivables par
rapport a leurs arguments. ‘

On constate, que pour tous les modeéles, la sortie du systéme a l'instant k+1 dépend a

Ia fois de ses n valeurs passées y(k-i)(i=0,n-1), et des m valeurs passées de l'entrée uik-
1)(5=0,m-1). Dans la partie suivante, chaque modeéle sera succinctement décrit.

Modéle I: Dans ce modeéle, la sorties du systéme non-lineaire inconnu est assumee
dépendante linéairement de ses valeurs précédentes et non linéairement des valeurs
passées de l'entrée (fig.2 ). L'avantage de ce modéle est qu'il permet de discuter la stabilite
en régime libre des systémes non linéaires. |

Medéle II: La sortic du systéme non-lineaire inconnu dans ce cas est assumee
dépendante linéairement de l'entrée u(k) et de ses valeurs passées, et non-lingairement de
ses propre anciennes valeurs (fig. 3 ). L'avantage de ce modele est quiil est directement
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applicable dans la commande par réseaux de neurones comme on va le montrer dans le
chapitre suivant.

Modéle III: Dans ce cas, la sortie du systéme non-lineatre inconnu dépend non-
lineairement a la fois de ses valeurs passées et des valeurs passées de l'entrée. Cependant
les effets de I'entrée et de la sortie sont additionnes. La représentation de ce modeéle est
schématisée par la figure 4

Modéle IV: Ce modeéle est le plus général, puisqu'il englobe les précédents
modéles. La sortie & n'importe quel instant dans ce cas est une fonction non-lineaire des
valeurs passées de l'entrée et de la sortic a la fois. La représentation de ce mod¢le en
utilisant des lignes de retards est schématisée par la figure 5. Ce modéle est
analytiquement, moins maniable que les autres modéles.

u(k) k1) yk)
N Z v | Z-l ’ >
— z,(k
-1
zp1(k) Ej
|4
o z(k)

Figure 2: Structure du Modele L.
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Figure 3: Structure du Modeéle I
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u(k)
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Figure 4: Structure du modele II1.
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Figure 5: Structure du modéle IV.
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11-2) Procédure d'ldentification :

Le modéle d'identification du systéme est compose de réscaux de neurones et des
lignes de retards. '

Dans chaque cas, le réseau de neurones est supposé contenir suffisament de
paramétres (poids), afin d'étre apte a représenter exactement la caractéristique entrée-
sortic du systéme non-lineaire correspondant. Dans ce cas, la fonction non-lineaire dans
I'dquation aux différences décrivant le systéme peut étre remplacée par un réseau de
neurones avec des poids fixes mais inconnus. En plus on doit supposer qu'une solution
théorique pour le probleme de l'identification est supposée existante.

Pour identifier le systéme, un modéle d'identification est choisit basé sur des
informations & priori concernant le systéme. Si y(k+1) et y(k +1) sont respectivement la

A
sortie a l'instant k+1 du systeme et du modeéle . L'erreur e(k + ])z)?(k +1) - y(k +1), est

utilisée pour ajuster les poids du réseau de neurones par l'algorithme de Ia
"backpropagation", et ceci dépend de la structure choisie.

a. Modéle Paralléle :

La méthode d'identification par le modéle paralléle est basée sur l'utilisation des sortie
du modele lui méme pour l'entrainement du réseaux de neurones (fig, 6. ).

Pour identifier un systeme non-lineaire de la quatriéme classe avec cette approche, le
modéle d'identification sera le suivant :

Yk +1) =n[y(k), 5k -1}, -,k -n+1);u(k),u(k - 1), u(k —m +1)]. (11-5)
L'ajustement des poids se fait a 'aide de 1'algorithme RecN-pattern (cet algorithme
est le méme que FFN-pattern, la seule différence est 1'utilisation des sorties du réseaun a la

place de la sortie du systéme) [Qin e/ al, 1992].

b. Modéle Série-Paralléle :

Contrairement au modéle parallele, le modeéle sénie-paralléle choisit une structure
entrée-sortie pour le modeéle d'identification qui est la méme que celle du systeme.

Cependant, il n'y a pas de retour (feed-back) autour du réseau (fig. 6). C'est cette
propriété qui nous permettra d'ajuster les poids a l'aide de la "backpropagation’ classique
(I'algorithme FFN-pattern peut étre utilisé dans ce cas).

Dans le cas d'un systeme non-linéaire appartenant a la quatriéme classe, le modéle
d'identification sera le suivant :
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0k +1) =n[y(k), y(k—1),-- y(k = n+1);u(k),ulk —1),---,0(k - m+1)]. (11-6)

En assumant que l'erreur de sortie tende vers une valeur négligeable, le modéle
série paralléle peut étre remplace par le modéle paralléle sans problémes majeurs. Ainsi,
I'apprentissage sera effectué en se basant sur le modéle série-paralléle, et le test sera
effectué en utilisant le modele paralléle.

$(t)

>

RecN: Réseau récurrent

0/0 en entree .

@ FFN: Résean statique.

u(t) Systéme

»
»

¥(t)

Fig.6 : Schéma de l'identification en utilisant les modéles
paralléle ou série paralléle ( TDL: Tapped Delay Line.) .

I1l1. Identification Inverse :

| L'utilisation des réseaux de neurones pour l'identification de la dynamique inverse
des systémes non-linéaires présente une grande promesse pour la recherche, car les
modeles inverses des systemes dynamiques ont une utilité immédiate dans la commande,
cecl sera plus détaillé dans le troisiéme chapitre .

Le probléme majeur avec l'identification inverse arnve quand plusiéurs entrées
produisent la méme sortie, autrement dit, quand l'inverse du systéme n'est pas-bien défini;
dans ce cas le réseau de neurones tend a faire correspondre les mémes entrées a
- différentes sorties.

Dans ce qui suit nous allons considérer deux méthodes qui permettent de
déterminer un réseau de neurones qui approxime la fonction inverse du systéme.

Dans le cas d'un systéme décrit par le modeéle IV, la fonction ™' conduisant a la
génération de l'entrée u(k) exige la connaissance de la valeur future de y(k+1). Pour
surmonter ce probleme on remplace cette valeur future par la valeur de yq(kt+1) qui est
assumeée disponible a l'instant k, car y4(i), i € N, est liée au signal de référence ou
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d'entrainement. Ainsi, La représentation entrée-sortie du réseau modélisant I'inverse du
systéme est décrite par:

u(k) =n[y(k), -, y(k—n-+1),r{k +1);u(k = 1),---,u(k - m+1)], (I-7)

dans ce cas le réseau n approxime f~', ainsi, le modéle inverse regoit en entrée les sorties
actuelles et passées du systéme, le signal de référence et les valeurs passées de I'entrée du
systeme. .

Plusieurs approches existent pour identifier I'inverse des systémes dynamiques non-
linaires par les réseaux de neurones, et seront discutées dans le prochain chapitre. La
figure 7, montre le schéma global de l'identification inverse .

Yy

Systeme

Modéle De I'Inverse du Systéme

Fig. 7. Identification Inverse d'un Systéme Dynamique par
Reéseaux de Neurones

IV. Convergence et Excitation-Persistante :

Comme en identification classique ou le signal d'entrainement des systémes
-adaptatifs joue un rdle important; Le signal d'entrainement des réseaux de neurones est
trés important pour que le modéle d'identification soit proche du systéme réel.

L'ensemble des données d'entrainement doit représenter toutes les classes des
entrées auxquelles le systéme peut étre soumis. Ceci permettra au systéme de répondre
d'une fagon satisfaisante lorsqu'il sera excité par un signal non-appris. Ainsi le signal
d'excitation doit étre tel qu'il puisse faire sortir toute la dynamique du systéme La
recherche du signal possédant cette propriété est le probléme de l'excitation persistante
{Narendra and Annaswamy , 1989].
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Une méthode en boucle ouverte est basée sur l'utilisation d'un signal aléatoire
uniformément distribué a travers tout l'espace de travail W. Dans le cas de systémes
bouclés ceci signifie l'introduction d'un signal auxiliaire , ceci entraine une certaine
dégradation des performances du systeme. Cette approche suppose que le systéme étudié
est totalement inconnu; en réalité on posséde une certaine connaissance du systéme.

V. SIMULATIONS :

Dans cette partie, on va présenter les résultats de l'identification des quatre modeles
précédents, en comparant entre deux différentes architectures, la premiére consiste en un
réscau dont l'architecture est la méme que celle du modéle, la seconde architecture est
celle dun réseau multicouches dont I'architecture est la méme pour tous les quatre
modeéles, le résean appartient au quatriéme mode¢le. En plus, on va étudier l'influence du
nombre d'entrées, car généralement on n'a pas une estimation du décalage qui existe.
Ensuite on identifiera un systtme dynamique par un résecau dynamique; On proposera,
ensuite une architecture qui permettrait d'étudier la stabilité en régime libre des systéeme
non-linéaires. Bt enfin, on fera une comparaison entre les réseaux statiques, entrain€s par
les méthodes FFN-pattern et FFN-Batch, et les réseaux récurrents en entrée entrainés par
'algorithme RecN-pattern.

Pour une discussion plus simple, on notera une classe de fonctions générée par un
réseau de neurones contenant N couches par le symbole 0" ; ;. .Tel que le résean
contienne i, entrées, i, sorties, et (N-1) champs de neurones intermédiaires, chaque
champ de neurones contenant respectivement 1,,15,....,1,, NEUrones.

Exemple 1:
Le systéme qu'on veut identifier posséde 1'équation aux différences suivante:
y,(k+1) =03y, (k) +0.6y, (k-1 +fluk)]. C o (1I-8)
La fonction inconnue posseéde la forme f(u) =u’ +0.3u” - 0.4u.
A partir de 1'équation (II-8), il est clair que le systéme libre, est asymptotiquement
stable ainsi a une entrée bornée correspond une sortie bornée. Pour identifier ce systeme
on utilisera deux modeéles série-paralléle.

Le premier est régit par I'équation aux différences :

9, (k+1)=03y, (k) +06y, (k—1)+N[u(k)] (11-9)
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Le second par:
9, (k+1)=N[u(k),y, (K),y, (k - ). | (1-10)

Les poids du réseau ont été ajustés a chaque instant, en utilisant la backpropagation
statique. Les deux réseaux appartiennent a la classe m,,,,,,,¢t c'est la méthode FIFN-

pattern qui a ¢té utilisée pour 'apprentissage, avec un pas de 0.3 pour la premiere couche,
0.25 pour la seconde, 0.2 pour la troisieme, et 0.15 pour la démiére un terme momentum
égal a 0.2 pour le premier réseau. Pour le second on a utilisé un pas de 0.2 pour la
premiére couche, 0.15 pour la seconde, 0.1 pour la troisiéme, 0.08 pour la derniere, et un
terme momentum égal a 0.2. L'entrée du systéme était une entrée aléatoire dont
l'amplitude était uniformément distribuée dans l'intervalle [-1,1],pour le test on a utilisé

une entrée sinusoidale u(k) = sin(znk 250) pour k <250 et

u(k) = sin(z"t%so) +sin(2“%5) ‘pour k >250.Les résultats sont sur la figure 8-a ,qui

représente le premier réseau, et la figure 8-b, qui représente le second réseau. On
remarque que ['erreur est si petite qu'on ne peut distinguer entre le modele et le systeme.
L'adaptation g'est faite durant 22000 itérations pour le premier réseau, et de 35000 pour le
second. Ainsi, le second réseau approxime de la méme fagon que le premier. Ces résultats
ne font que confirmer la capacité des réseaux de neurones a approximer n'importe quelle
fonction.

4000
40,00 —

s Gl R

— Sardedeirn

20,00 —{ : 000 —

0.00 — : 000 —

41000 — 2000

-40,00

ane el 400.00 600,00
) 000 200 00 10000 500,00
Temp (1)

(£} (L]

Figure 8 : Sorties du systéme et du modele.(a):premier réseau.(b):second réseau.
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Exemple 2:

Le systeme qu'on veut identifier est gouverné par l'équation aux différences
suivante:

y, (k+ D =fly, (k),y, (k - )]+ u(k) (U-11)

avecd,

¥, 0y, (k= D]y, (k) +25]
2093, -D) +y, () +y, (k=1)

Ceci correspond au second modéle. Deux modeles série-paralléle sont utilisés, le
premier correspond a l'équation:

(I-12)

,(k+1)=Ny, (k) y,(k-1)]+u(k), (I-13)

Le second correspond a :

9,k +1D) =Nu),y, ®),y,(k-1], (U-14)

ou N est un réseau de neurones qui appartient a la classe 7 ,,,,, ,-L'entrée u(k) correspond

a une entrée aléatoire uniformément répartic dans lintervalle [-2,2],et des pas de

0.3,0.25,0.2,0.15 pour la premiére, seconde, troisiéme, et demiére couche,

réspectivement, et un terme momentum égal a 0.2 pour le premier réseau et 0.4 pour le

second (un momentum égal a 1 présente une trés mauvaise approximation).L'adaptation
k

des poids glest faite avec un pas de cinq en utilisant le gradient .e*(i).La figure 9

i=k—4
représente les résultats aprés un:adaptation de 72000 itérations pour le premier réseau et
80000 pour le second. '

; y T ' . a0 . ——
0.00 40,00 80.00 120,00 i
Teampn (2} 0.00 20.00 40.00
Tempn (h)
@ ]

6000 000 100.00
]

Figure 9 : Sorties du modgle et du systéme .(a):premier réseaﬁ.(b):second réseau.
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Dans ce cas le second réseau réussit moins que le premier dans 'approximation.

Maintenant nous allons utiliser le méme type de modéles, mais cette fois en
changeant le nombre des entrées En utilisant dans le premler cas y,(k-2).et dansle

second en ne considérant que y ( k).
Dans le premier cas le modéle aura la forme :
9, e+ ) =N, [y, (0., (= .y, (k- 2)] + u(o) @-13)
Dans le second:
§o(k+ 1) =N, y, (0] +u(k). | (1I-14)

Le réseau N appartient a la classe n3,,,,,,1l converge aprés 70000 itérations(les mémes
paramctres sont utilisés que précédemment).Le résecau N, appartient a la classe

T 20,101,1 -8 figure 10 montre les résultats ,quand l'entrée est u(k) = sin( 3“%0) :

e Sors du Tk

T ot dases 1.00 —
d <. Sartie du risean

Sadle ¢4 rirk e

050 —
0.50 —

0.00 —
0.00 —

050 —
-0.50 —

0.0 000 2000 w00 icm 50.00 0.00 10.00 20,00 1000 40,00 50.00
Teaups (k) Taops (k)

(n) L]

Figure 10: Etude de 1'effét du nombre d'entrées.(a) réseau Ny, (b) réseau N,

On remarque que les sorties du modéle et du systéme sont indiscernables; ainsi le
réseaux n'est pas sérieusement affecté par le nombre d'entrées.
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Exemple 3:
Dans ce cas le modéle est celui du modele 3. 11 est décrit par I'équation aux différences:
y, (k) X
k+h=—"""5+u(k) H-15
. ' 3
Qui correspond a f[yp(k)] = yp(k)/((l +yp(k)') et gluk)]=u’(k).
Deux modeéles série-parall¢le ont été utilisés. Le premier consiste en deux réseaux de
neurones N etN_  qui appartiennent a la classe 1}, ,,,,,c€ systéme sera donc décrit par
I'équation aux différences:

g,k +1) =N, |y, ()] + N, [u(0)]. (11-16)
Les deux réseaux N, et N sont en fait utilisés pour déterminer les estimées fet g defetg

Le second consiste en un seul réseau qui appartient a la classe 13 5 ,0,,,11 peut étre décrit
par I'équation aux différences ,(k + 1) = N{y, (k), u(k)).

Les poids des deux réseaux ont été ajustés a chaque instant pendant 50000 itérations ,
avec un pas de 0.3 pour la premiére couche, 0.25 pour la seconde, 0.2 pour la troisiéme et
. 0.15 pour la demiére. Le momentum ¢€tant égal a 0.4.

Pour le premier réseau, l'entrée utilisée était une entrée aléatoire dont l'amplitude est
uniformément distribuée dans l'intervalle [-2,2] dans le réseau N et [-10,10] dans N, Les

figures 11-a et 11-b montrent les estimées des fonctions f et g Tandis que la figure 12
montre les sorties du modéle et du systtme quand l'entrée  est
u(k)=sin(27‘%5)+sin(2“%0).La figure 13 montre les sorties du modéle et du

systtme dans le cas du second réseau qui a été entrainé avec une entrée aléatoire, dont
l'amplitude est uniformément répartie dans l'intervalle [-2,2].

0.80 —

""""" Sortls durézeau 10.60 — e S N erean

Sorke dEaker

0.40 —| 500 ' /
0.00 ' 0.00 ] /—/
040 — -5.00 —| /
e80 T T T T | 1000 T ' r ' i ' |
0.00 40.00 80.0¢ 120.00 160.00 200.00 -2.00 -1.00 T Qo0 10D 200
(a) (b)

3

Figure 11 : Approximation des fonctions : a) f(y) = y/(l + yz); b) glu)=u
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800 -
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Figure 12: Cas du premier réseau Figure 13 : Cas du second résean

On remarque que le second réseau n'approxime pas trés bien ce systéme. Contrairement
au premier ou les sorties étaient indiscernables.

Exemple 4;

Les mémes méthodes peuvent étre utilisées quand le systéme est celui du modéle 4.
Dans cet exemple on va identifier un systéme qui appartient au quatriéme modéle 4 l'aide
des modeles 1,2 et 4. On expliquera ensuite I'importance de l'identification de ce systéme
par le modele 1. :

Le systeme est décnit par I'équation aux différences :
yo(k+1) =1y, (k) y,(k=1)y,(k=2),u(k)u(k-1)]. (11-17)

Avec:
X X, X, X, (x,—-1)+x :
fx,, x5, x5, %, x| = 1232350 03 4, (I-18)

T+x," +x,°

Dans un premier temps on identifiera ce systéme par le modéle IV, dans ce cas le
réseau appartient a la classe n3,, ,,,.La figure 14-a montre les sorties du modéle et du
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systéme lorsque I'adaptation a été effectuée pendant 60000 itérations en utilisant un signal
al€atorre uniformément distribué dans l'intervalle {-1,1],avec des pas de 0.3,0.25,0.15,0.1
pour les couches 1, 2, 3, 4, le momentum étant égal a 0.4. Comme indiqué précédemment
I'i'dentification se fait par le modéle série-paralléle et la test par le modéle paralléle. Dans
ce cas le signal du test est :

(277 o) s k<250
08sin(2™/ o) +-02sin(27K/ ) s k> 500

sin

u(k) = (11-19)

Maintenant utilisons le modéle I, ce modéle est particuli¢rement souhaitable en
commande. Le modéle possédera 'équation au différences:

Y.(k+1)=Ny,(k)y,(k-1),y,(k-2)|+ou(k)+a,u(k-1). (11-20)

N est un réseau de neurones qui appartient a la classe précédente. Les coefficients o, eta,
sont inconnus et sont déterminés apres fin d'adaptation qui durera 80000, la figure 14-b
montre les résultats de cette adaptation ,on remarque que l'erreur entre le modéle et le
systéme diminue.

Dans le cas du modéle I, qui est important, car il permet d'étudier la stabilité en
régime libre des systémes non-linéaires. L.e modéle possédera I'équation aux différences.

y(k+l)y=a,y (k)+o,y,(k-1)y+a,y {(k-2)+ Nu(k)u(k-1) -21)

Nous allons étudier 'influence de N sur les coefficients a,,1=1,3.

Si N appartient a la classe 15, ,,,,.aprés 84000 itérations on trouve
o, =—0 041263 ,0, = 0. 042922 et o, = 0.802252.

Si N appartient a la classe n},,,,,.0n trouve apres 84000 itérations
a, =—0.048959 , a, =0.042407 eta, = 0. 800385, les coefficients sont a peu prés les

mémes. La figure 14-c montre les résultats de l'identification dans le premier cas, le
second cas présente la-"méme" réponse.
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Figure 14 : (a)Identification par le modéle IV. (b)ldentification par le modele II
. ‘ (c)Identification par le modéle I. :
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Exemple 5:

Dans cet exemple on montrera que lesmémes méthodes appliquées aux systémes
SISO peuvent &tre généralisées aux systémes MIMO.
Considérons le systéme décrit par les équations:

Yo ()
Yulk+ D} 114y, 00 | (0]
Yok + D) || y,,(0y,, 00 | L)
L 1+ye(k)

(11-22)

Ceci correspond a la version multivariable du modéle II.

Le mode¢le série-paralléle consiste en deux réseaux de neurones N' et N2l peut
étre décrit par I'équation:

ypl(k+1)} {Nl[ypxk),ypz(k)]hr w, (k)] 1.23)

ek D] N2y, (1), y,, (0] | LU0
L'adaptation des poids s'est faite pendant 80000 itérations avec des pas-de

0.3,0.25,0.2 et 0.15 pour chaque couche correspondante, et deux entrées u,( k )et u,( k)
uniformément réparties dans l'intervalle [-1,1].Les réponses du modele et du systéme au

vecteur d'entrées [sin(znk 25),005{2“%5)]Tsont montrées dans la figure 15.
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000 2000 £0.00 B80.00 10000

@ " (b)

- Figure 15 : Identification d'un systétme MIMO; a) y, ety , by y et ¥,
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Exemple 6 :

Dans cet exemple, on va identifier le systéme :

y(k +1) = 11 sin{cody(k))) + L5 u(k) (1-24)

Les poids du réseau ont ét¢ ajustés en utilisant l'algorithme " Fixed point Learning”
qui mintmise 'erreur instantanée. Le réseau utilisé possede 2 entrées, 2 neurones dans la
couche cachée et wune sortie, les pas dapprentissage utilisés étaient
u, =001, u, =002, n, =001; Notons que le choix des poids initiaux et du signal
d'excitation est important, car on ne risque pas d'avoir un mauvais apprentissage, mais un

résean instable. Pourcela, on a choisi des poids initaux W=1B=1 h= [O.Z,O.Z]T, et

signal aléatoire uniformément réparti entre -1 et 1. La figure 16 montre les résultats de
Identification, aprés seulement 2 cycles, chacun correspondant a un passage sur 100
exemples, 1'adaptation s'est faite pendant 2000 itérations.

Le signal de test est défini par:

sin(zn%SO) si k<50

u(k) = 08 sin(znk 250) 4+ 02 Sin(Zn%S) si k>50

(I-25)

3.00 — Sortie du réseau

Sortie désirée

-1.00 T | T o T I | - ‘ ! |
0.00 40.00 80.00 120.00 160.00 200.0

Figure 16 : Sorties du modéle et du réseau.
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On remarque que les sorties sont indiscérnables. En plus du nombre de neurones
‘qui est faible, I'apprentissage gest fait rapidement par rapport i un réseau statique
appartient a la classe 1, 50 ,,, qui pour les mémes pérformances a requis 50000 itérations.

Exemple 7 :
Dans cette partie, on fera une comparaison entre les algorithmes FFN-pattern,
FFN-Batch, RecN-pattern, dans le cadre de l'identification du systéme :

s D)o O.9y(k)+2u(k)
1+y(k)

Le réscau utilisé appartient a la classe 1, ,,,,,. L'adaptation gest faite pendant 20000
itérations pour FFN-pattern, FFN-Batch et RecN-pattern, en utilisant une entrée aléatoire
uniformément répartie entre -1 et 1.
Les figures 18, 19, et 20, montrent les résultats du test en utilisant un signal défini par :
u(k) = 0.2[sin(0.5 )+ 005(2 r, ) +sin?(3r, ) + cos3(4rk) + cos(5r, ) +sin(201, )] (I-27)
r, =n/40-k . dans le cas de l'apprentissage en utilisant, réspéctivement, les algorithmes,
FFN-pattern, FFN-Batch et RecN-pattern.

On a ensuite tésté la robustésse des réseaux statiques entrainés par FFN-pattern et

de réseaux récurrent en entrée entrainés par RecN-pattern, en introduisant des bruits de
mesure, qui sont des bruits gaussiens, de différentes amplitudes et ceci selon le schéma de

(I1-26)

1
la figure 17. Le tableau 1, indique la valeur de l'erreur e = ¥i(§r(t) - y(t))2 ,avec T =
=1

150, est le nombre d'exemples.. Les mémes réseaux ont été utilisés, et 'apprentissage a été
éffectué durant 12000 itérations dans le cas FFN avec A, = 0.1, pendant 10000 itérations
avec A = 0.2 et pendant 11000 itérations quand A, = 0.5. Dans le cas RecN, I'adaptation
gest faite pendant 13000 itérations quand A, = 0.1, 12000 itérations quand A, = 0.2, et

13000 1térations quand A, = 0.5. O

u(t) _ _ y(t) l z(t) .
Systeme . —l
TV E
(t)

ot I
—{ Réseau de Neurones] y( )

Fig. 17: Identification d'un systéme dynamique, dont les
sorties sont entachées par des bruits de mesureg .
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Figure 20
Ay=0.1 A, =0.2 A,=05

FFN 2.66X 10~ 1.00x107 1.21x10°
RecN 2.66% 107 8.26x10* 8.46x10™

1
Tableau 1. Valeur de l'erreur e = ?i ()“f(t) — y(t))2 . lors de
1=t

I'introduction d'un bruit de mesure.
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On remarque a partir du tableau 1 que, les réseaux réussissent a apprendre la valeur
exacte du systeme y(t) malgré le bruit z(t). On peut, aussi remarquer que les réseaux
récurrents en entrée donnent de meilleurs résultats, méme quand le bruit posséde une large
amplitude.

V1. Conclusions :

Dans ce chapitre, on a présenté les méthodes qui permettent l'identification de
quatre modéles des systémes non-linéaires, et ceci en ufilisant les réseaux de neurones
généralisés qui sont une combinaison entre les réseaux de neurones statiques et des
opérateurs linéaires; les entrées de ces réseaux sont les valeurs décalées des entrées et des
sorties du systéme. On a ensuite éfféctué une comparaison entre deux types de réseaux
l'un dépend du modele le second n'en dépend pas; et puis on a étudié I'effet du nombre
d'entrées, on a remarqué que le fait de changer le nombre d'entrées n'affectait pas
séricusement les résultats, ceci pourrait &tre expliqué en utilisant le théoréme de
Kolmogorov-Sprecher. Puis, on a éffectué l'identification d'un systéme en utilisant un
réseau dynamique, on a remarqué que la convergence était rapide, mais que celle ci
dépendait du choix des poids initiaux, du signal d'éxcitation, et des pas d'apprentissage. Et
enfin, on a éfféctué une comparaison entre trois algorithmes d'apprentissage des réseaux
de neurones, et on a ainsi pu remarquer que le modéle paralléle était plus robuste par
rapport aux bruits de mesures.



Chapitre IT1

COMMANDE
PAR
RESEAUX DE NEURONES

" La tache supréme du physicien est d'arriver a des lois
élémentaires universelles telles que les cosmos puisse
étre construit a partir d'elles par pure déduction.
Aucune voie logigue ne conduit a ces lois, mais la seule
intuition qui repose sur une intelligence compréhensive.”

Albert EINSTEIN (1879-1955)



CHAPITRE 11
COMMANDE PAR RESEAUX DE NEURONES

I. Introduction :

ontrairement 4 la commande linéaire qui est générique' , la commande non-

linéaire ne l'est pas, c'est pour cela que des nouvelles approches doivent
€tre constdérées. Les réseaux de neurones avec leurs capactt¢ d'approximer n'importe
quelles fonctions pourraient présenter une solution au probleme de généricité de la
commande non-linéaire,

L'utilisation des réseaux de neurones dans la commande des systémes non-
lineatres peut étre vue comme une évolution naturelle des techniques de commande.
Cette évolution est fondée sur plusieurs points: 1) Capacités limitées de la part des
régulateurs classiques , 2) Analyse des non-linéarités dures (Il existe de non-linéarités
qui ne peuvent étre linéarisées (saturation, zone morte...)). 3) Utilisation d'un nombre
minimal d'informations sur Je systéme. Les réseaux de neurones possédant les
propriétés de la non-linéarité et de généralisation peuvent étre utilisés efficacement
dans la commande non-linéaire.

Dans le présent chapitre différentes techniques de commande vont étre
présentées. On commencera par la commande supervisée, on parlera ensuite de la
commande inverse qui sera réalisée grice & quatre techniques; apprentissage indirect,
apprentissage généralisé, apprentissage spécialisé et "feedback error learning", ainsi
que de la commande adaptative avec modéle de référence, de la commande
linéarisante, du régulateur auto-ajustable, du rejet de perturbations dans les systémes
non-linéaires par réscaux de neurones, et enfin de la synthése de contréleurs basés sur
les fonctions critiques, on terminera ce chapitre avec des 51muIat10ns et une
conclusion.

II. Commande Supervisée :

Cette approche appelée parfois "Copying an existing controller”, est basée -
comme son nom I'indique - sur 'utilisation d'un régulateur existant (qui pourrait étre un
opérateur humain), comme fonction inconnue 3 approximer par un réseau de neurones
(Fig.1 )}[Miller et al, 1990]. Les sorties désirées du réseau de neurones pour une entrée
donnée sont les valeurs de la commande générés par le contrdleur existant,

Cette approche peut étre vue comme une méthode de construction d'un systéme
expert neuronal, par l'acquisition du “savoir-faire" d'un expert [Miller et al,
1990][Hunt ef al, 1992].

!La commande d'une classe de systémes est dite generique, si la solution au probléme de la commande ne dépend pas des
éléments de cette classe.
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La question concernant l'utilité de cette méthode posséde plusieurs réponses:
Premierement, le régulateur peut étre un élément impraticable lors de l'utilisation { par
exemple, I'étre humain ), deuxiémement , le réseau de neurones étant un approximateur
de fonctions, on peut donc avoir une forme explicite ( sous forme d'équation
mathématique ) du régulateur ceci permettrait une analyse. En plus, les réseaux de
neurones possédant la capacité de calcul paralléle et distribué, permettra une meilleure
implantation du contréleur existant.

Systeme

Régulateur

F 3

F 3

4

Figufe 1: Commande Supervisée

I1I. Commande Inverse :

La commande inverse est basée sur la détermination du modéle inverse du
systeme a commander. Ce modéle inverse sera simplement mis en cascade avec le
systéme afin que le systéme résultant soit une fonction identité entre l'entrée et la sortie
du systéme (Fig,2) [Miller et a/, 1990][Hunt et al, 1992].

Dans la figure 2, les sorties désirées sont notées par y,, et les sorties réelles du
systtme sont notées par y. Le régulateur neuronal doit approximer l'inverse du
systéme, et produira, ainsi, a partir de la réponse désirée y,4 le signal de commande u
afin que y soit proche de yy. Pour approximer l'inverse du systéme plusieurs approches
d'entrainement du réseau de neurones existent. [Miller et al, 1990] [Hunt et al, 1992]
[Fukuda and Shibata, 1992 | [Kung and Hwang, 1989].
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V4  Inverse du
Systéme

Systeme

Figure 2: Utilisation d'un Réseau de Neurones
pour la Commande Inverse.

1. Méthode d'Apprentissage Indirect :

La figure 3 présente une possibilité pour I'entrainement des réseaux agissant
comme l'inverse du systéme. On doit entrainer le réseau de neurones par 1'adaptation
de ses poids afin de minimiser l'erreur e, =u—t, en utilisant l'architecture présentée
sur la figure 3 . dans ce cas la minimisation de e = y4-y entraine la minimisation de el .

L'avantage de cette méthode est quelle permet entrainer le réseau uniquement
dans le domaine de fonctionnement désiré puisque on commence par la sortie désirée
y¢, et tous les autres signaux sont générés a partir d'elle. Notons qu'il est avantageux
d'adapter les poids pour minimiser 'erreur € = yd-y a la sortic du systéme directement.

Malheureusement, cette méthode, n'est pas une procédure valide parce que
minimiser € ne revient pas nécessairement a minimiser e;. Comme cité dans[Psaltis ez
al, 1988], il existe des systémes ou le réseau de neurones tend a converger vers une
solution qui fait correspondre a toutes les entrées une valeur unique u=1u, , pour
laquelle ¢, =u—t est nulle , mais évidemment e ne I'est pas

v,

Y4 2 u 3 y
Resea_lu de| 1 Systéme |
Neurones

Réséau de
t Neuronés,

4

Fig.3 :Apprentissage Indirect

2. Méthode d'Apprentissage Généralisé :

L'architecture présentée sur la figure.4 fournit une méthode d'entrainement des
réseaux de neurones qui minimise l'erreur ¢’. La procédure d'entrainement est la
suivante:

Une entrée du systéme est sélectionnée et appliquée au systéme pour obtenir 1a
valeur de y correspondante. Le réseau de neurones est entraine pour reproduire # a sa
sortic a partir de y. Le réseau de neurones entrainé doit ensuite étre capable de
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produire les valeurs appropnées de u pour un signal de référence y4 donné. Cette
méthode ne sera efficace que si la référence yy est suffisamment proche de l'un des
signaux d'entrainement (i.e. des y utilisées).

Cependant, le succes de cette méthode est intimement lié a l'aptitude du réseau
de neurones de généraliser aux cas non appris, et de répondre correctement dans le
domaine de fonctionnement désiré, normalement on ne connait pas les entrées du
systéme correspondantes aux sorties désirées. Ainsi, on essaye de distribuer
uniformément l'espace de entrée du systéme par les exemples d'entrainement afin que
le réseau puisse interpoler. Dans ce cas, la méthode d'apprentissage généralisé ne peut
étre efficace puisque le réseau de neurones est entraine pour apprendre les réponses du
systéme sur un espace large plus que le nécessaire. ‘

Une solution est de combiner l'apprentissage général avec l'apprentissage
spécialisé présente ci-dessous.

u y

\ -
| Réseau de

Neurones
T

Fig. 4 : Apprentissage Généralisé

3. Méthode d'Apprentissage Spécialisé :

La figure.5 présente une architecture pour entrainer un réseau de neurones pour
opérer proprement dans le domaine de fonctionnement seulement.

L'entrainement implique F'utilisation de la réponse désirée y4 comme entrée pour le
réseau. Le réseau est entrainé pour trouver les entrées du systéme ,u, qui conduit la
sortie du systéme, y, aux valeurs désirée y,. cette opération est accomplie par
I'utilisation de l'erreur entre la réponse désirée et les sorties réelles du systéme pour
ajuster les poids du réseau de neurones par l'algonithme de la "backpropagetion”, a
chaque itération les poids du réseau sont ajustes pour minimiser l'erreur. L'avantage de
cette méthode est qu'elle permet entrainer le réseau dans le domaine de fonctionnement
désiré, et de produire un modéle inverse particulier du systéme quand l'inverse du
systéme est mal définie. Le probléme de la commande inverse directe est l'instabilité
du systéme global, parce que le réseau commande le systeme directement,
pour pallier ce probléme, il est nécessaire de préparer des valeurs inifiales des poids du
réseau, qui peuvent étre obtenues par un entrainement off-line (par exemple, par la
méthode d'apprentissage général).

Dans cette méthode, l'erreur entre la sortie du systéme y et la sortie déstrée yd doit
&tre rétropropagée a travers le systeme afin d'avoir I'erreur a la sortie du réseau de
neurones, utilisée dans l'entrainement.
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Assumons que le critére a minimiser est le suivant :

J=6m—yy (m-1)
8I(k +1) aylk +1)
RPN in R e {r-2)

Dans le cas ou le systeme est une fonction inconnue, l'estimation de la dénivée partielle

de sa sortic par rapport a son entrée pose des difficultés. Deux solutions sont pour le’
calcul de cette dérivée partielle existent :.

o Calcul numérique du Jacobien du Systéme:

Dans cette approche, deux méthodes peuvent étre utilisées pour
approximer la dérivée partielle :

oylk+1)  ylk+1)-ylk)
) "ou(l) ~ ul) (k-1 (-3)

b ) Variation de entrée autour du point de fonctionnement, et
mesurer la vanation correspondante de la sortie, i.e.

oylk+1) f(u+8u)—f(u)
oulk) ~ 5u (L-4)

o Calcul de la dérivée en utilisant un modéle neuronal du systéme:
Dans ce cas, un modéle du systéme est placé en paralléle avec le systéme
(fig 6 ). L'utilité du modéle direct du systéme est qu'il permet de calculer
efficacement la dérivée partielle de la sortie du modéle par rapport a son
entrée en utilisant la "backpropagation” , dans ce cas le regulateur
neuronal et le modeéle peuvent étre vus comme un seul réseau.

Y& |Réseaude| v Systéme | ¥

Neurones [¢------1 [ -
*

Fig. 5 : Apprentissage Spécialisé
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yYv
YYvwy

I I I I R R R b

Régulateur

Rétropropagation /' : Modéle Du Systéme
de l'erreur

Fig. 6 : Rétropropagation de l'erreur de sortie a
travers le modéle du systéme

4." Feedback Error Learning" :

La figure 7 présente la structure de l'apprentissage par cette méthode. Dans cette
méthode le réseau de neurones est utilisé dans la boucle d'anticipation ("feedforward
controller"), et est entrainé par l'utilisation du signal d'erreur produit a la sortie du
régulateur de la chaine directe. Le probléme de cette méthode est qu'elle utilise des
informations a prion sur le systéme et qui ne sont pas toujours disponibles.

Par exemple, elle utilise dans la construction du réseau les fonctions figurants
dans le modéle du systéme comme les fonctions sinus et cosinus, en plus, elle utilise
l'accélération comme entrée pour le résean et qui ne peut étre obtenu correctement a
cause du bruit (robots par exemple) . Les performances du modele inverse résultant par
cette méthode sont directement liées au régulateur utilise dans la chaine directe [Miller
et al , 1990][Fukuda and Shibata, 1992].

x
Réseau de
Netrones

v

Yd,yd:yd V. ¥,y

k 2

Gain Fixé Systéme

Fig. 7 : "Feedback Error Learning”.



Commande Par Réseaux De Neurones : 63

IV. Commande Adaptative avec Modéle de Référence :

La commande adaptative a été définie par Astrom [Astrom, 1987], comme
suit :

" La commande adaptative est simplement un cas spécial de la commande
non lin€aire, telle que les états du systéme puissent étre décomposés en deux parties |
avec des changements a plusieurs niveaux . Les états qui changent lentement sont
considérés comme étant des paramétres".

La recherche en commande adaptative commenga dans les années 1950 afin
de concevoir des pilotes automatiques possédant de grandes performances. Mais le
fondement théorique était inexistant ; l'implantation était impossible ceci est dii au fait
que la technologie des ordinateurs était encore a ces débuts, Cette technique fut
rapidement oubliée surtout aprés des tests pratiques non concluants effectués sur des
avions [Astrom ,1987].

Durant les années 1960, des développements importants en identification et en
-commande furent réalisés ,ceci a permis un regain d'intérét, en ce qui concerne la
commande adaptative .Et c'est pendant les années 1970 que la commande adaptative
fut redécouverte, grace aux fondements théoriques solides qui furent développés par
les chercheurs .

Dans cette partic nous sommes intéressés par la commande adaptative avec
modele de référence, 1'idée de base c'est de faire suivre le systéme , un certain modéle
de référence .L'idée était proposée par Whitaker, Yamron et Kezer en 1958 et fut
développée par Parks en 1966, Monopoli en 1974, et Landau en 1974, La question
principale qui fut posée était I'étude de la stabilité du systéme régulé par cette méthode
.Cette question était restée ouverte jusqu'a la fin des années 1970, mais fut finalement
résolue par Egardt (1978,1980), Feuer ¢t Morse (1978), Fuchs(1980), Goodwin,
Ramadge et Caines (1978), Jeanneau et de Larminat (1975), Morse(1980), Narendra
et Valvani(1978), et Narendra et Lin en 1980 [Goodwin,1984].

En commande adaptative avec modele de référence on peut distinguer entre
deux différentes étapes .Dans la premicre étape appelée 'étape algébrique', on doit
démontrer que le régulateur posseéde suffisamment de degrés de liberté pour pouvoir
satisfaire le cahier de charges .Plus précisément ,si nous possédons des informations a
prioni sur le systéme , il fiit démontré que le vecteur des paramétres du régulateur 0
,existe pour n'importe quelles valeurs du vecteur de paramétres p du systéme , tel que
le systeme régulé suive asymptotiquement la référence .La seconde étape appelée
‘¢tape analytique’ , concerne la détermination de lois 'stables’ d'adaptation du vecteur
8( k) tel que lim ,_,_0( k) =0 et que I'erreur de sortie tende vers zéro.



Commande Par Réseaux De Neurones 64

Durant les vingt derniéres années , deux approches ont été utilisées en
commande adaptative .La premiére est la commande directe ("direct control”)la
seconde est la commande indirecte ("indirect control”}.

En commande directe , les paramétres du régulateur sont ajustés directement de
telle fagon a minimiser une certaine norme de l'erreur de sortie .

En commande indirecte les paramétres du systéme P( k) sont estimés a
chaque instant ,et les paramétres du régulateur 6( k ) ,sont calculés en supposant que
p( k) représente la valeur exacte des paramétres du systéme p [Narendra and
Annaswamy, 1989

Quand le systéme dynamique est non-lineaire, on peut utiliser les réseaux de
neurones comme des régulateurs.

1.Commande Adaptative Directe :

En commande adaptative directe, les paramétres du régulateur sont ajustés,
directement de telle fagon 4 minimiser une certaine norme de l'erreur de sortie.

Dans la théorie de la commande adaptative conventionnelle les méthodes
d'ajustement des paramétres du régulateur basés sur la mesure de l'erreur de sortie
utilisent les concepts de positivité et de passivité [Slotine and Li, 1991]. L'utilisation
de la théorie de Lyapounov ou celle basée sur I'hyperstabilite, fournissent des
algorithmes d'adaptation des paramétres qui permettent la stabilité du systéme bouclé
- [Landau, 1979] [Narendra and Annaswamy, 1989}

Une approche neuronale de cette commande est schématisée dans la figure 8
[Narendra and Parthasarathy, 1990]. Cependant, aucune preuve de la stabilité des lois
d'adaptation des paramétres du réseau n'a été établie. |

.} Modele de Yeu
Référence

=

p u . Yo
Réseau de Systeme

Neurones N, Non-linéaire

M1 o |_TI!:;'IT|

L & M<I-—;

Fig 8: Commande Adaptative Directe Par Réseaux de Neurones.



Commande Par Réseaux De Neurones : 65

2. Commande Adaptative Indirecte :

En Commande Adaptative Indirecte, les paramétres du systéme sont estimés a
chaque instant, et les paramétres du régulateur sont calculés en supposant que les
param¢tres du modele sont les mémes que ceux du systéme.

Quand la commande indirecte est utilisée pour la commande des systémes non-
lineaires, le systéme est parametrisé en utilisant l'un des modeéles décrits dans le
chapitre précedent et les paramétres du modéles sont ajustes par lerreur
d'identification, les parametres du régulateur sont ajustes par la rétropropagation de
I'erreur entre les sorties du modele de référence et les sorties du modéle .Un schéma
bloc de cette méthode est présente dans la figure 9.

Les parametres du régulateur et ceux du modéle d'identification peuvent étre
ajustes & chaque instant ou aprés un intervalle du temps. Dans le cas de la présence des
bruits il est judicieux d'ajuster les paramétres du régulateur avec une cadence moins
rapide que celle de 1'ajustement des poids du modéles d'identification [Narendra and
Parthasarathy, 1990].

Modsie de | ™

Référence
1 *
,| Réseau de yP d =
r Neurones N; "IZI z
-__. ? F 3
- -
TDL — TD#] > —
Fy |_A
Réseau de u Systéme ¥p +

Neurones N, Non-linéaire
F F W FY¥y v

TDL | TD |

Fig. 9 : Commande Adaptative Indirecte Par Réseaux de Neurones

. 3. Connaissance a Priori :

Dans Ja théorie de la commande adaptative conventionnelle, ou le systéme est
linéaire et invariant dans le temps mais avec des paramétres inconnus, les lois de
commande stables sont déterminées seulement par la supposition que des informations
considérables sur la fonction de transfert du systéme sont disponibles a priori [Miller
et al, 1990].
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En particulier, on suppose que
1) L'ordre du systeme est connu.
i1) Les zéros du systéme sont stables

i1) le degré relatif de la fonction de transfert est connu.

Il est ainsi raisonnable d'assumer que des informations similaires existent pour les
représentations entrée-sortie des systémes non-lineaires.

4. Modéle de Référence :

" Le modéle de référence est toujours assumé linéaire. Parce que la théorie des
systémes linéaires est bien développée et les méthodes de choix des mode¢les lincaires
qui posseédent les propriétés désirées sont bien établies [Miller ef al, 1990].

En revanche, les méthodes de détermination de modeéles de références non-
lineatres ne sont pas disponibles. Clest pour cela* qu'on utilise des modéles de
références linéaires.

Que. le modéle de référence soit linéaire ou non-linéaire, une considération
pratique est que le systéme global (systéme a commander plus le régulateur) doit
approximer asymptotiquement le modéle de référence (lim, ,_ e(k) = 0). Cependant,
une question théorique tmportante concerne la génération des modéles de références
qui satisfont ce critére [Narendra and Parthasarathy, 1990].

5. Rejet de Perturbations :

Le rejet de perturbations est un probléme qui est important, car c'est a cause des
perturbations que le méthodes classiques de régulation ("Feedback") ont été
mtroduites. En fait, ce sont les perturbations qui limitent les performances du systeme
régulé [Astrom and Wittenmark, 1990]. Et c'est, en étudiant le comportement des
perturbations qu'il serait possible d'améliorer ces performances.

Dans cette partie le rejet de perturbations dans les systémes non-linéaires est
trait¢ en utilisant les réseanx de neurones.

C'est en considérant d'équations aux différences linéaires, ou non-linéaires telles
que l'équation de Van Der Pol ou celle de Duffing, qu'une classe importante de
perturbations peut étre modélisées [Parker and Chua, 1987] . Et c'est grace a de tels
modeles que le rejet de perturbations est possible. En effet, en considérant le modéle
d'un systeme SISO en ['absence de perturbations :

% N
Vo,

x, (k+1) = f,(x, (k) u(k)

(I-5
y(k) = b, (x, (k) ()
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avec : x,(k) € R" est le vecteur des états du systéme a l'instant k, u(k) € R est I'entrée

appliquée au systéme a l'instant k, y(k) est la sortic de ce systéme a l'instant k.
Supposons qu'une représentation entrée-sortie existe, 1.€.

y(k +1) = F[ Y(k), U(k)] (I1-6)

avec: Y(k) e R = [y(k),y(k —1),..,y(k—n+ 1)]TetU(k) e R =[uk),..,u(k —n+ ])]T
Une perturbation externe est décrite par le systéme d'équations aux différences suivant:

x,(k +1) = £,(x, (k)

v(K) = h, (x(K)) (=)

avec: x_ (k) € RP est 1'état du systéme générant la perturbation et v(k) € R est la sortie
correspondante. On remarque, que la perturbation et solution d'une €quation aux
différences libre. Supposons, en plus, qu'une représentation entrée-sortie est possible :

vik+1) = F,(V(K) (I1-8)

avec: V(k) = [v(k),v(k -1),... ,v(k— p+ 1)]T. En supposant, que v(k) est une autre
entrée du systéme (II1-5), le systéme global sera décrit par : '

x, (& +1) = £ x,, (k) u(k), viKk)}
x,(k +1) = £[x, (k)]

(I-9)
vik) = h, [x, (K]
y(k) = [, ()]
ceci est équivalent 3 un nouveau systéme "sur-paramétrisé" décrit par :
xo(k +1) = £,[x, (k) u(k)]
(Il1-10)

y(k) = hI[xp(k) =h, [xo(k)”

AT ’
avec © x,(k} = [x; X! ] e NP est 1'état du systéme global. On remarque, que malgré

que l'entrée et la sortic du systéme est la méme, la dimension de I'espace d'état du
systéme global' a augmenté . Le probléme qui se pose maintenant est le méme que celu
de la commande adaptative - comme dans la section ci-dessus - , ainsi on devrait
déterminer la commande u(k) qui fasse tendre l'erreur de sortie vers zéro.
Malheureusement, cette structure n'est pas directement applicable, et le méme
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type de modeles utilisés en identification doit étre utilisé - pour plus de précisions voir
les simulations ci-dessous -.

V. Bouclage Linéarisant (''Feedback Linearization" ):

Cette méthode est basée sur la linéarisation et le découplage des systémes régit
par le systeme d'équations différenticlles suivant :

M(6)8+N(6,6)+F=T (TI-11)

Ce modéle décrit, plus particuliérement, un bras de robot qui est caractérisé par
une structure arborescente articulée simple ou multiple dont les segments sont mobiles
les uns par rapport aux autres. Dans le cas d'un robot les quantités de 1'équation ( III-11
), sont définies par :

T: Vecteur n x 1des couples appliqués aux articulations.
M : Matrice n x n représentant la matrice d'inertic du manipulateur.
N : Vecteur n x 1 représentant les forces centrifuges, les forces de Coriolis,
l'effet de la gravitation et les frottements.
F: Vecteur n x 1 représentant les termes inconnus résultant des dynamiques
non-modélisées et des perturbations externes.
- Vecteur n x 1 représentant les positions des articulations.
" : Vecteur n x 1 représentant les vitesses des articulations.

Cette commande exige la connaissance exacte du modéle du systéme (1II-11),
c'est pour cela qu'on 1'appelle parfois commande linéarisante a parameétres connus. Le
comportement du systéme bouclé avec cette loi de commande est identique a celui d'un
systéeme du second ordre. En effet, en choisissant :

T =M(6) T’ + N(0,6) (I-12)
En injectant (II-12) dans ([ﬁ-l 1) on obtient alors :
M(6)8 +N(6,6)= M(6) T +N(6,6) (I-13)

Dans le cas ou le modele du robot est connu, et que la matrice M '(8) est non
singuliere I'équation (11I-12) devient :

8=T (HI-14)

La transformation (III-12), transforme le probléme de la commande du systeme (III-
11), en celui de 1a commande de n doubles intégrateurs découplés. L'entrée T' peut
étre interprétée comme une commande de la boucle externe qui devra asservir le
systéme. Elle peut étre obtenue par un compensateur linéaire proportionnel dérivé (PD)
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ou un retour d'état pour le systéme linéarisé [Craig and Sastry, 1987],[Slotine and Li,
1991] - |
T' =8, -k, &t) -k &) (I11-15)

avec: kg, k, sont des matrices de dimensions appropriées.
Les vecteurs e{t) =0, —6,é(t) =0, — 0 sont I'erreur de suivi des trajectoires et sa
dérivée. En injectant (I[I-15) dans (I11-11), on obtient la dynamique de l'erreur :

g+ke+ke=M((M-M)§+N-N+F) (ITI-16)

On remarque, que si les erreurs d'estimation sont nulles, un terme inconnu
existe et la convergence vers une erreur nulle n'est pas assurée. La figure 10 schématise
cette commande, qui est appelée en robotique "Computed Torque Method".

Une approche neuronale de cette méthode a été proposée dans [Ozaki et al,
1991] , on I'appelle "model learning ", elle s'effectue en deux étapes :

o Synthése de la commande en se basant sur un modéle simple du roboi, 1.e.
dans ce cas on néglige la dynamique non-modélisée ( F=0 dans (IlI-11)), et
entrainer le réseau a apprendre le vecteur des commandes.(Fig.11)

e Apprentissage spécialisé en démarrant avec le réscau précédent (Fig.5) .

M(e) o R°F‘°t
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Fig. 10 : Controlleur basé sur le bouclage linéarisant

Trajectoire Désirée

Modéle Simple Couple
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Fig. 11 :"Model Learning"
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VI Régulateur Auto-ajustable :

Le régulateur auto-ajustable est essentiellement un retour classique avec des
paramétres ajustés en temps réel, ce régulateur est composé de deux boucles, la boucle
interne est constituée par le systéme a commander et d'un régulateur ordinaire, la
boucle externe contient l'algorithme qui permet d'ajuster les parametres du régulateurs
[Astrom, 1987]. L'approche neuronale de cette méthode a été proposée par [Chen,
1990], elle est applicable aux systémes non linéaires qui possedent la forme :

ylk +1) = f{y(k), y(k = 1), y{k - p), ulk ~ 1), (k—z) (k- p)) +
g(y(Kk), y(k =1), -, y{k = p), ulk ~ 1), u(k ~ 2),-,u(k — p)) u(k)

Si les fonctions f(-), et g() sont connues, alors pour que y(k +1) =d(k + 1), on doit
avolr ;

(II1-17)

f() dk+1) _
w) == 0 (Im-18)

Un réseau de neurones dont le modeéle est décrit par :

gk +1) = H(y(®), y(k - 1), y(k — p), ulk = 1), u(k - 2),--- ,ulk — p), W(K)) +

8{y(), y(k = 1), y{k - p),ulk - 1), ulk - 2, ufk — p), W(k)) u(k) (I11-19)

permettrait d'estimer les fonctions inconnues et de réguler le systéme; le schéma de
cette commande est montré dans la figure 12. En effet, en supposant que :

B dlk+1)
50 T &0

u(k) = — (I1-20)

et en injectant cette équation dans (II-17), nous obtenons le systéme bouclé qui

possédera la forme :
- £() dlk+1)
Y(k + 1) = f() + g('){" g() + g() ' }

(II-21)

Ainsi, il ne nous reste plus qu'a minimiser Y'erreur :
1 2
E(k) = —2—(d(k +1) - y(k +1)) (I0-22)

en utilisant l'algorithme de "backpropagation”.

Pour permettre la minimisation, le systéme est identifié en temps réel, et la
commande sera calculée a partir de (IlI-20). Si le réseau apprend a approximer le
systéme, 'apprentissage est interrompu.
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. »——' "Backpropagation” |

f .
Réseau de Neirones :
RO =
Y f-f(Yk) + g(Yk)“k i + -
g o
dy Controlleur : Uy Systeme: Vi

— uy (dk+1 - E(Yk%yk) yia1 = Ty + g(Yk)“k

Figure 12 : Schéma d'un régulateur auto-ajustable par réseaux de neurones

"VII. Commande par les Fonctions Critiques :

Cet approche différe des autres approches par le fait qu'elle assume que le
systtme est inconnu, l'erreur utilisée par l'algorithme d'apprentissage est fournie
uniquement a travers une fonction critique voir Figure 13, {Hunt et al, 1992], [Miller ez
al, 1990 ], [Fukuda and Shibata, 1992], {Sanner and Akin, 1990].

Dans ce cas, au lieu entrainer le réseau de neurones avec une commande
stabilisatrice prédéterminée, on veut évaluer 'aptitude du réseau a produire sa propre
stratégic de commande basée uniquement sur la corrélation entre I'évolution du
systéme et la fonction critique [Miller ez al, 1992)], [Sanner and Akin, 1990]. Donc la
fonction critique doit étre capable d'évaluer les performances du systéme (cette
évaluation n'est pas forcement directement liée aux sorties désirées), et de géncrer un
signal d'évaluation qui est utilisé par l'algorithme d'entrainement et qui permet un
apprentissage efficace et une augmentation dans les performances du systeme [Miller
et al, 1990], [Hunt et al, 1992], [Fukuda and Shibata, 1992].

Cet approche est appropriée quand il y a un véritable manque d'informations sur le
systéme permettant d'appliquer les méthodes les plus spécialisées .

Systéme

Fonction Critique

1 Signal d'évaluation

Regulateur basé sur les
Fonctions Critiques.

Figure 13 : Régulateur basé sur les fonctions critiques .
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VIII. Simulations :

Dans cette partie nous allons présenter des simulations sur quelques méthodes
citées dans ce chapitre .

1. Commande Supervisée:

Dans cette simulation une commande supervisée en utilisant les réseaux de
neurones dynamiques est appliquée au pendule inversé, l'utilisation de ce type de
réseaux a pour but de faire un comparaison avec les résultats de Guez et Selinsky
[Guez and Selinsky, 1988] ou la méme commande-a été appliquée mais en utilisant les
réseaux de neurones statiques . Le pendule inversé est le plus simple des systémes
intrinséquement instable. 11 a d'ailleurs toujours été utilisé pour tester les nouvelles
commandes car il posséde plusieurs caractéristique attrayantes :

1 ) Le systéme est non-linéaire et couplé, 2 ) Le systéme est instable en boucle ouverte,
3 ) II a plusieurs implications pratiques (stabilisation des satellites, démarrage des
fusées...). |

Le pendule inversé posséde une longueur L, une masse m, la masse du chariot,
sur lequel 1l est monté, est M ( Fig. 14). Le systeme opére dans le plan vertical et est
contr6lé en utilisant la force honizontale u. Le but du contrdleur est d'avoir 8=0 et
X =0. Les équation qui régissent ce systéme sont données par [Guez and Selinsky,
1988 1:

6= %(g sin(8) — X cos(B)) (I1-23)

m[Lsin(G)é2 —ngin(ZB))—fX+u .
X= _ - (111-24)
M+ m(l - Zcos2 (8)) '

On défimit le vecteur d'état de ce systéme est la position et la vitesse du chariot, et la
position et la vitesse du pendule :

z=[X,X,8,6] (TTI-25)

La commande utilisée est celle basée sur la linéarisation et le découplage en
utilisant la géométne différentielle (FLDT). Dans ce cas, on doit transformer le
variables d'état de telle fagon a ce que le systéme "vu" par ces €tats soit linéaire
commandable. En réécrivant, les équations (HI1-23) et (I1I-24) sous la forme :

6=h, -h,X : (I1-26)



Commande Par Réseaux De Neurones 73

(kg/s)

X= - ' (I1-27)

f,
avece
3
h, = R sin(0) (M1-28)
3
h, = Ecos(@) (11-29)
. 3 .
f = m[L sin(@)0” —2 g sin(ZG))—— fX (I1-30)
3 2
f, =M+m1- cos (0) -(II1-31)

La commande u qui sera utilisée est donnée par [Guez and Selinsky, 1988] :

uzilfz—[hl+k1(6—6d)+k2(§+cl(X—Xd)+czX]dfl. (11-32)
2

avec  k; =25k, =10, ¢ =1etcy,=2.6.

Un réseau dynamique a 4 entrées, 3 ncurones dynamiques et une sortie, a ¢t¢
entrainé pendant 10000 itérations, selon l'algorithme "Fixed Point Learning" dans sa
version qui minimise l'erreur instantanée. Les résultats de l'apprentissage sont montres
dans les figures 15, 16. U, est la valeur normalisée de la commande . On remarque que
les sorties sont indiscernables, ce n'est pas le cas lors de l'utilisation d'un réseau
statique.
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1.0 — ‘ 1.0 —
6 | g
0.0 — - 00 — f%‘%
0.00 50.00 100.00 0.00 50.00 100.00
Temps (k) Temps(k)
4.0 —
50 —
y L/f‘ ’
0.0 7 . 00 — /
-4.0 : | 1 -5.0 . | |
. 0.00 50.00 100.00 0.00 S0.00 100.0
Temps (k) -
1.0 — 10 —
U, U,
0.0 — 0.0 —
1.0 - | | 1.0 : | ]
0.00 50.00 100.00 0.00 ng;?ﬁ) "100.0
Temps (k)
Figure 15 : Résultats de I'apprentissage avec FLDT Figure 16: Résultats de 'apprentissage avec FLDT

Z(0) = (3,0, -0.6, 0)" Z(0)=(-1, 0, 0.8, 0)"
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On a ensuite effectué des tests de robustesse, le premier est basé sur le
changement de la masse du pendule m, le second sur le changement de la valeur
maximale de la commande U, , le troisiéme est basé sur le changement du coefficient
de frottement f , le quatri¢me sur le changement de la longueur du pendule, le
cinquiéme sur la masse du chariot. On remarque que les sorties sont indiscernables
excepté dans le cas du changement de la longueur (car elle intervient directement dans
la lin€arisation, le contréleur neuronal peut au mieux implanter le régulateur
donné).D'apres 'article de Guez et Selinsky la commande supervisée en utilisant les
réseaux statiques n'était pas si robuste. Tandis que le réseau dynamique l'est.

0.40 —
— mF i
0.40 — —— Uma=4QN
' - m=40.58 "
!
! -——— m=10 e Umae = 20N
—Il, _ll -——— Umax=B0N
o I '\
a ©h
|
0.00 — | e 0.00 — |
| / “ ~
A 19
-0.40 | I } -0.40 - T I T 1
0.0 50.0 100.0 0.0 2200 100.0
Temps (k)

Figure 17 : Test de ia robustesse du contrdleur Figure 18: Test de la robustesse du
neuronal face a la variation de la masse contréleur neuronal face 4 la variation de la
du pendule valeur maximale de la commande

0.40 — —— f=5kgs 0.40 — L=10m
R — f=awgs e e L=126m
\
_1| =7 kgis e L=15m
1
|
8 :l 9
000 — '\ 0.00 —| e e e — — = -
) e -
\
-0.40 : | ] | -0.40 ' | ! !
0.0 50.0 100.0
0.0 50.0 100.0 Temps { k)
Temps (k)

Figure 19 : Test de la robustesse du controleur

Figure 20 : Test de la robustesse du
neuronal face a la variation du coefficient
de frottement f.

contréleur neuronal face a la variation de la
lengueur du pendule .
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0.40 ] M=10kg
.\ .............. M:ZGkg
- \‘\ ----- M=25kg
0.00 — N
-0.40 ;
l | | | T | N
0.00 20.00 40.00 60.00 80.00 100.00

Figure 21 : Test de la robustesse du contréleur face a la variation de la masse
du chariot.

2. Commande Inverse :

a . Apprentissage Généralisé :

Dans cette partie, la commande inverse basée sur l'apprentissage généralisé a
¢été appliquée au systéme :

§(t) = 2.sin(y(t)) — 3y(t) - L69(t) + u(t) | (I-33) -
l'apprentissage d'un réscau statique appartenant & la classe Mg 0, a été effectuée en
utilisant 350 points ( le pas d'échantillonnage étant égal 4 0.1 sec.), avec un signal
d'excitation :

u(k) = O.Z[Sin(O.S r,} +cosl2r, ) +sin(3r, ) + cos*(41, ) + cod51, } + sin(ZOrk)] (I-34)

avec : r, = /40 -k. L'adaptation c'est faite pendant 10000 itérations, en utilisant un
pas variable. Aprés 'apprentissage un référence définie par :

1(t) = 0.7{sin(2 - 0.041t) +sin(27 - 0.07 - )] (M-35)

a été utilisée, la figure 22, montre les résultats de la commande. On remarque, que le
systéme suit la référence.
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2.00 — Sortie désirée
_ ~— -~ ~ Sortie duréseau
1A N ~ ..
] i / :"‘ S / ! \\»./
0.00 Y 7 \ VAN j ;
-2.00 [ [ | | | | _
0.00 20.00 40.00 60.00 80.00 100.00

Figure 22 : Commande Inverse basée sur l'apprentissage généralis€.

b. Apprentissage Spécialisé :

Dans cette partie, la commande inverse basée sur l'apprentissage généralisé a
€té appliquée au systéme :

§(t) = 2.sin(y(t)) — 3y(t) - L6 3(t) +ut) ' (IM1-34)

I'apprentissage d'un réseau statique appartenant a la classe 116,20‘2'0,1 a ¢t¢ effectuée en

démarrant avec le réseau précédent en utilisant 350 points ( le pas d'échantillonnage
etant €gal 4 0.1 sec.).
Le Jacobien a été défini par :

8y Ay f(u+03)-f(u)
du Au 03

(I1-35)

L'adaptation c'est faite pendant 50000 itérations, en utilisant un pas variable. Aprés
I'apprentissage un référence définie par :

o(t) = 0.7]sin{2 7 0.041) +sin(2 7 -0.07 -t )] (I1-36)

a été utilisée, la figure 23, montre les résultats de la commande. On remarque que le
systéme suit la référence.
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2.00 — Sorfe dasine

| ! /\\ '/‘\ w e~ Sorfe du réseau
.‘\1. i / Y ) \\ w\
0.00 . \ ”\\ /f \"a, /’ﬁ\\w,/] 4 ;o
\J \// \ i . \‘ ‘:‘i

Y

-2.00

| T | | | ]

. 0.00 20.00 40.00 60.00 80.00 100.00
t ,

Fig 23 : Commande Inverse Basée sur l'apprentissage spécialisé.

3. Commande Adaptative avec Modéle de Référence :

a. Modéle II :
Exemple 1:

Dans cet exemple, on considere le cas de la commande adaptative d'un systéme
décrit par le modeéle II.

yolk+1) = f(y,, (K)) +u(k) | | (I1-37)
la fonction :

N T1-38
1+ y(k)? (HL-38)
est supposée inconnue. Le modéle de référence est donné par:
V. lk+1) =06y_(k)+1(k) (TM1-39)

avec; r(k) est une référence bornée. Si on définit l'erreur de sortie e.(k), est définie par :
e.(k) =y, (k) -y, (k) (1-40)
le but est d'avoir la commande bornée u(k) telle que 'erreur définie par (111-41) tende

vers zéro. Si la fonction () est connue, on obtient alors u(k) en utilisant les valeurs de
yp(k) et de ses valeurs passées, elle est donnée par :

u(k) = ~f{y, (k) +y,(k +1) - (LI-41)
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I'équation de l'erreur sera ddnc :
e.(kt1)=0.6 e.(k) (II-42)

cette erreur converge asymptotiquement vers zéro, puisque le modeéle de référence est
stable. Mais, puisque f{.) est inconnue, elle est estimée en temps réel en utilisant un
réseau de neurones  (voir chapitre II). La commande sera donc égale a :

u(k) = —nly, (1)) + ya (k+1) (I11-43)

Le systéme en boucle fermée sera donc :
y,(k+1) = f(yp(k)) - n(yp (k)) + Yk +1) (TI-44)

Dans notre cas, nous avons utilisé un réseau récurrent en entrée (parce que ces
réseaux sont plus robustes), et 1'adaptation c'est faite en temps réel, en utilisant une
référence :

(k) = sin(z’d%o) + sin(zn%s) (I11-45)

Les figures 24 et 25 montrent, I'évolution de l'erreur lors de 1'apprentissage d'un réseau
appartenant a la classe m, 59,,,, et les sorties du systéme et la référence. On remarque
que l'erreur diminue rapidement;, on a poussé l'apprentissage malgré les bonnes
performances, pour vérifier la stabilité¢ de l'algorithme d'adaptation. Cependant, nous
devrions noter que le choix du pas d'apprentissage est trés important lors de la
conception d'une commande neuronale en temps réel; le pas doit étre faible, car sinon
le systéme en boucle fermée risque d'étre instable. '

1.0

0.5

L L L L
0 500 1000 1500 2000 2500 3000 3500 4000 4500 5000 5500
Temps (k)

Figure 24; Evolution de l'erreur lors de l'apprentissage en temps réel
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- Sortie du Systéme

4.00 —

Référence

| | | | ! | ]
5300.00 5320.00 5340.00 5360.00 5380.00 5400.00
Temps (k)

-4.00 ,

‘Figure 25 : Référence et Sortie du Systéme.

Exemple 2:

Dans ce cas, la commande adaptative est appliquée au systéme suivant :

cody(k))

y(k)
1+ sin?(y(k)

) + sin(y(k)) eV 4 Ty +u(k) (111-46)

yik+1) =

Le méme modéle de référence que l'exemple 1, est utilisée. Les figures 26 et 27
montrent respectivement I'évolution de l'erreur durant l'apprentissage d'un réseau
recurrent en entrée appartenant a la classe m, ,,,,, €t les sorties du systéme et du
modele de référence.

2.00

P I T G .

I

0 2000 4000 6000 8000 10000 12000 14000 16000 18000
Temps (k)

Figure 26 : Evolution de l'erreur lors de I'apprentissage en temps réel.
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------------- Sortie du Systéme

Reférence
4.00 “In /‘\
; ‘_‘ ;,--
A i /’\\ " \
0.00 — AN
i - RS / ;’f V 4
Jj Voo : J ‘ ; ,/ ‘
-4.00 , | { | | l |
17600 17620 17640 17660 17680 17700
' Temps (k)
Figure 27 ;: Référence et Sortie du Systéme.
Exemple 3 :

-

La méthode précédente peut €tre facilement étendue aux systemes MIMO.
Considérons le systéme :

A |
Yulk+D) | 1y, () | Tu,(0)]

Ykt D)7 v, 0,09 oo (=47
L 14+¥(k)
Le modéle‘de référence utilisé est défim par :
v, (k+1] [06 02 Iym‘ (k)] [rl(kﬂ
Lymz (k+1) J:[m 08y, ()" r2(k)J (II-48)

Les réseaux utilisés appartiennent a la classe 1, 5, ,0,. Les figures 28 et 29 montrent les
sorties, apreés un apprentissage en temps réel d'un réseau récurrent en entrée. Les
signaux de référence sont r,(k) =r,(k) = sin(zn%s).
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Référence
5-00 T Sortie du Systéme
0.00 — /M
=00 N e e
| 31800.00 31840.00 31880.00 31920.00 31960.00 32000.0
Figure 28 : Sortie y,; et référence Yl
Reéférence
2.00 —
........................ Sortie du Systéme
- 0.00 — A
-2.00 1 | I | I | | | I |
31800.00 31840.00 31880.00 31920.00 31960.00 32000.0
Figure 29: Sortie y,; et référence y,.
b. Modéle 111 -

Dans cet exemple, on considére la commande adaptative d'un systéme décrit par
le modéle IT1. i.¢. :

v, (k+1) = fy, (1] + glu()] ‘ (L11-47)

(k)
S 1+y2(k)
choisissant le modéle de référence :

les fonctions f[yp(k)l et glu(k)] = u’(k), sont supposées inconnues. En
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y (k+1) =05 sin(Z“%S) +05sin{ 27/ | (I11-48)

le but est de déterminer u(k) telle que : limkqm‘yP (k) -y, (k)! =0 . La commande u(k)
sera calculée g partir de : :

u(k) = [-ne[y, ) +y, e+ D] | (1I1-49)

avec: . () est un réscau qui approxime la fonction g'(), n,(-) est un réseau qui
approxime la fonction (). Les estimées de f et g sont les réseaux de neurones n, et MNg>
le réseau m_., est entrainé de telle fagon x avoir ng[ng-l (r)] ~r.Dans notre cas, les

réseaux utilisés sont des réseaux récurrents en entrée ct appartiennent 4 la classe
Mis01s, | IEUTS apprentissage c'est fait hors-ligne; La figure 30 montre la sortie du

systeme et la référence, et ont été ensuite utilisés pour implanter la commande.

Référence

2.00 —

................ Sortie du systéme
i

" F‘
ooo\f\\Mw/\/\w f\WW“

-2.00

| | o

0.00 100.00 200.00 300.00
' Temps (k)

Figure 30 : Sortie du systéme et référence.

Exemple 2:

Constdérons le systeme régit par 1'équation :
y,(k+1) = fly, (k)] + g u(k)] (111-50)

- y,(K)

les fonctions f[yp(k)] =Tyl et glu(k)] = codu(k)}, sont supposées inconnues.
p

En choisissant le modéle de référence :
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valk+1) =05 sin(zn%s) +0.5 sin(znk 10) (I0-51)

Dans ce cas les réseaux appartiennent la classe n, ,,,5 ,, leurs apprentissage c'est fait

hors-ligne, et ensuite ils ont ét¢ utilisés pour la synthése de la commande La figure 31
montre le résultat de la commande.

----------- Sortie du Systéme

Reéférence

1.00 —
0.00 \ '
-1.00
0.00 100.00 200.00 300.00
Temps (k)

Figure 31 : Sortie du Systéme et Référence.

4. Rejet de Perturbations :

a. Modéle de perturbation linéaire :

Considérons le systeme avec une perturbation additive, le systéme global est
régit par les équations aux différences suivantes :

vl +1) = f]y(K),...y(k - n+1)]+2;a[u )+ vk )]

4 (TI-52)
vik +1) = Zyiv(k —1i)
Cette €quation est équivalente :
ylk +1) = f[Y(k)] + D(z)[}n(g) +v(k)] (m-53)

avec u(k) et y(k) sont respectivement I'entrée et la sortie du systéme. La fonction f(.)
est supposée inconnue. Les entiers n et p sont supposés connus.
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Les coefficients f3, (j =1 ,n- 1)7 et yi(i =0,...,p~— 1) sont inconnus.

Dans ce cas, le systtme global peut étre représenté sans perturbation en
éliminant v(k) de (II-53). En notant que :

D(z) v(k —1) = y(k —i +1) = f[ Y(k — i)] - D(z)u(k —i) (IM1-54)

En notant que (ITI-53) peut étre mise sous la forme:

y(k +1) = f[ Y(k}] + D(=z +<2y, D (II-55)

Le systéme global sera donc :

y(k +1) = f[?(k)] +D(z)ulk) (III-56)
avec . 7

Y = [y(9, y(k -1),....y{k -p-p+1)]T

F(Y(K)) = £ Y(K)] + Zyi_l{y(k —i+1) - f[ Y(k -i)]] (I-57)

D(z) = DR, (2) = D2)[1 - 'R ()] = OEZ |

On remarque que le systeme global (II[-56) reste toujours linéaire par rapport Ia
commande. On remarque aussi que le nombre de décalages des entrées et des sorties a
augmenté¢ de p, par rapport au systéme sans perturbations [Mukhopadhyay and
Narendra, 1993].

Exemple :

Considérons le systéme non-linéaire décrit par 1'équation aux différences
suivante :

y()

y(k +1) = 5 (k) +u(k) + v(k) ‘ ‘ (I11-58)

La perturbation est sinusoidale, elle est décrite par I'équation aux différences suivante:

vk +1)= cos{\p)vl(k) + Sin(\pr)v2 (k)
v,k +1) = —sin(y)v, (k) + cos(\u)v_z(k) (111-59)
vk) =v,(k) | |
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avec 2% est la péniode de la sinusoide. Dans la simulation on prendra y = /6 et

[Vm,Vzo] = [],0] comme conditions initiales du systéme qui génére la perturbation. En
¢liminant v(k) de (I11-58) en utilisant (TI-59) on obtient le systéme :

ylk +1) = yoy(k) +v,y(k = 1) + f{y(k)] -y f[y(k = D] - y,f[y(k ~ 2)] + u(k)
—youlk 1) —y,ulk - 2) |
Clest donc le méme probléme rencontré lors de la commande adaptative d'un systéme

qui est sous la forme du Modéle II. Un réseau de neurones récurrent en entrée
appartenant la classe m;,0,,, @ €€ entrainé en temps réel. La référence utilisée est :

(I11-60)

Yaolk+1) =06y, (k) +r(k) - (Hi-61)

Le signal de référence est r(k) = 0.25 sin(znk 10) +025 sin(z’t%S)
La commande u(k) a été calculée en utilisant I'équation:

u(k) =y, (k+1) =my(k),y(k - 1),y(k - 2),u(k = 1), u(k - 2)] (Im-62)
Les figures 32 ,33, 34, montrent 1'évolution de l'erreur lors de la commande sans rejet
de perturbations, I'évolution de l'erreur lors de I'apprentissage ‘et la sortie du systéme
ainsi que la référence quand le rejet de perturbations est appliqué. On remarque que le .
rejet de perturbations est efficace, et que l'erreur a été divisée par 10..

4.00 —
| 1 l I
il At e I (i
0.00 — ‘ il S [ ol Tt ! ‘|
il 1ol Hit 1 ' it | r .
( |
»
-4.00 — | - ] l
0.00 2000.00 4000.00 6000.00

Temps ( k)

Figure 32 : Evolution de J'erreur lors de la commande ddaptative sans rejet de
perturbations.
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Figure 33 : Evolution de l'erreur lors du rejet de perturbations
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Figure 34 : Rétférence et sortie du systéme lors de la commande adaptative avec
rejet de perturbations.

b. Modéle de perturbation non-linéaire :

Dans la partie précédente, on a parlé du cas du rejet de perturbations, dans le
cas ou les modeles de celles-ci est linéaire. Dans cette partie, on considére un cas plus
complexe ou le modéle des perturbations est non-lincaire, la perturbation est ainsi
modélisée comme étant la sortie d'un systéme non-linéaire, stable, et non-forcé.
Plusicurs modeles non-linéaires des perturbations existent, on peut citer, 1'équation de
van der Pol ou l'équation de Duffing [Parker and Chua, 1987].
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Considérons un systéme non-linéaire, qui lorsque les perturbations sont
- absentes dépend linéairement de la valeur présente de la commande, cependant, la

discussion ci-dessous peut étre étendue en y incluant les valeurs passées de la
commande.

. Le systéme global est régit par les équations aux différences suivantes:

y(k +1) = f] Y(k) ]+u( )+ v{k) (I0-63)
vik+1) =g[v(K),...,v(k - p+1)] (I1-64)

le systéme de I'équation (II-64) doit étre stable.
En €éhiminant v(k) de (ITI-63) en utilisant (III-64) on obtient

ylk+1) = {{Y(k), Uk - 1)] + u(k) (II-65)

avee !

— T

(k) =[y(k), -, y{k =n~p-1)]

— T

Ulk-1) =[ulk-1,-,u(k-p)] .

Le systtme de l'équation (III-65) est toujours linéaire par rapport la
commande. Une procédure similaire celle utilisée précédemment, doit étre utilisée
pour l'identification du systéme global. '

Exemple :

Considérons le systéme non-linéaire d'ordre un :

y(k)

y(k+1) = Lvi® +u(k) +v(k) ’ (IT1-66)

la perturbation est régie par la version discréte de I'équation de van der Pol, i.e.:

X (k+1) =x,,(k) +0.2x ,(k)
x,,(k+1) =-02x (k) +x, (k) - O.l(xil(k) - 1) x,,(k)
vik) =x,,(k) (1-67)

La figure 34. schématise la trajectoire de x,, en fonction de x,; , ainst que v(k) en
fonction du temps.

Le modéle d'identification en présence de la perturbation est :
9k +1) = n[y(k) Hk—q-1),ulk -1, ulk - q)] +ulk) (I11-68)

avec q étant un entier qui doit étre supérieur 1.
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Figure 34 : Caractéristiques de la perturbation.

L'objectif est de suivre la référence définie par :

y (k+1) =05 sin(z’t%s) +05 sin(z"‘%o) | ' (II-69)

La commande a éte calculée en utilisant :
u(k) =y, (k+1) —n($(k), 9(k — 1), (k — 2), u(k), u(k — 1)) - (111-70)

Un réseau de neurones récurrent en entrée appartenant la classe Mg 495, @ €t€

entrainé en temps réel, pour permettre l'identification par le modele (III-68). Les
figures 35, 36 et 37, montrent respectivement la réponse du systéme dans le cas ou la
commande adaptative sans rejet de perturbations a été utilisée, 'évolution de l'erreur, et
les réponses du systéme quand la commande adaptative avec rejet a été utilisée. On
remarque que les sortics du systéme et la référence sont indiscernables.
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Figure 35 : Commande Adaptative sans rejet de perturbations
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Figure 36 : Evolution de I'erreur lors de 1'apprentissage en temps réel.
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Figure 37 : Résultats de la commande adaptative avec rejet de perturbations.
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5. Commande par bouclage linéarisant :

Dans cette partie on va appliquer la méthode du bouclage linéarisant un bras
de robot du type PUMA 560 (voir Fig, 38), son modele est donné par [Seraji, 1989]:

= M(0)6 +N(0,8) + G(6) + H(6) - (I0-71)

avec
a, +a, cos(e ) a, +372cps(92)
a, +—cos(9 ) a,.

[
@ "
]
’f a, sin{0 (ee +92T
L

2

2

(a2 sm(B ))71

Glo) = _a4 cos(el) + a, cos(e1 +9,)]

a cos(e1 + 91)

V0, +V, sen(6,)]
A 39i +V, sgn(él)J

[0 ]

£=]081]

Dans les expressions précédentes, a,...,as sont des constantes qui dépendent des
masses (m;,m;) et des longueurs (1;,1;) des deux articulations, (V,V3) et (V, V)
représentent respectivement les coefficients des frottements visqueux et des
frottements de Coulomb. Lors des simulations on utilisera les paramétres suivants ;
m;=15.91 kg, my=11.36 kg; 1, =1, = 0.432 m; dans ce cas on aura :

a=382,a,=212,a3=0.71,a,=81.82, a5 = 24.06.
Les coefficients de frottements utilisés sont :

V| =V;=1.0Ntm/rad.s’ et V, = V,=0.5 Nt.m.

Dans ce cas nous allons supposer que F = H(f:)); les trajectoires désirées sont définies
par . |
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Figure 38 : Bras de robot du type PUMA 560.

0,(t)=1"2"a 3 M3 )¢ U=st=

0 3«<t
(1] 2t 2t )|
Z[Tn—sir(—;:t-hrad, 0<t<3
er2(t):
i 3<t
2

La commande a été synthétisée comme cité précédemment en utilisant un résean
récurrent en entrée, appartenant la classe m,,,, a ¢t¢ entrainé pendant 50000
itérations, en utilisant des pas de 0.01 pour la seconde et la troisiéme couche, le pas

d'échantillonnage a été choist comme égal 1 ms. Les figures 39 et 40 montrent les
résultats des simulations.

Référence

0.5 —

0.0 — - [

-2.0 | | |

0.00 1.00 200 13.00
Temps ( s)

Figure 39 : Position de la premiére articulation et référence lors de l'utilisation
de la commande par bouclage linéarisant.
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Figure 40 : Position de la deuxiéme articulation et référence lors de l'utilisation
de la commande par bouclage linéarisant.

On remarque que les articulations suivent les références, on en déduit que le
"

résean de neurones a apprs  contréler le bras manipulateur, sans avoir " eu
connaissance " de la dynamique non-modélisée, représentée par les frottements.

6. Régulateur Auto-ajustable :

Dans cette partie un régulateur auto-ajustable est synthétisé pour commander le
systeéme régit par 'équation aux différences :

yk+1) =11 sin[cos[y(k)]] +15u(k) o (11-72)

Pour réaliser ce contrfleur, un réseau dynamique entrainé par l'algonithme
"Fixed Point Learning” dans sa version qui minimise l'erreur instantanée a été utilisé. Il
était constitué par 2 ncurones dans la premiére couche, 3 neurones dans la couche
cachée, et un sortie. Son apprentissage a été effectué pendant 20 cycles, chaque cycle
correspondant un passage sur 100 exemples. Des pas variables ont €té utilisés, dont
les valeurs initiales étaient 0.05, 0.9, 0.25. La figure 41 montre le résultat aprés la
phase d'apprentissage; lorsqu'une référence définie par :

27k
sm( RAO) : k <50
k) =191 505k <78 (111-73)
-1 k 3,75 '

On remarque que la référence et la sortie du systéme sont indiscernables.
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Figure 41 : Sortie du systéme et référence lors de l'utilisation
d'un régulateur auto-ajustable..

7. Controleur basé sur les fonctions critiques :

Dans cette partie deux contrdleurs sont appliqués un double intégrateur et un
modele simplifié d'un robot d'exploration des fonds sous-marins; Leurs synthése est
basés sur les fonctions critiques.

Dans cette technique, le réseau de neurones. apprend minimiser la fonction
critique : : e

e(t) = £{x(t), u(t)) - (I-74)
avec :
x(t) : états du systéme.
ult) : commande(s).
Cette fonction posséde plus particulicrement la forme [Sanner and Akin, 1990]:

elt) = M, [x,(6) - x(0)] + M, w(t) (1-75)

avec: M_ est une Matrice mxn, M, est une matrice mxm, u'(t) est la valeur
normalisée de la commande elle est définie par :

u*(t) =—(“i(t)uuh] n=2k+lLkeN (I-76)
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L'effet de ce terme est qu'il permet d'accélérer 1a diminution de la fonction
critique st u;(t) s'approche de - uy, ; , la commande sera donc augmentée, et vice-versa
quand u;(t) s'approche de uy ; . A partir de I'équation (III-75) que le réseau de neurones
tend développer une commande u'(t) définie par :

M, [xd - x(t)] =-M,u*(t) : (II-77)

Comme en commande optimale, les performances de cette méthode dépendent
du choix de la fonction cofit.

Le schéma d'apprentissage de ce régulateur est schématisé dans la fig.42.

4

x{t Réseau‘de u(t) x(t)
3 Neurones Systeme >

et Fonction () [‘Z’]'
Cout

X4

Fig; 42 :Controlleur basé sur les fonctions critiques

Exemple 1:

Dans cet exemple on applique la commande discutée ci-dessus un double
intégrateur, qui_est un probléme simple, mais qui en train d'étre réexaminé par les
chercheurs car il a plusieurs implications pratiques (Modéle d'un . dans l'espace...)
[Slotine and Li, 1991]. Son modele est : : saleflile.

y=u (TII-78)

La référence dans ce type de contrbleurs est fixe, dans notre cas: x4 = [1.0 ,
0.0]". :

L'apprentissage d'un réseau statique appartenant la classe m,,,, a ¢té effectué
en utilisant 10 conditions initiales ( avec un période d'échantillonnage ¢gale 0.02
sec.). Les figures 43 et 44 montrent les ¢volutions de la vitesse et de la position, en
utilisant respectivement [0, O] et [2, 0] comme conditions initiales, et comme
paramétres de la fonction critique M, =[1.5, 1] et M, = 0.5 et n = 3 . On remarque que
Ie systéme converge vers la référence fixe.
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Fig. 43: Réponse du double intégrateur quand xq=[0,0]
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1 —
0 1
1 —
-2 - i |
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Fig. 44: Réponse du double intégrateur quand x,=[1,0] -

Exemple 2:

Dans cet exemple on applique la technique précédente la commande d'un
robot d'exploration des fonds sous-marins, son modéle simplifié est donné par [Slotine
and Li, 1991]:

1,6 = —C, 08 +1, . (T1-79)

avec: I, =300 kg-m?,C,, =750 kg — m’ et‘tois 288N —m.

Dans ce cas: xg = [1.0, 0.01".
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L'apprentissage d'un réseau statique appartenant la classe m,,,, a été effectué

en utilisant 15 conditions initiales { avec un période d'échantillonnage égale 0.05
sec.). Les figures 45 et 46 montrent les évolutions de la vitesse et de la position, en
utilisant respectivement [0, 0] et [2, 0] comme conditions initiales, ¢t comme
parametres de la fonction critique M, = [1.5, 0.5] et M, = 0.3 et n = 3 . On remarque
que le systeme converge vers la référence fixe. .

Pasition
2 — R Vitesse
1 -
B J—
-2
| | | | | |
0.00 5.00 10.00 156.00 20.00 25.00
Fig. 45: Réponse du robot quand x,=[0,0]
] Position
2 ]
~ -~ \Vitgsse
1 [
0
| | | | [ |
0.00 5.00 10.00 15.00 20.00 25.00

Fig. 46: Réponse du robot quand x¢=[1,0]

On remarque que le systéme suit la référence. Notons que la référence est
toujours fixe, on ne peut guere spécifier une dynamique désirée.
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IX. Conclusion :

Dans ce chapitre nous avons proposé des méthodes qui peuvent étre utilisées
p . -
d'une manicre efficace dans la commande des systémes non-linéaires.

On a d'abord commencé par la commande supervisée qui a été appliquée la
stabilisation d'un pendule inversé, et ceci grice un réseau de neurones dynamique, on
a remarqué que ce réseau présentait de bons résultats lors de son implantation comme
controleur; ensuite on a effectué des tests de robustesse, et il clest avéré que,
contrairement au contrdleur implanté par un réseau statique qui n'était pas robuste, ce
controleur l'est; Cependant ce type de régulateur ne peut qu'au micux implanter le
régulateur appris, avec ses avantages et ses inconvénients.

Ensuite, on a parlé de la commande inverse qui est basée sur la détermination
de la fonction inverse du systéme, quatre schémas d'apprentissage ont été proposés,
chacune d'elle possede sa propre vision sur le probléme, cette méthode est limitée par
I'existence de la fonction inverse.

Dans la troisieme section, on a parlé de I'approche neuronale de la commande
adaptative avec modele de référence, cette méthode dépend du modéle auquel
appartient le systéme non-linéaire, sl le systéme est linéaire par rapport la
commande, la synthése du régulateur est directe, elle utilise directement les résultats de
lidentification; Par contre, si le systéme est non-linéaire par rapport 1a commande, un
réseau doit étre entrainé pour apprendre la caractéristique inverse de cette fonction; Si
le systéme est fortement non-linéaire la commande adaptative avec modéle de
référence se confond avec la commande inverse.

Dans la quatniéme section on a parlé de l'important probléme du rejet de
perturbations, le principe de cette méthode est l'augmentation de la dimension de
I'espace d'état pour permettre d'absorber la perturbation - considérée comme sortie d'un
systéme non-linéatre en régime libre -, on a pu remarquer lors des simulations que la
commande adaptative n'était pas robuste, et qu'il fallait faire appel au "duo de choc",
Réseaux récurrents en entrée - Augmentation de I'espace d'état pour avoir un peu de
robustesse.

On a ensuite cité la commande par bouclage linéarisant qui découle directement
des controleurs classiques basés sur la méthode du méme nom, on a appliqué cette
méthode  un bras de robot du type PUMA 580, et on a remarqué que le réseau a pu
surmonter la probleme de la dynamique non-modélisée.

Ensuite on a parlé du régulateur anto-ajustable dans sa version neuronale, la
simulation de ce contréleur sur un exemple non-trivial, a prouvé son efficacité.
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En dernier lieu, on a parlé de la synthése de contrdleurs basés sur le fonctions
critiques, ces contréleurs ne doivent étre utilisés que lorsqu'on ne posséde pas
beaucoup d'informations sur le systtme commander; La synthése de ce type de
régulateur ne permet pas dimposer une dynamique, en plus elle est essentiellement
basée sur la forme de la fonction critique.

Comme conclusion, on peut dire que les réseaux de neurones permettent de
commander des systémes non-linéaires complexes; Cependant il ne faut pas en abuser
en les utilisant comme contréleurs de systémes linéaires, car cette méthode ne sera pas
efficace; Ceci peut étre facilernent expliqué en utilisant la définition de Hecht-Nielsen,
dans cette derniére un réseau de neurones est un approximateur de fonctions, basé sur
des €léments non-linéaires appelés neurones, l'utilisation des réseaux de neurones
comme contréleurs des. systémes linéaires revient approximer une fonction linéaire
par des fonctions fortement non-linéaires, qui est une tache relativement difficile.
Ainsi, avant d'utiliser les réseaux de neurones comme contrdleurs on devrait étre surs
qu'un contrdleur linéaire ne peut résoudre le¢ probléme.

Ainsi, " les réseaux de neurones, c'est bien mais il ne faut pas en abuser...”
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"Je me fais l'impression de n'avoir été qu'un enfant
Jjouant sur la plage et s'y amusant a y trouver de temps
en temps un galet particulierement lisse ou un
coquillage plus joli que les autres, tandis que s'étendait
devant moi, inconnu, le grand océan de la vérité."”

Isaac NEWTON (1642-1727)



CONCLUSION
GENERALE

Les capacités d'approximer n'importe quelle fonction, d'apprentissage et de
genéralisation des réseaux de neurones donnent des issues nouvelles pour les
~ problémes de commande et d'identification des systémes non-linéaires, dont le traitement
se heurte encore aujourdhui a des difficultés d'ordre pratique et théorique.

Dans notre travaill on a pu voir que les réseaux de neurones étant des
approximateurs universels, semblent apporter une solution au probléme d'identification
des systémes non-linéaires. Leurs propriétés d'adaptabilité et de stockage associatif sont
utilisées pour l'entrainement de contrdleurs neuronaux capables de réaliser des
commandes adaptatives et optimales, alors que les techniques classiques sont basées soit
sur la commande adaptative, soit sur la commande optimale. Les méthodes que nous
avons appliquées, ont des performances supérieures a celles des méthodes classiques; les
résultats obtenus sont treés intéressants, et montrent l'efficacité de I'approche neuronale.

Cependant on devrait noter que :

o Les algorithmes de commande basés sur 1a descente du gradient doivent étre
maniés avec précautions, car un mauvais choix des paramétres du contrleur
nisque de déstabiliser le systéme global; Ainsi, on devrait essayer de déterminer
des algorithmes d'apprentissage qui permettent la stabilité du systéme global, on
propose pour cela la combinaison entre la théorie de la stabilité de Lyapounov
et les RBFN [Chen, 1991] a la place des réseaux multicouches.

¢ Les réseaux de neurones dynamiques utilisés en identification et en commande
ont prouve leurs efficacité, cependant plusieurs problémes liés a ces réseaux
existent (choix de poids initiaux, choix des pas d'apprentissage, choix du signal
d'entrainement); On devrait donc essayer d'approfondir les recherches dans
I'étude de la stabilité des réseaux de neurones dynamiques.

e Lesréseaux utilisés n'ont pas une architecture minimale, on devrait donc utiliser
des réseaux de neurones qui possédent une architecture dynamique qui
permettent un nombre minimal de parameétres, on propose d'utiliser les GPFN
[Lee and Kil, 1988, 1991].

* Les techniques d'identification et de commande n'ont été appliquées qu'a des
systemes déterministes, on devrait donc les appliquer a des systémes
stochastiques.
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» Lors de l'application de la commande par bouclage linéarisant, on a pu
remarquer, que pour commander une articulation on devait utiliser des données
qui dépendent de l'autre articulation, on devrait donc essayer de synthétiser des
contréleurs neuronaux locaux.

¢ Les réseaux de ncurones lorsqu'ils sont appliqués a des systémes lindaires ne
donnent pas d'excellents résultats, on devrait donc essayer de synthétiser des
controleurs neuronaux pour les systémes linéaires, on propose pour cela
I'dentification des paramétres du systéme linéaire en utilisant les réseaux de
Hopfield en minimisant une certaine fonction d'énergie,dans le cas continu; ou
l'utilisation des statistiques d'ordres supérieurs pour l'identification des
parametres d'un systémes linéaire discret; Ces paramétres peuvent ensuite étre
utilisés pour synthétiser des controleurs linéaires adaptatifs.



ANNEXES

"Si j'ai appris une chose au cours de ma longue vie
c'est que toute notre science confrontée a la réalité
apparait comme primitive et enfantine, et pourtant

c'est ce que nous possédons de plus précieux.”

Albert EINSTEIN (1879-1955)



Annexe
CONSIDERATIONS PRATIQUES

¢

ans cette partie quelques "recettes" vont étre données, qui permettraient au
lecteur de concevoir un réseau de neurones qui s'adapte a son probléme.
Cette partic sera subdivisées en questions auxquelles on répondra .

e [Le probléeme peut il étre résolu en utilisant les réseaux de neurones ?

Avant de concevoir un réseau de neurones, la question concernant l'applicabilité
des réseaux de neurones au probléme considéré se pose. Les probléemes auxquels les
réseaux de neurones sont applicables, sont ceux ou une réponse analytique n'existe
pas. Dans le cas de réseaux de neurones entrainés en utilisant la "Backpropagation”,
des sorties désirées doivent exister. Pour pouvoir exploiter la capacité de généralisation
des réseaux de neurones, on devrait se souvenir que les réseaux de neurones sont des
approximateurs de fonctions; Ainsi on devrait étre sur qu'une fonction qui relie les
entrées aux sorties existe; sinon on se trouverait en train d'essayer de prédire
I'imprévisible; Par exemple, Un réseau de neurones qui apprend la correspondance
entre le nom des gens et leurs numéros de téléphone, ne nous aidera guére a connaitre
le numéro de téléphone d'un personne dont le numéro n'a pas été appris (il pourrait ne
pas avoir un téléphone.) ‘

o Comment traiter les exemples ?

Les réseaux de neurones, dépendent beaucoup de la qualité des données
qu'on leurs présente, ces données doivent étre mises a I'échelle des fonctions
d'activation utilisées; Par exemple il suffit d'observer la fonction tanh(.),
pour voir qu'elle est "linéaire" entre -1 et 1, dans ce cas la sortie varie entre
-.8 et +.8; On devrait donc normaliser les entrées entre -1 et +1, et les sorties
entre -.8 et +.8; Sinon, et s'il arrivait qu'un neurone posséde comme entree,
i.e. la somme pondérée, qui soit trés élevée, alors la sortie serait constante,
car la fonction d'activation serait saturée, dans ce cas la neurone n'apprendra
rien, car la dérivée de la fonction d'activation serait nulle.

e  Quelles sont les dimensions du réseau ?

Dimensionner le réseau est une tache importante; Des résultats théoriques ont

pu étre obtenu dans le cas d'un réseau statique a une seule couche cachée; Ce résultat a
pu étre obtenu par Baum et Haussler [Baum and Haussler, 1989], il pose des limites
supérieures et inférieures sur le nombre de poids; Si nous notons par N, le nombre
d'exemples, N, le nombre d'entrées, N, le nombre de sorties, et N,, le nombre de poids
alors on aura: '
N)‘NF

1+10g2(Np) N

X

N
<N, sNy[uiﬂJ(Nx #N, +1)+N,,
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On s'apergoit rapidement, que pour un nombre élevé d'exemples, la limite inférieure
devient grande; pour cela il faut parfois ajouter une seconde couche cachée, cette
seconde couche implique, en général, une diminution du nombre de neurones dans la
couche précédente, une relation équivalente a la limite de Baum, dans le cas d'un
réseau qui posséde plus qu'une seule couche cachée n'existe pas. ,

En fait, c'est votre expérience qui vous permettra de déterminer les dimensions
du réseau, plusicurs "recettes” été établies, sans aucune démonstration, On peut citer
quelques unes :

' # Plus la relation entre les entrées et les sorties devient complexe, plus

il faut augmenter le nombre de neurones par couche, mais

~apparemment une limite supérieure au dela de laquelle les

performances du réseau se dégradent, existe; En plus, parfois
augmenter le nombre de neurones augmente le temps de calcul.

Le nombre minimal h de neurones dans la couche cachée, pour un

réseau qui ne possede qu'une seule couche cachée est :
N

h=—F" :
~10%(N, +N)
Le nombre de couches cachées est égal au prodwit du nombre
d'entrées par le nombre de sorties.

Le nombre minimal h de neurones dans la couche cachée est :

h=2*J(m+n) .

o  Quand faudrait-il arréter 'apprentissage ?

Cette question est importante, car si on arréte l'apprentissage trop t6t le réseau
n'aura rien appris, et si on arréte 'apprentissage trop tard le réseau risque d'apprendre
le bruit qui entache les données, ce phénomene s'appelle sur-spécialisation, pour
mieux comprendre ce phénomeéne, considérons le probléme de l'approximation de la
fonction y = f(x), supposons que ces données soient entachées de bruit; Ainsi, au fur
et a mesure de l'apprentissage, les réseau améliore ses performances jusqu'a réaliser
une fonction proche de la fonction désirée. En poussant l'apprentissage, le réseau va
apprendre les données bruitées, car il est capable d'approximer des fonctions plus
complexes. D'aprés [Gérard, 1992], pour éviter la sur-spécialisation, 1l faudrait que le
réseau posséde une architecture adaptée aux données, ce réseau doit posséder la
propriété que le rapport entre les poids et le nombre d'exemples soit de 1/10. D'autre
part, afin d'éviter la sur-spécialisation, on conseille des réseaux de neurones qui
possédent une architecture dynamique, qui convergent vers un nombre mimmal de
neurones tels que les "Gaussian Potential Function Network " GPFN [Lee and Kil,
1988] (dans le cas d'une seule sortie) .
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"Pour faire de grandes choses il ne faut pas étre
un si grand génie, il ne faut pas étre au dessus
des hommes, il faut étre avec eux."”

Charles DE SECONDAT MONTESQUIEU (1689-1755)
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