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Abstract

This thesis explores the use of artificial intelligence to enhance the quality control of
drilling fluids in the oil and gas sector, with a focus on ADFC, a subsidiary of Sonatrach.
Drilling fluids play a crucial role in maintaining well stability, cooling equipment, and
ensuring operational safety. However, the traditional monitoring methods are still highly
manual and reactive, lacking real-time intelligence and automation.

To address this gap, we designed a machine learning-based anomaly detection model using
the Random Forest algorithm, trained on multisource data including real-time sensor
readings, historical logs, and laboratory reports. The model was deployed through an
interactive Streamlit application that allows engineers to upload data files, monitor fluid
parameters, visualize anomalies, and generate detailed reports.

The results show a substantial improvement in early anomaly detection, operational res-
ponsiveness, and technical decision-making. This solution provides a tangible step toward
digital transformation in petroleum operations and lays the groundwork for smart, auto-
mated fluid surveillance systems.

Keywords : Artificial Intelligence (AI), Anomaly Detection, Drilling Fluids, Random
Forest, Machine Learning, Real-Time Analysis, Streamlit, ADFC, Quality Control.




Résumé

Ce mémoire présente une étude approfondie sur 'intégration de l'intelligence artificielle
dans le domaine du forage pétrolier, plus précisément dans le controle qualité des fluides
de forage au sein de 'ADFC, filiale de Sonatrach. Les fluides de forage, essentiels a la
stabilité des puits et a la sécurité des opérations, sont traditionnellement surveillés a
I’aide de méthodes manuelles et de tests en laboratoire, souvent limités par le manque
d’automatisation et la réactivité tardive.

Dans ce contexte, nous avons cong¢u et mis en ceuvre une solution basée sur un modele
de Machine Learning, utilisant 1’algorithme Random Forest, afin de détecter automati-
quement les anomalies dans les propriétés des fluides a partir de données multi-sources
(capteurs en temps réel, historiques, et analyses en laboratoire). L’approche est complé-
tée par une application interactive développée sous Streamlit, permettant aux ingénieurs
de charger des fichiers, visualiser les résultats et générer automatiquement des rapports
d’anomalies.

Les résultats obtenus démontrent une amélioration significative en matiere de réactivité,
de fiabilité des prédictions et de support a la décision technique. Cette solution constitue
une avancée concrete vers la digitalisation du secteur pétrolier et ouvre la voie a une
surveillance intelligente et autonome des opérations de forage.

Mots clés : Intelligence Artificielle (IA), Détection d’anomalies, Fluides de forage,
Random Forest, Apprentissage automatique, Analyse en temps réel, Streamlit, ADFC,
Controle qualité.
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Introduction générale

Dans un contexte industriel ou la fiabilité des opérations constitue un enjeu stratégique
majeur, la surveillance en temps réel des fluides de forage apparait comme un levier fon-
damental de performance. Ces fluides remplissent des fonctions critiques tout au long du
processus de forage : stabilisation du puits, transport des déblais, lubrification, et maintien
de la pression. Toute anomalie dans leurs propriétés physico-chimiques peut engendrer des
conséquences graves, allant de la baisse d’efficacité a des accidents opérationnels.

Or, les systemes actuels de contrdle qualité restent largement fondés sur des procédures
manuelles ou semi-automatisées, souvent peu réactives face aux variations soudaines des
conditions de terrain. Face & ces limites, l'intégration de l'intelligence artificielle (IA) et
de l'apprentissage automatique (machine learning) offre des perspectives nouvelles pour
améliorer la détection précoce d’anomalies dans les échantillons de fluides.

Ce projet de fin d’études s’inscrit dans cette dynamique d’innovation, en partenariat
avec Ientreprise ADFC, filiale du groupe Sonatrach spécialisée dans les services liés aux
fluides de forage. L’objectif est de développer un systeme intelligent, capable de détecter
automatiquement les anomalies a partir de données réelles issues de rapports industriels,
et d’en fournir une interprétation explicable via une application interactive.

Problématique

Comment améliorer la fiabilité et la réactivité du processus de controle qualité des fluides
de forage, en automatisant la détection d’anomalies a partir de données multivariées, tout
en garantissant une interprétabilité adaptée aux utilisateurs métier ?

Objectifs
Ce mémoire vise a :

- Analyser le fonctionnement actuel du controle qualité au sein d’ADFC et identifier
ses limites ;

- Etudier les approches existantes, traditionnelles et basées sur I'IA, pour la détection
d’anomalies dans les données industrielles ;

- Concevoir un modele d’apprentissage automatique, basé sur Random Forest et op-
timisé par SMOTE, pour classifier les échantillons ;

- Développer une application utilisateur permettant le chargement de fichiers, la vi-
sualisation des résultats, et la génération automatique de rapports explicatifs.

Structure du mémoire

15



Le mémoire est structuré en trois grandes parties cohérentes :

Partie I — Etat des lieux Cette premiére partie présente I'organisme d’accueil (ADFC),
ses missions, ses partenaires et son fonctionnement actuel en matiére de controle
qualité des fluides. Elle identifie les limites du systeme en place et propose des axes
d’amélioration pour une digitalisation plus efficace.

Partie II — Etat de I’art Cette partie développe les bases théoriques nécessaires a la
compréhension du projet. Elle introduit les caractéristiques des fluides de forage, les
types d’anomalies rencontrées, puis passe en revue les méthodes traditionnelles de
détection. Un second chapitre explore les techniques modernes issues de l'intelligence
artificielle, avec un accent particulier sur les modeles supervisés adaptés au contexte
industriel.

Partie III — Conception et réalisation de la solution Cette derniere partie détaille
la méthodologie suivie pour construire le modele de détection d’anomalies, depuis la
collecte et la préparation des données jusqu’a ’entrainement du modele et le dévelop-
pement d’une application interactive. Elle présente également les résultats obtenus,
les visualisations produites, ainsi que les bénéfices et perspectives d’évolution de la
solution proposée.

Ce travail se veut a la fois scientifique et appliqué, en combinant rigueur méthodologique
et application concrete au sein d’un environnement industriel réel. Il démontre le potentiel
des solutions IA pour renforcer la qualité, la sécurité et la performance dans le secteur du
forage pétrolier.

16



Premiere partie

Etat des lieux



Etat des lieux

Chapitre 1

Présentation de I’Organisme
d’Accueil

1.1 Introduction

Dans cette premiere partie, nous allons présenter 1’entreprise d’accueil ADFC SPA
(Algerian Drilling Fluids Services Company), filiale du Holding Sonatrach —
SSPP. Cette présentation permettra de mieux comprendre le role stratégique de ’entre-
prise dans 1’écosystéme pétrolier algérien, ainsi que le contexte professionnel dans lequel
s’inscrit le présent projet. Nous introduirons également des concepts clés et un vocabulaire
technique liés aux fluides de forage afin de faciliter la compréhension des chapitres a venir.

1.2 Présentation générale de PADFC

L’Algerian Drilling Fluids Services Company (ADFC SPA) est une entreprise algérienne
spécialisée dans la gestion des fluides de forage pour les opérations pétrolieres. Créée dans
le cadre d’un partenariat entre Sonatrach et MI-SWACO (filiale de Schlumberger),
elle est devenue, depuis avril 2024, une filiale & 100 % du Holding Sonatrach — SSPP.
Cette intégration lui confere un role stratégique dans la chaine de valeur du forage pétrolier
national.
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Elément Détails

Nom complet Algerian Drilling Fluids Services Company (ADFC
SPA)

Statut juridique Société par actions (SPA) — Filiale du Holding So-
natrach — SSPP

Domaine d’activité Services de formulation, traitement et controle
qualité des fluides de forage

Produits/Services Additifs et produits chimiques, fluides de forage,
de workover et de complétion

Clients principaux Sonatrach et ses filiales (ENAFOR, ENSP. . .), en-
treprises pétrolieres opérant en Algérie

Adresse 168, rue Hassiba Ben Bouali, Tour B, 6 étage, El
Hamma, Alger, Algérie

Base d’operation Route d’El Borma — P.O. Box 565 — 30500 Hassi
Messaoud — Algeria

Téléphone/Fax +213 29 74 99 14

Nombre d’employés Environ 200 (objectif & moyen terme : 500)

Transformation digitale ERP (Odoo), infrastructure IT renforcée, intégra-
tion d’TA pour I'analyse des fluides

Normes et certifications ISO 9001 (Qualité), ISO 14001 (Environnement),
API RP 13B, ISO 13500

TABLE 1.1 — Fiche technique de ’ADFC SPA

1.3 Présentation de Sonatrach et de son lien avec
IP’ADFC

Sonatrach, créée en 1963, est la compagnie nationale algérienne des hydrocarbures
et représente le coeur du secteur énergétique du pays. Elle constitue aujourd’hui I'un
des plus grands groupes pétroliers intégrés en Afrique, avec des activités couvrant toute
la chaine de valeur : exploration, production, transport, raffinage, commercialisation et
distribution. Elle contribue & environ 95 % des recettes d’exportation nationales et
a une part significative du produit intérieur brut (PIB) de 1’Algérie, ce qui souligne son
poids stratégique dans 1’économie nationale.

Afin de développer une expertise nationale dans les services techniques spécialisés, So-
natrach a mis en place plusieurs holdings sectoriels. L’ADFC SPA s’inscrit dans cette
stratégie a travers son rattachement au Holding Sonatrach — SSPP (Sous-secteur
Para-Pétrolier). Initialement créée en partenariat avec MI-SWACO (filiale de Schlum-
berger), 'ADFC est devenue, depuis avril 2024, une filiale & 100 % de Sonatrach. Ce
changement structurel a permis de renforcer 'intégration des services liés aux fluides de
forage au sein du dispositif national.

Cette relation hiérarchique et fonctionnelle entre Sonatrach et 'ADFC confere a cette

19



derniere un role stratégique dans la chaine de forage pétrolier, en I'alignant sur les objectifs
de modernisation, de réduction des coiits, et de souveraineté technologique nationale. Le
projet de détection d’anomalies dans les fluides de forage s’inscrit ainsi pleinement dans
cette vision industrielle intégrée, en apportant une réponse technologique innovante a des
enjeux opérationnels concrets du groupe Sonatrach.

SlhbUaquw

sonatrach

FI1GURE 1.2 — Logo de Sonatrach

1.4 Missions de ’ADFC

L’Algerian Drilling Fluids Services Company (ADFC SPA) a pour mission prin-
cipale d’accompagner les opérations de forage pétrolier a travers la gestion complete des
fluides de forage. Cela inclut la formulation de solutions adaptées aux conditions géolo-
giques, le suivi en temps réel des propriétés physico-chimiques des fluides (telles que la
rhéologie, la densité ou la filtration), ainsi que la fourniture d’additifs spécifiques.

L’entreprise assure également le traitement et la régénération des fluides usagés dans une
optique de réduction des cotits et de respect des normes environnementales. Elle met a
disposition des experts pour assister les équipes sur le terrain et garantit un controle
qualité conforme aux standards internationaux (API RP 13B, ISO 13500). Enfin, TADFC
s’inscrit dans une dynamique d’innovation en intégrant des outils numériques, notamment
pour la détection d’anomalies via I'intelligence artificielle.

1.5 Vision de ’ADFC

La vision stratégique de 'TADFC SPA est de devenir un acteur de référence dans le
domaine des fluides de forage a ’échelle nationale et régionale. Elle ambitionne d’atteindre
I’excellence opérationnelle en s’appuyant sur I'innovation, la maitrise technologique locale,
et le développement continu des compétences internes. Cette vision s’inscrit dans les
objectifs plus larges du groupe Sonatrach en matiere de digitalisation et de souveraineté
industrielle.
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1.6 Objectifs stratégiques de ’ADFC

Les objectifs de TADFC visent a renforcer la performance, la fiabilité et la durabilité de
ses services. Parmi les priorités figurent :

L’optimisation de la qualité des fluides de forage en conditions réelles.

La réduction des incidents liés aux anomalies (pertes, éruptions, contamination).

L’intégration de technologies numériques pour le suivi et 'analyse en temps réel.
- La réduction des cotits opérationnels via le traitement et la réutilisation des fluides.

Le respect strict des normes de sécurité et d’environnement (API, ISO).

1.7 Termes et jargon professionnels

Avant d’aborder la problématique de ce projet, il est essentiel de se familiariser avec
certains termes techniques couramment utilisés dans 'industrie des services pétroliers, et
plus particulierement dans le domaine des fluides de forage. Le tableau suivant regroupe
les notions clés nécessaires a une bonne compréhension des chapitres qui suivent.
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Terme

Définition

Fluide de forage

Boue industrielle utilisée pour refroidir le trépan, stabili-
ser les parois du puits, transporter les déblais et contro-
ler la pression.

Rhéologie

Etude de I’écoulement et du comportement mécanique
des fluides sous contrainte (viscosité, seuil d’écoulement,
ete.).

Turbidité

Mesure de la concentration en particules solides en sus-
pension dans le fluide; indicateur de propreté ou de
contamination.

Viscosité

osi un fluide a I’écou ; détermi -
Résistance d’un fluide a ’écoulement ; détermine sa ca
pacité a transporter les déblais.

Densité

Masse volumique du fluide, utilisée pour équilibrer les
pressions de formation.

Filtration API

Quantité de fluide perdue a travers une barriere poreuse,
mesurée selon les standards API (RP 13B).

Perte de circulation

Phénomene ou le fluide s’échappe vers la formation, ré-
duisant 'efficacité du forage.

Coup de bélier (Kick)

Entrée soudaine de fluide de formation dans le puits due
a une pression insuffisante du fluide de forage.

Additifs Composés chimiques ajoutés pour ajuster les propriétés
du fluide (lubrification, inhibition, stabilité, etc.).

OBM (Oil-Based | Fluide de forage a base d’huile, performant mais a fort

Mud) impact environnemental.

WBM  (Water-Based | Fluide de forage a base d’eau, plus écologique, utilisé

Mud)

selon les contraintes du sous-sol.

OWR (Oil Water Ra-
tio)

Rapport volumique huile/eau dans un fluide OBM ; doit
rester dans une plage optimale pour assurer la stabilité.

Point de rendement
(Yield Point)

Force minimale nécessaire pour initier I’écoulement du

fluide.

Solids Content (%)

Pourcentage de solides dans le fluide ; un exces peut en-
gendrer des risques d’obstruction ou de sédimentation.

Trépan Outil de coupe utilisé pour forer la roche au fond du
puits.
MWD / LWD Technologies de mesure et d’enregistrement pendant le

forage (Measurement/Logging While Drilling).

SCADA / WITSML

Systemes de supervision et d’échange de données en
temps réel entre équipements de forage et interfaces de
controle.

TABLE 1.2 — Glossaire des termes techniques liés aux fluides de forage
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1.8 Digitalisation des processus métiers et intégra-
tion technologique

L’organisation de 'ADFC SPA repose sur une structuration interne claire, divisée en
poles spécialisés couvrant les volets technique, logistique, qualité, R&D, et informatique.
Cette organisation permet une gestion efficace des opérations de terrain, du support scien-
tifique, ainsi que de la conformité aux normes internationales en vigueur.

Dans une dynamique d’amélioration continue et de modernisation, I'entreprise a engagé
une transformation numérique progressive. Celle-ci vise a renforcer la performance
opérationnelle, a optimiser le traitement des données, et a sécuriser les processus critiques.
Les principaux axes de cette transformation sont les suivants :

- Implémentation d’un systéme ERP (Odoo) : centralisation de la gestion des
processus métiers (achats, stock, maintenance, RH, etc.) pour une meilleure coor-
dination entre les départements,, comme recommandé dans les approches modernes
de gestion opérationnelle [1]. Cette transition numérique rejoint les standards inter-
nationaux adoptés dans les projets de champs pétroliers numériques [2].

- Renforcement de l’infrastructure informatique : mise en place de serveurs
sécurisés, systemes de sauvegarde, et solutions de partage de données inter-sites.

- Digitalisation du contréle qualité : automatisation partielle de la collecte de
données en laboratoire et standardisation des rapports techniques.

- Exploration de l’intelligence artificielle : développement de projets pilotes pour
I’analyse prédictive, la détection d’anomalies dans les fluides de forage, et I'optimi-
sation des interventions sur site.

Cette démarche s’inscrit dans la stratégie globale du Holding Sonatrach — SSPP, visant
a faire émerger des filiales plus autonomes, innovantes et compétitives dans un contexte
énergétique en mutation.

1.9 Clients et Partenaires

L’ADFC SPA collabore principalement avec les filiales opérationnelles du groupe Sona-
trach, telles que ENAFOR, ENSP et ENTP, en leur fournissant des services de formulation
et de controle des fluides de forage. Ces collaborations couvrent des projets de forage ter-
restres répartis sur tout le territoire national, notamment dans les régions du Sud (Hassi
Messaoud, In Salah, Illizi, etc.).

Par ailleurs, I’entreprise développe des partenariats techniques avec des prestataires spé-
cialisés, notamment dans les domaines des additifs chimiques, des instruments de mesure,
et des systemes d’acquisition de données (SCADA, WITSML). Cette ouverture favorise
I'intégration de solutions technologiques avancées, en phase avec les standards internatio-
naux du secteur.
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FIGURE 1.3 — Clients et Partenaires

1.10 Engagements qualité, sécurité et environnement

L’ADFC place la qualité, la sécurité et la protection de 'environnement au cceur de sa
stratégie opérationnelle. Consciente des enjeux liés aux risques industriels et a 'impact
environnemental de ses activités, 'entreprise s’est engagée dans une démarche structurée
conforme aux référentiels internationaux :

- ISO 9001 pour le management de la qualité, assurant la conformité des produits
et services aux exigences client.

- ISO 14001 pour la gestion environnementale, intégrant la maitrise des rejets et le
traitement des déchets.

- API RP 13B pour les essais normalisés des fluides de forage.

Des controles rigoureux sont effectués en laboratoire et sur site afin de garantir la per-
formance des fluides et la sécurité des opérations. L’ADFC applique également les regles
HSE du groupe Sonatrach et développe une culture d’amélioration continue a tous les
niveaux.

1.11 Conclusion

La présentation de 'TADFC SPA permet de situer le projet dans un environnement indus-
triel structuré, tourné vers I'innovation et la maitrise technique. Grace a son expertise,
ses partenariats stratégiques et sa démarche qualité, 'ADFC offre un cadre favorable &
I'expérimentation de solutions d’intelligence artificielle appliquées au domaine du forage.
Cette compréhension globale de I’entreprise d’accueil constitue une base solide pour ana-
lyser les limites du systéme existant et justifier la mise en place d’un modele de détection
des anomalies performant.
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Chapitre 2

Etude de l’existant : le systéme
actuel

2.1 Introduction

Le contrdle de la qualité des fluides de forage constitue une étape essentielle dans le dé-
roulement des opérations de forage pétrolier. Il permet d’assurer la stabilité des puits, la
sécurité des équipements et Uefficacité globale des travaux en cours. Au sein de I’ ADFC,
ce controle repose actuellement sur un ensemble de méthodes techniques et de pratiques
établies, impliquant des relevés manuels, des tests normalisés et des interprétations hu-
maines.

Cependant, avec 1’évolution des technologies et I’'augmentation du volume de données col-
lectées en temps réel, les limites du systéme actuel apparaissent de plus en plus clairement.
Ce chapitre a pour objectif de décrire en détail I’état du systeme existant de controle qua-
lité utilisé par TADFC, d’en analyser les principales failles et d’identifier les opportunités
d’amélioration. Cela permettra de mieux justifier, dans les chapitres suivants, le recours a
une approche basée sur l'intelligence artificielle pour améliorer la détection des anomalies
dans les fluides de forage.

2.2 Les rapports et méthodes de contréle qualité des
fluides

Le systeme actuel de contrdle qualité des fluides de forage mis en ceuvre par ’ADFC repose
sur une combinaison de rapports techniques, d’analyses de laboratoire et de mesures en
temps réel. Cette approche permet de suivre les propriétés des boues de forage tout au
long des opérations, et d’ajuster leur composition en fonction des conditions rencontrées
sur le terrain.

25



2.2.1 Types de rapports produits

Les rapports utilisés par TADFC peuvent étre classés selon leur nature et leur moment
de production. On distingue principalement :

- Rapports de laboratoire : ils incluent les résultats des tests physico-chimiques
réalisés sur les échantillons prélevés (ex. viscosité, densité, pH, filtration API). Ces
tests sont réalisés selon des protocoles standards comme ’API RP 13B ou I'ISO
13500.

- Rapports journaliers de puits : documents produits sur le terrain, généralement
sous forme de fiches Excel ou papier, contenant les mesures de base observées sur
site (température, débit, comportement du fluide, incidents).

- Fiches de suivi : documents internes a 'ADFC utilisés pour tracer les ajuste-
ments réalisés sur les formulations de fluides, les recommandations techniques, et
les consommations d’additifs.

- Bilans hebdomadaires ou mensuels : récapitulatifs produits pour les chefs de
projet ou les coordinateurs techniques, incluant des graphiques de tendance et des
analyses de performance.

2.2.2 Sources des données utilisées

Ces rapports sont alimentés par deux grandes catégories de sources de données :

- Mesures de terrain et données temps réel : recueillies via des capteurs de
surface ou des systemes automatisés tels que SCADA, WITSML ou MWD /LWD.
Elles permettent un suivi continu des parametres critiques comme la pression, la
température, la densité ou la vitesse de circulation.

- Analyses en laboratoire : les échantillons sont régulierement envoyés dans les
laboratoires d’ADFC pour des tests plus détaillés, incluant la spectroscopie, la chro-
matographie, ou des analyses de contamination. Ces données sont fiables mais non
continues, avec un certain délai de traitement.

- Données historiques : logs de forage, historiques d’incidents, comptes rendus de
chantier et archivage des rapports précédents. Elles permettent une contextualisa-
tion et une analyse des dérives dans le temps.

- Données complémentaires : parfois croisées avec des données géologiques (nature
de la formation), climatiques (opérations offshore) ou relatives a 1’état de mainte-
nance des équipements.

La diversité des sources rend ’analyse complexe, notamment a cause de la disparité des
formats (CSV, Excel, PDF, flux JSON ou temps réel) et de I'absence de structuration
centralisée des données. Cette problématique sera abordée plus en détail dans la section
suivante.
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2.3 Le processus actuel de surveillance

Le processus de surveillance de la qualité des fluides de forage chez ADFC repose actuel-
lement sur une combinaison d’interventions humaines, de tests normalisés et d’analyses
périodiques. Ce suivi est réalisé a la fois sur le terrain (au niveau du puits) et en labora-
toire, dans une logique réactive plus que proactive.

Sur site, les techniciens boue et les ingénieurs procedent a des mesures régulieres a 1’aide
d’instruments portables (viscosimetre, balance de densité, kit API de filtration, etc.). Ces
mesures sont consignées manuellement dans des fiches de suivi ou dans des fichiers Excel.
En parallele, des échantillons sont envoyés au laboratoire pour des tests plus poussés,
notamment en cas de suspicion d’anomalie ou de dérive.

Les résultats sont ensuite analysés par les superviseurs (ingénieurs fluides), qui valident
ou recommandent des ajustements sur la base de seuils métiers définis (API RP 13B,
normes internes ADFC), de 'expérience terrain, et de la tendance observée dans les tests.
Il n’existe toutefois pas de systeme formel d’aide a la décision, ce qui limite I'uniformité
des recommandations.

Bien que ce processus permette une certaine réactivité, il présente plusieurs limites :

Dépendance a 'expertise humaine pour 'interprétation des résultats.

Absence d’un systeme d’alerte automatique en cas d’écart critique.

Décalage temporel entre 'apparition d’une anomalie et sa détection effective (temps
d’analyse).

Données souvent non intégrées dans une base centralisée ni exploitables en temps
réel.

Ce constat met en évidence la nécessité d’'un systeme plus intelligent, capable de détecter
automatiquement les écarts et d’assister les équipes dans la prise de décision rapide.

2.4 Limites du systéme actuel

L’analyse du systéme en place au sein de 'ADFC pour le suivi et le controle qualité des
fluides de forage permet de mettre en évidence plusieurs limites structurelles et fonction-
nelles. Ces limites freinent D'efficacité globale du processus de détection d’anomalies et
justifient I'exploration de solutions innovantes, notamment basées sur 'intelligence artifi-
cielle.

2.4.1 Faiblesses techniques

Le premier ensemble de limitations concerne la nature méme des outils actuellement
utilisés. Les mesures sont souvent réalisées manuellement a I'aide d’appareils de terrain, ce
qui introduit une forte dépendance aux opérateurs. L’absence de standardisation complete
dans la saisie des données rend leur exploitation difficile pour une analyse a grande échelle.

En outre, les données provenant de capteurs ne sont pas toujours fiables a cause de :

- conditions de forage extrémes (vibrations, chaleur, humidité),
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- bruit dans les signaux mesurés,

- dérive des capteurs non calibrés régulierement.
Le traitement des données est par ailleurs souvent local et dispersé,, comme constaté dans
plusieurs environnements pétroliers [3]. De plus, les capteurs sont parfois sujets a des dé-
rives, avec des mesures bruitées en conditions extrémes [4].
Les documents sont enregistrés sous différents formats (Excel, PDF, papier), ce qui em-
péche toute consolidation automatique, recherche efficace ou apprentissage basé sur I’his-
torique.

2.4.2 Manque d’automatisation

Le second frein majeur est ’absence de systéme automatisé de détection et de classification
des anomalies. Aujourd’hui, la détection d’un écart repose essentiellement sur I’ceil expert
des techniciens et ingénieurs. Cela suppose :

- une présence humaine continue,

- un niveau d’expertise élevé,

- une réaction parfois tardive en cas de situation critique.
Par ailleurs, il n’existe pas de systeme d’alerte dynamique basé sur des seuils intelli-
gents, ni de solution intégrée pour anticiper les anomalies avant qu’elles ne deviennent
problématiques. Cela limite les capacités de prévention, augmente les risques d’incidents
opérationnels (perte de circulation, contamination), et impacte les coiits de traitement.

Ces limites ouvrent la voie a I'implémentation de solutions intelligentes capables d’exploi-
ter les données en temps réel pour automatiser la détection, la classification et, a terme,
la prédiction des anomalies.

2.5 Identification des opportunités d’amélioration

L’analyse du systeme de contrdle qualité actuellement en place met en évidence un be-
soin croissant de modernisation. L’exploitation massive des données générées au cours du
processus de forage constitue une opportunité stratégique pour passer d’une logique de
suivi manuel a une logique de détection automatisée, intelligente et prédictive.

2.5.1 Enoncé de la problématique

Malgré I'existence de procédures bien établies, le processus de surveillance des fluides de
forage souffre d’'un manque de réactivité et de structuration des données. Les anomalies
sont souvent détectées tardivement, apres qu’elles ont commencé a produire des effets
négatifs sur les opérations (pertes de fluide, instabilités, contamination).

Problématique :
Comment concevoir un systeme intelligent capable de détecter automatique-
ment, en temps réel, les anomalies dans les fluides de forage a partir de données
multi-sources (capteurs, laboratoire, historiques), afin d’améliorer la réactivité
opérationnelle et la fiabilité du processus de forage ?
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2.5.2 Axes d’amélioration envisagés

L’étude de l'existant ouvre la voie a plusieurs pistes d’amélioration, tant sur le plan
technologique que méthodologique. Les axes prioritaires identifiés sont :

- Centralisation des données : création d’un entrepot de données structuré, inté-
grant les relevés terrain, les tests de laboratoire et les historiques d’incidents.

- Surveillance en temps réel : connexion directe aux capteurs via SCADA /WITSML
pour permettre l'analyse continue des parametres critiques.

- Détection automatisée des écarts : utilisation de modeles d’apprentissage auto-
matique (Machine Learning) pour identifier les comportements anormaux a partir
de seuils dynamiques ou de patterns appris.[5,6]

- Visualisation et alertes intelligentes : développement d’interfaces permettant
aux ingénieurs de visualiser les tendances, recevoir des notifications, et explorer les
causes probables d’une anomalie.

- Prévision des dérives : déploiement d’algorithmes prédictifs pour anticiper les
anomalies a partir de 1’évolution temporelle des données (LSTM, ARIMA, Pro-
phet. . .).

La mise en ceuvre de ces axes constituera le coeur du travail pratique, présenté dans les
chapitres suivants.

2.6 Conclusion

Cette étude de l'existant a permis de dresser un état des lieux du systeme de controle
qualité actuellement mis en ceuvre par 'ADFC dans la gestion des fluides de forage.
Si les méthodes en place reposent sur des fondations solides, notamment en termes de
normes et de savoir-faire métier, elles montrent aujourd’hui des limites importantes face
aux exigences modernes de réactivité, de fiabilité et d’exploitation des données.

Les rapports, bien que nombreux et détaillés, souffrent d’'un manque d’intégration et d’ex-
ploitation automatisée. Le processus de surveillance reste majoritairement manuel, avec
une forte dépendance a 'expérience humaine et une absence de mécanismes intelligents
d’alerte ou de prédiction.

Face a ces constats, plusieurs axes d’amélioration ont été identifiés, ouvrant la voie a
I'introduction d’un systeme d’analyse intelligent, basé sur l'intelligence artificielle. Ce
dernier permettra de détecter plus tot les anomalies, de prédire les dérives futures, et
d’accompagner les équipes terrain dans une prise de décision rapide et efficace.

Dans le chapitre suivant, nous décrirons en détail la conception du modele d’intelligence
artificielle proposé, ainsi que la méthodologie adoptée pour le développement, ’entraine-
ment et I’évaluation du systeme.
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Etat de lart

Chapitre 3

Fluides de forage et anomalies
associées

3.1 Introduction

Les fluides de forage jouent un role central dans les opérations pétrolieres en assurant
des fonctions critiques telles que le refroidissement du trépan, le transport des déblais et
le contrdle des pressions. Ce chapitre présente leur définition, leurs propriétés physico-
chimiques essentielles, ainsi que les principales anomalies observées sur le terrain. Ces
éléments sont indispensables pour comprendre les enjeux liés a leur surveillance et poser
les bases d’une détection intelligente des anomalies.

3.2 Définition et role des fluides de forage

Les fluides de forage, aussi appelés boues de forage, sont des mélanges complexes utilisés
pour faciliter et sécuriser les opérations de forage pétrolier. Leur composition comprend
généralement une phase liquide (eau ou huile), des agents visqueux, des matériaux pon-
déreux et divers additifs chimiques|8].

Ils assurent plusieurs fonctions essentielles [9] :

Refroidir et lubrifier le trépan pendant le forage,

Transporter les déblais rocheux vers la surface,

Maintenir la stabilité des parois du puits,

Equilibrer les pressions des formations géologiques traversées,

Prévenir les incidents comme les influx ou les pertes de fluide.

La performance d’un fluide dépend de ses propriétés physico-chimiques, qui doivent étre
ajustées en continu en fonction des conditions de terrain. Toute anomalie dans leur com-
portement peut compromettre la sécurité, 1'efficacité ou le cotlit des opérations de forage.
C’est pourquoi leur suivi en temps réel constitue un enjeu majeur pour les acteurs du
secteur.
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3.3 Propriétés physico-chimiques a surveiller

Le bon fonctionnement d’un fluide de forage dépend directement de ses propriétés physico-
chimiques, qui influencent sa capacité a remplir ses fonctions de maniere optimale [16]. Ces
propriétés doivent étre suivies de maniere réguliere, que ce soit via des mesures de terrain
ou des analyses en laboratoire. Toute variation anormale peut indiquer une anomalie en
cours ou un risque opérationnel.

Parmi les principales propriétés surveillées, on distingue :

- La densité (mud weight) : elle conditionne la pression hydrostatique exercée dans
le puits. Une densité trop faible peut entrainer un influx (entrée de fluide de forma-
tion), tandis qu'une densité trop élevée peut provoquer des pertes de circulation.

- La viscosité : elle définit la capacité du fluide a transporter les déblais en suspen-
sion. Elle est mesurée en utilisant des instruments comme le Marsh Funnel ou le
viscosimetre rotatif.

- Le pH : un parametre chimique important qui affecte la stabilité de certains additifs
et la réaction du fluide avec la formation. Un pH non maitrisé peut accélérer la
corrosion ou dégrader les performances du fluide.

- La filtrabilité (test de filtration API) : elle mesure la quantité de liquide perdue
par le fluide & travers une formation poreuse. Une filtrabilité excessive peut conduire
a une perte de fluide dans la formation et a une instabilité des parois du puits.

- Le pouvoir de suspension : c’est la capacité du fluide a maintenir les déblais en
suspension lorsque la circulation est arrétée. Elle dépend de la viscosité statique et
de la gélification.

- Les solides contenus : leur concentration influence fortement la densité, la visco-

sité et 'usure des équipements. Une surcharge en solides peut réduire 'efficacité du
fluide.

- La conductivité électrique et la salinité : utiles dans les fluides a base aqueuse
pour détecter des contaminations ou des déséquilibres ioniques.

Ces parametres sont conformes aux recommandations de I’API et des fournisseurs indus-
triels majeurs [8, 9].

Le suivi de ces parametres permet de détecter les premiers signes de dérive du fluide,
d’anticiper les ajustements nécessaires, et de prévenir les anomalies majeures. Leur sur-
veillance continue constitue donc un pilier central du contréle qualité dans les opérations
de forage.

3.4 Types d’anomalies rencontrées : nature et classi-
fication

Malgré les contrdles réguliers, les fluides de forage peuvent présenter diverses anomalies
au cours des opérations. Ces anomalies, souvent détectées trop tardivement [10], peuvent
compromettre la sécurité, ralentir les travaux, ou générer des surcoiits importants. Il
est donc essentiel de les connaitre, de les classifier, et de comprendre leurs causes pour
améliorer leur détection.

32



Les principales anomalies rencontrées peuvent étre regroupées en plusieurs catégories :

- Anomalies de densité : une densité insuffisante peut entrainer un influx de fluide
de formation (kick), tandis qu'une densité excessive peut provoquer des pertes de
circulation. Ces écarts peuvent étre liés a une dilution non maitrisée, a la présence
de gaz dissous ou a des ajouts incorrects d’additifs.

- Pertes de fluide : on parle de pertes de circulation lorsque le fluide s’échappe dans
la formation au lieu de circuler en boucle. Elles peuvent étre totales, partielles ou
sélectives selon la nature géologique traversée. Ce phénomene est souvent causé par
une pression excessive ou une perméabilité anormalement élevée.

- Contaminations : il s’agit de la présence d’éléments indésirables dans le fluide,
comme du ciment, du gaz, de I'eau salée, ou des agents chimiques incompatibles.
Ces contaminations altérent les propriétés du fluide (pH, viscosité, filtrabilité) et
compliquent son traitement.

- Sédimentation et perte de suspension : une mauvaise capacité a maintenir les
déblais en suspension peut entrainer leur dépot au fond du puits, provoquant un
bouchage partiel (pack-off) ou un coincement du train de tiges.

- Problemes de filtration : une perte excessive de liquide lors du test API peut
signaler une instabilité du fluide. Cela peut étre causé par une absence d’agent de
colmatage, une dispersion de particules fines ou une contamination.

- Anomalies rhéologiques : des variations inhabituelles de la viscosité, du seuil de
gel ou du comportement plastique du fluide peuvent signaler une altération de la
formulation. Elles se traduisent souvent par une difficulté a pomper, des vibrations
anormales ou un mauvais nettoyage du puits.

Chacune de ces anomalies présente un risque opérationnel significatif. Dans un environne-
ment aussi sensible que le forage pétrolier, leur détection précoce est un enjeu de perfor-
mance et de sécurité. Cela souligne I'importance d’une surveillance continue, idéalement
assistée par des systemes intelligents capables d’identifier automatiquement ces écarts a
partir des données collectées en temps réel.

3.5 Conséquences des anomalies sur les opérations

Les anomalies dans les fluides de forage, lorsqu’elles ne sont pas détectées et corrigées
a temps, peuvent avoir des conséquences graves sur le déroulement et la sécurité des
opérations de forage. Leur impact peut étre technique, économique, environnemental,
voire humain.

Les principales conséquences observées sont les suivantes :

- Perte de contrdle du puits : une anomalie de densité peut entrainer un dés-
équilibre de pression. Si la pression du fluide est inférieure a celle de la formation,
un influx incontr6lé (kick) peut survenir, menant dans certains cas a une éruption
(blowout), avec des risques majeurs pour la sécurité et I'environnement.

- Pertes de circulation : lorsque le fluide s’échappe dans les formations poreuses,
il n’est plus disponible pour remplir ses fonctions critiques. Cela peut interrompre
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le forage, exiger des produits de colmatage cotiteux, et allonger significativement la
durée des travaux.

- Coincement ou perte d’outils : une mauvaise suspension des déblais ou une
sédimentation excessive peut bloquer le train de forage, entrainant des opérations
de péche (récupération d’équipements) ou méme la perte définitive du puits.

- Usure prématurée des équipements : des anomalies dans la concentration des
solides ou la viscosité peuvent accélérer I’érosion des pompes, tiges, vannes et autres
composants critiques.

- Altération de la qualité des données : les systemes de mesure pendant le forage
(MWD/LWD) peuvent étre perturbés par des anomalies de composition du fluide,
compromettant la précision des données géologiques recueillies.

- Surcoits et retards : chaque incident dii & une anomalie implique des interventions
correctives (traitements chimiques, interventions mécaniques, arrét du forage), qui
se traduisent par une augmentation des cofits journaliers et un dépassement des
délais prévus.

- Impacts environnementaux : certaines anomalies, comme les éruptions non contro-
lées ou les pertes de fluide dans des zones sensibles, peuvent provoquer une pollution
du sous-sol ou des nappes phréatiques, exposant 'opérateur a des sanctions régle-
mentaires.

Ainsi, la surveillance des fluides de forage n’est pas seulement une exigence de qualité,
mais une nécessité stratégique pour garantir la continuité, la sécurité et la rentabilité des
opérations. C’est dans cette optique que se justifie I'intégration de systeémes intelligents
capables d’anticiper les dérives et de déclencher des alertes précoces.

3.6 Techniques traditionnelles de détection des ano-
malies

Avant I'intégration de technologies intelligentes, la détection des anomalies dans les fluides
de forage repose principalement sur des méthodes classiques combinant observations hu-
maines, tests physico-chimiques standardisés et interprétations techniques.

Ces approches, bien que largement éprouvées, présentent plusieurs limites en matiere de
réactivité, d’automatisation et d’analyse a grande échelle. On peut distinguer trois grandes
catégories de techniques traditionnelles :

- Mesures manuelles sur site : réalisées par les techniciens boue a I’aide d’outils
comme le Marsh Funnel (viscosité), la balance de densité, ou le kit API (filtrabilité).
Ces mesures sont reportées sur des fiches papier ou des fichiers Excel, et interprétées
a ’ceil humain selon des seuils fixés a I’avance.

- Analyses en laboratoire : des échantillons de fluide sont prélevés a intervalles
réguliers et analysés en laboratoire pour déterminer des parametres comme le pH,
la composition chimique, la conductivité, ou la présence de contaminants. Ces tests
offrent une meilleure précision, mais leur fréquence est limitée et les résultats ne
sont pas disponibles en temps réel.
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- Interprétation basée sur ’expérience : les décisions sont souvent guidées par le
jugement des superviseurs et des ingénieurs de forage, en fonction de leur connais-
sance du terrain et de la formation géologique. Cette approche empirique permet une
certaine flexibilité, mais reste sujette a ’erreur humaine ou au manque d uniformité
entre équipes.

En complément, certains sites de forage utilisent des systemes automatisés comme le
SCADA (Supervisory Control And Data Acquisition) ou le protocole WITSML pour cen-
traliser les données collectées par les capteurs (pression, température, débit, etc.). Toute-
fois, ces systemes restent le plus souvent limités a de la collecte passive ou a des alertes
basées sur des seuils fixes.

Les techniques traditionnelles permettent donc une forme de contréle de qualité, mais ne
permettent pas de détecter des comportements complexes, des anomalies émergentes ou
des dérives subtiles difficilement perceptibles. C’est cette limitation qui motive 1’explora-
tion de solutions basées sur l'intelligence artificielle pour améliorer la réactivité, la fiabilité
et I'autonomie du systeme de surveillance.

3.7 Limites des méthodes conventionnelles

Les méthodes traditionnelles de détection des anomalies dans les fluides de forage, bien
qu’encore largement utilisées dans I'industrie, présentent plusieurs limites structurelles et
opérationnelles. Ces limites freinent la capacité des équipes a détecter précocement des
dérives critiques et a réagir de maniere proactive face a des situations anormales.

Les principales faiblesses identifiées sont les suivantes :

- Réactivité limitée : les analyses en laboratoire introduisent un délai entre la me-
sure et I'interprétation. Ce temps de latence peut étre critique lorsque des anomalies
évoluent rapidement dans des environnements instables.

- Manque d’automatisation : la plupart des mesures nécessitent une intervention
humaine, ce qui limite la fréquence des relevés et introduit une dépendance au
facteur humain.

- Analyse locale et fragmentée : les données collectées sont souvent réparties dans
différents formats (papier, Excel, SCADA isolé), sans centralisation ni historisation
cohérente. Cela empéche I'exploitation des données a grande échelle ou la détection
de patterns complexes.

- Seuils statiques et regles rigides : les systémes de détection classiques se basent
généralement sur des seuils fixes (ex. densité > 1.3 g/cm?), sans capacité d’adapta-
tion aux conditions spécifiques du puits ou de la formation. Cela peut générer des
fausses alertes ou des non-détections.

- Dépendance a I’expertise humaine : la qualité de I'interprétation repose large-
ment sur I'expérience des opérateurs. Cela crée des risques d’incohérence entre sites,
et rend difficile la standardisation ou la tragabilité des décisions.

- Absence de capacité prédictive : les méthodes conventionnelles se limitent a
détecter ce qui s’est déja produit. Elles ne permettent ni d’anticiper une dégradation
progressive, ni de simuler des scénarios a venir.

35



Ces limitations soulignent la nécessité d’un changement de paradigme vers des approches
plus intelligentes, capables d’analyser de grands volumes de données en temps réel, d’ap-
prendre des comportements historiques, et de générer des alertes précoces. C’est préci-
sément dans ce contexte que s’inscrit l'intégration de l'intelligence artificielle, qui sera
développée dans le chapitre suivant.

3.8 Conclusion

Dans ce chapitre, nous avons présenté les bases techniques nécessaires a la compréhension
des problématiques liées aux fluides de forage. Nous avons défini leur role fondamental
dans les opérations pétrolieres, identifié les propriétés physico-chimiques clés a surveiller,
et classifié les principales anomalies rencontrées sur le terrain.

Nous avons également passé en revue les méthodes traditionnelles de détection utilisées
dans l'industrie, en mettant en évidence leurs limites en termes de réactivité, d’automati-
sation, et de capacité d’analyse prédictive. Ces constats renforcent la nécessité d’adopter
des approches plus robustes et intelligentes pour améliorer le controle qualité en temps
réel.

Le prochain chapitre sera donc consacré aux techniques d’intelligence artificielle, en par-
ticulier au Machine Learning, qui offrent des solutions innovantes pour la détection auto-
matique et anticipée des anomalies dans les fluides de forage.
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Chapitre 4

Intelligence Artificielle pour la
détection d’anomalies

4.1 Introduction

Ce chapitre explore les apports de l'intelligence artificielle, en particulier du Machine
Learning, dans la détection des anomalies au sein des systemes industriels. Appliquée aux
fluides de forage, I'IA permet de dépasser les limites des méthodes traditionnelles en ex-
ploitant les données collectées en temps réel pour identifier des comportements anormaux.

Nous présenterons les notions clés du Machine Learning et du Deep Learning, les types
d’apprentissage, les algorithmes les plus pertinents pour la détection d’anomalies, ainsi
que les principaux criteres d’évaluation. Cette base théorique permettra de motiver les
choix méthodologiques adoptés dans le cadre de notre solution.

4.2 Principes du Machine Learning appliqué a la dé-
tection d’anomalies

Le Machine Learning (ML), ou apprentissage automatique, est une branche de Iintelli-
gence artificielle qui permet a un systeme d’apprendre des modeles a partir de données
[11]. sans étre explicitement programmé pour chaque tache. Dans le domaine industriel,
le ML est particulierement utile pour détecter automatiquement des anomalies dans de
grands volumes de données hétérogenes, comme ceux issus de capteurs ou d’analyses de
laboratoire.

La détection d’anomalies consiste a identifier des comportements, valeurs ou événements
qui s’écartent de maniere significative du fonctionnement habituel d'un systeme. Contrai-
rement a la classification classique, ol chaque donnée est associée a une étiquette connue,
la détection d’anomalies implique souvent une situation déséquilibrée ou les données nor-
males sont nombreuses, et les anomalies rares, variables ou inconnues.

Le ML permet de traiter ce type de probléme en apprenant les motifs récurrents associés au
comportement "normal", et en identifiant toute observation qui s’en éloigne. Les approches
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peuvent étre :

- Supervisées : les données d’entrainement incluent des exemples d’anomalies déja
identifiées. Cela nécessite une phase de labellisation préalable, parfois difficile &
obtenir dans les environnements industriels.

- Non supervisées : le modele apprend la structure des données normales et détecte
toute observation atypique comme potentiellement anormale. Ces méthodes sont
adaptées lorsque les anomalies ne sont pas bien documentées.

- Semi-supervisées : seul un ensemble représentatif de données normales est utilisé
pour 'entrainement. Le systeme considere toute déviation comme suspecte. Cette
approche est tres pertinente pour les systémes ou les anomalies sont rares ou évolu-
tives.

Dans le contexte de la qualité des fluides de forage, le ML permet d’analyser en continu
les parametres physiques et chimiques mesurés sur le terrain, et de déclencher des alertes
en cas de dérive non conforme aux modeles appris. Cela renforce la réactivité, réduit la dé-
pendance a l'intervention humaine, et améliore la robustesse du processus de surveillance.

8 L
F ,,{@{g Non supervisées J
1 \\ r&& ! T
Labellisation préalable -1 = r - Structure des données normales
] . . ]
Difficulté en industrie - -' diit:r(;]tel:ljir;s '~ Observations atypiques

_ Données normales
représentatives

P ]

~- Déviations suspectes

FIGURE 4.1 — Typologie des approches d’apprentissage pour la détection d’anomalies
dans un contexte industriel.

4.3 Techniques utilisées pour la détection d’anoma-
lies

Plusieurs algorithmes de Machine Learning sont utilisés pour détecter automatiquement
des anomalies dans des systemes industriels complexes. Le choix de la technique dépend
notamment de la nature des données, de la disponibilité de labels (données annotées), de
la fréquence des anomalies, et du besoin de transparence ou de vitesse d’exécution.

Voici les principales méthodes utilisées dans les contextes industriels, dont celui du forage
pétrolier :
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4.3.1 Random Forest

La Random Forest est un algorithme d’apprentissage supervisé basé sur des arbres de
décision. Il fonctionne en construisant un ensemble d’arbres indépendants, chacun en-
trainé sur un sous-échantillon aléatoire des données. L’agrégation des résultats permet
une classification robuste.

Pour la détection d’anomalies, il est utilisé lorsque les anomalies sont labellisées. 11 offre
une bonne précision, gere bien les données bruitées et permet une certaine interprétabilité
via l'analyse des variables importantes.

4.3.2 Isolation Forest

L’Isolation Forest est une méthode non supervisée spécifiquement congue pour la détection
d’anomalies. Elle fonctionne en isolant les observations en construisant des arbres de
partition [12]. Les points anormaux sont plus rapidement isolés que les points normaux,
ce qui permet de les identifier efficacement.

Cette technique est particulierement adaptée aux grands ensembles de données avec peu
d’anomalies connues, comme c’est souvent le cas dans le forage.

4.3.3 Autoencoders

Les autoencodeurs sont des réseaux de neurones utilisés pour I'apprentissage non super-
visé. Ils apprennent a reproduire les données en sortie aprés un passage par une couche
de compression (bottleneck) [14]. Lorsqu’un échantillon anormal est introduit, l'erreur de
reconstruction est généralement élevée, ce qui permet de le détecter.

Les autoencodeurs sont adaptés aux anomalies complexes et non linéaires, mais nécessitent
un volume important de données pour bien fonctionner.

4.3.4 Meéthodes statistiques (Z-score, IQR, etc.)

Ces approches reposent sur I’hypothese que les données normales suivent une certaine
distribution (souvent gaussienne). Les points situés en dehors de seuils statistiques (ex.
au-dela de 3 écarts-types) sont considérés comme anomalies.

Elles sont simples a mettre en ceuvre et rapides, mais peu robustes dans des environne-
ments ou les données sont multi-dimensionnelles ou non distribuées normalement.

4.3.5 Réseaux de neurones récurrents (LSTM)

Les LSTM (Long Short-Term Memory) sont une variante des réseaux de neurones ré-
currents adaptés aux séries temporelles [13]. IlIs permettent de modéliser les dépendances
temporelles dans les données et sont efficaces pour anticiper des dérives progressives.
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Ils sont particulierement utiles pour analyser les variations continues dans les mesures des
fluides de forage, en détectant les tendances inhabituelles sur plusieurs heures ou jours.

4.3.6 Evaluation des modéles et optimisation

Afin d’évaluer correctement les performances d’'un modele d’apprentissage automatique,
plusieurs techniques sont utilisées pour garantir sa robustesse et sa capacité de géné-
ralisation. Parmi elles, la validation croisée, I'optimisation des hyperparametres, et les
métriques d’évaluation sont essentielles.

Validation croisée La validation croisée (cross-validation) consiste a diviser le jeu

de données en k sous-ensembles. A chaque itération, I'un des sous-ensembles est utilisé
)

pour le test, les autres pour 'entrainement. Le score final est obtenu par moyenne des

performances sur I’ensemble des itérations. Cette méthode permet d’évaluer la capacité

du modele a généraliser et de détecter d’éventuels surapprentissages.

Optimisation des hyperparameétres Les modéles comme Random Forest nécessitent
I'ajustement d’hyperparametres (ex : n_estimators, max depth, min samples split). La
recherche de la meilleure configuration peut étre réalisée via la méthode de grille (GridSearchCV),
qui teste plusieurs combinaisons d’hyperparameétres avec validation croisée a chaque essai.

Métriques d’évaluation Les performances du modeéle sont mesurées a 1’aide de plu-
sieurs indicateurs :

Précision : proportion des prédictions positives correctes.

Rappel (Recall) : proportion d’anomalies correctement détectées.

- Fl-score : moyenne harmonique entre précision et rappel.

Matrice de confusion : tableau des vrais/faux positifs et négatifs.
Courbe ROC : visualisation du compromis entre sensibilité et spécificité.

Ces outils permettent de comparer plusieurs modeles et de choisir celui le plus adapté a
la tache cible.

4.4 Analyse comparative des approches existantes

Le choix d’une méthode de détection d’anomalies dépend fortement des contraintes du
contexte industriel, du type de données disponibles, des exigences de précision et de temps
réel, ainsi que de la facilité de déploiement. Dans le domaine du forage, les données sont
souvent bruitées, multidimensionnelles, et collectées en continu, ce qui exige des modeles
robustes, adaptatifs et capables d’apprendre a partir de données partiellement étiquetées.

Voici une analyse comparative des principales approches abordées :

- Méthodes statistiques : Elles sont rapides, faciles a mettre en ceuvre, et ne néces-
sitent pas d’apprentissage. Cependant, elles manquent de flexibilité et ne capturent
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pas les relations complexes entre variables. Elles peuvent étre utiles comme premiere
couche de filtrage.

- Isolation Forest : Méthode légere et efficace, particulierement adaptée aux cas non
supervisés. Elle est performante méme sur de grands volumes de données, mais elle
peut étre sensible a 1’échelle des variables et nécessite un prétraitement soigné.

- Random Forest : Tres précise lorsque des données labellisées sont disponibles. Elle
permet aussi une interprétabilité partielle via les scores d’importance des variables.
Cependant, elle est moins adaptée en cas d’absence d’anomalies connues.

- Autoencodeurs : Tres puissants pour détecter des anomalies subtiles dans des
données complexes et non linéaires. Ils nécessitent toutefois un grand volume de
données d’apprentissage et sont peu interprétables pour les non-experts.

- LSTM : Idéal pour les séries temporelles comme les données issues de capteurs en
continu. Leur capacité a mémoriser des séquences longues permet de détecter des
dérives progressives, mais leur entrainement est plus cotiteux en temps et ressources.

Méthode Supervision | Explicabilité | Adaptée au temps réel
Random Forest Oui Moyenne Oui

Isolation Forest Non Moyenne Oui
Autoencoder Non Faible Partiellement
Méthodes statistiques Non Elevée Oui

LSTM Oui/Non Faible Oui

TABLE 4.1 — Comparaison des techniques de détection d’anomalies

En résumé, il n’existe pas une seule méthode universelle. Une approche hybride combinant
plusieurs techniques (ex. détection initiale par Isolation Forest + validation par Random
Forest) peut s’avérer plus efficace.Ce constat est confirmé dans plusieurs études récentes
sur les méthodes combinées [15]. Le choix final dépendra des caractéristiques des données
disponibles au sein de '’ADFC, des contraintes de déploiement en environnement réel, et
des besoins en explicabilité pour les opérateurs.

4.5 Conclusion

Ce chapitre a présenté les principales techniques d’intelligence artificielle utilisées pour
détecter des anomalies dans des environnements industriels. Les approches étudiées, telles
que Random Forest, Isolation Forest, Autoencoders, méthodes statistiques et LSTM,
offrent des performances variables selon les données disponibles et les contraintes du ter-
rain.

L’analyse comparative a montré qu’il n’existe pas de solution unique : le choix du modele
dépend du besoin de précision, de rapidité, et surtout d’interprétabilité. Ces éléments
théoriques préparent le terrain a la mise en ceuvre concrete de la solution de détection,
qui sera développée dans le chapitre suivant.
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Chapitre 5

Travaux existants et approches
comparatives

5.1 Introduction

Dans le contexte des opérations de forage pétrolier, la qualité des fluides joue un role
déterminant dans la stabilité du puits, la sécurité des équipements, et I'efficacité globale
des interventions. L’identification rapide et précise d’anomalies dans la composition ou
le comportement de ces fluides constitue donc un enjeu critique pour les industriels du
secteur.

Ce chapitre a pour objectif d’examiner les principaux travaux de recherche et initiatives
industrielles relatifs a la détection d’anomalies dans les fluides de forage. Il vise a situer
notre démarche dans un panorama plus large, en analysant d’une part les approches
traditionnelles basées sur le controle qualité standardisé, et d’autre part les apports récents
de l'intelligence artificielle et du machine learning dans ce domaine.

L’étude s’attarde notamment sur les publications scientifiques, les applications concretes
en environnement industriel, ainsi que sur les performances et les limites des méthodes
existantes. Une comparaison structurée des approches permettra d’identifier les lacunes
persistantes et de motiver le choix de notre propre solution technique présentée dans les
chapitres suivants.

5.2 Travaux sur la qualité des fluides de forage

De nombreux travaux académiques et industriels ont été consacrés a la compréhension,
la caractérisation et 1’amélioration des fluides de forage. Ces recherches se sont princi-
palement focalisées sur le suivi des propriétés physico-chimiques essentielles comme la
densité, la viscosité, la rhéologie et la composition chimique, dans le but de prévention
des incidents tels que la perte de fluide, la contamination ou la mauvaise stabilisation du
puits.

Les méthodes traditionnelles reposent souvent sur 1'utilisation de capteurs sur site et sur
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des analyses en laboratoire, combinées a des regles empiriques basées sur I'expérience des
opérateurs. Par exemple, Zhou et al. [10] ont proposé un apercu des techniques de "mud
logging" qui permettent de collecter des données critiques sur les fluides pendant le forage.

Collecte de Flux
Données des Analyse en Production de d'Information
Capteurs Laboratoire Rapports Linéaire

5 2

O O O N

O O A rd
FIGURE 5.1 — Architecture typique du systeme de controle classique des fluides de forage
[10]

Cependant, ces approches présentent plusieurs limitations :

- forte dépendance a l'expertise humaine,

- délais dans la collecte et I’analyse des données,

- difficulté a détecter des dérives progressives ou non-linéaires,
- absence d’automatisation et de traitement prédictif.

Ces limites ont été discutées dans plusieurs revues de la littérature, notamment Khosravi
et al. [4], qui soulignent le besoin d’intégrer des solutions d’analyse en temps réel plus
intelligentes.

5.3 Travaux sur l’intelligence artificielle appliquée a
la détection d’anomalies

La détection d’anomalies par intelligence artificielle (IA) a fait I'objet de nombreuses re-
cherches ces dernieres années, notamment dans des secteurs a forte variabilité comme
I'industrie pétroliere, la maintenance prédictive ou les systemes de surveillance en temps
réel. Ces approches exploitent la capacité des algorithmes de Machine Learning a ap-
prendre les comportements normaux d’un systéme et a identifier automatiquement les
observations qui s’en écartent.

Plusieurs travaux ont porté sur des algorithmes comme Random Forest, Isolation Fo-
rest, Autoencodeurs ou LSTM. Chandola et al. [11] ont proposé une revue de référence
sur la détection d’anomalies par apprentissage, tandis que Liu et al. [12] ont introduit
I’algorithme Isolation Forest spécifiquement congu pour ce type de tache.

Dans le domaine de la surveillance de processus industriels, Malhotra et al. [13] ont démon-
tré efficacité des réseaux LSTM pour la détection de dérives dans des séries temporelles.
D’autres travaux, comme ceux de Ahmad et al. [15], ont comparé lefficacité des approches
non supervisées pour l'identification de points atypiques dans des données bruitées.

Ces contributions montrent que I'TA permet non seulement de détecter plus précisément
les anomalies, mais aussi de s’adapter dynamiquement a I’évolution du comportement
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normal, ce qui est essentiel dans le contexte des fluides de forage, ou les conditions varient
en fonction de la profondeur, de la géologie et des ajustements opérationnels.

5.4 Comparaison des approches existantes

Pour synthétiser les différentes contributions présentées, nous proposons une comparaison
des approches classiques et intelligentes de détection d’anomalies, en mettant en regard
leurs domaines d’application, leurs forces et leurs limites.

Référence Méthode Domaine | Type Forces Limites

Zhou et al. | Regles empi- | Forage Classique | Simples, connues | Peu adaptatives
(2017) riques

Khosravi et | Capteurs + | Forage Classique | Temps réel Faible précision
al. (2021) seuils

Chandola et | Revue ML Multi- IA Couverture large | Pas  de

al. (2009) domaines concret

Liu et al. | Isolation Fo- | Industrie IA  non | Léger, rapide Interprétabilité
(2008) rest sup. moyenne
Malhotra et | LSTM Temps réel | TA sup. Modele temporel | Données lourdes
al. (2015)

TABLE 5.1 — Comparaison des approches de détection d’anomalies appliquées aux fluides
de forage

Cette comparaison montre que les approches traditionnelles, bien qu’encore largement
utilisées, manquent de souplesse et de capacité prédictive. Les techniques d’intelligence
artificielle offrent des perspectives plus avancées, en particulier pour le traitement dy-
namique des données et 'automatisation de la détection. Toutefois, leur mise en oeuvre
suppose des préalables importants : qualité des données, capacité de calcul, expertise
technique, et explicabilité des résultats.

5.5 Conclusion

L’état de 'art présenté dans ce chapitre met en évidence I'évolution des méthodes de
controle qualité des fluides de forage, allant des approches empiriques aux modeles d’in-
telligence artificielle de plus en plus sophistiqués. Les solutions traditionnelles, bien que
simples et largement utilisées, ne permettent pas une surveillance proactive ni une anti-
cipation efficace des anomalies.

Les travaux récents montrent que l'application des algorithmes de machine learning, en
particulier ceux basés sur les séries temporelles et le deep learning, constitue une alterna-
tive prometteuse. Ils permettent une détection plus précise, adaptative, et automatisée,
méme dans des contextes opérationnels complexes.
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Cependant, ces approches requierent une infrastructure de données robuste, une grande
qualité des jeux d’entrainement, et des mécanismes d’interprétabilité adaptés aux enjeux
industriels. Ces constats renforcent la pertinence de notre projet, qui vise a développer
une solution hybride combinant précision algorithmique et faisabilité opérationnelle dans
un contexte réel.
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Conception et Réalisation de la solution

Chapitre 6

Conception de la solution

6.1 Introduction

Dans ce projet, I'objectif principal est de développer une solution de détection d’anomalies
dans les fluides de forage, en exploitant les avancées de l'intelligence artificielle (IA) pour
améliorer 'efficacité des processus de surveillance et de prise de décision. Le but est de
concevoir un systeme automatisé, capable de détecter en temps réel les anomalies dans
les propriétés des fluides, afin de permettre une intervention rapide et réduire les risques
associés a des erreurs humaines ou des délais dans la détection des anomalies.Le role
central de ces fluides dans le processus de forage est illustré a la Figure 6.1, qui montre
le circuit complet de circulation de la boue, de I'injection jusqu’a la récupération.

traveling block
swivel mud hose
/ standpipe
kelly PIEE
N\ N mud pump

vibrating screen

FIGURE 6.1 — Illustration du processus de forage.
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6.2 Rappel sur le besoin

6.2.1 Problématique industrielle chez ADFC

L’ADFC (Algerian Drilling Fluids Services Company) est responsable de la gestion des
fluides de forage utilisés dans les opérations de forage. Ces fluides sont essentiels a la
sécurité et a 'efficacité des forages, car ils régulent la pression dans les puits, refroidissent
les équipements et éliminent les débris de forage. La qualité des fluides doit donc étre
surveillée de maniere continue pour éviter tout incident.

6.2.2 Besoin d’automatisation et de fiabilité dans la détection

La solution actuelle manque de mécanismes d’automatisation pour la détection rapide
des anomalies. Il devient donc crucial de concevoir un systeme capable de surveiller en
temps réel les propriétés des fluides et de détecter automatiquement les anomalies.
Un tel systeme permettra de réduire les cotits associés aux erreurs humaines, d’augmenter
la réactivité en cas de détection d’anomalies, et de minimiser les risques liés aux fluides
de mauvaise qualité.

Colts et risques : Détection précoce vs détection tardive

70000 F Détection en temps réel
mmm Détection tardive

60000

50000

40000

Colts en USD

30000

20000

10000

Co(ts de réparation Pertes de production Impacts sur la sécRérées financieres supplémentaires
Catégories de codts et risques

FI1GURE 6.2 — Comparaison des cofits et risques entre la détection précoce et tardive des
anomalies dans les fluides de forage. [5]

6.3 Méthodologie de la solution proposée

La solution proposée repose sur un modele d’intelligence artificielle, basé sur ’algo-
rithme Random Forest, particulierement adapté a des jeux de données complexes et dés-
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équilibrés. Ce modele est entrainé a partir des données historiques des fluides de forage,
étiquetées comme “normales” ou “anomalies”. Une fois entrainé, il est capable d’analyser
de nouvelles données en temps réel et de détecter automatiquement des comportements
anormaux susceptibles de générer des incidents sur le terrain.

La mise en ceuvre de cette solution suit une approche structurée, basée sur la métho-
dologie CRISP-DM (Cross Industry Standard Process for Data Mining), composée de
six étapes principales allant de la compréhension métier jusqu’au déploiement. Dans le
cadre de ce projet, cette méthode a été adaptée et consolidée en cinq grandes phases
opérationnelles, représentées a la Figure 6.3.

- Collecte des données : les données sont rassemblées a partir de fichiers fournis
par 'entreprise ADFC ou récupérées en temps réel depuis les capteurs installés sur
le site de forage.

- Prétraitement : cette étape inclut le nettoyage des données, la normalisation, la
suppression des valeurs aberrantes, la transformation de variables et 1’équilibrage
des classes a 'aide de la technique SMOTE.

- Modélisation TA : I'algorithme Random Forest est entrainé pour classifier les
enregistrements en deux classes (normal / anomalie) en exploitant les relations non
linéaires entre les parametres physico-chimiques des fluides.

- Génération de rapports : chaque détection d’anomalie est automatiquement do-
cumentée via un rapport PDF détaillant les parametres a 1’origine de 1’alerte.

- Visualisation des résultats : I'ensemble de la solution est intégré dans une ap-
plication Streamlit, ou les utilisateurs peuvent charger des fichiers, déclencher les
prédictions, et consulter les résultats de maniere claire et interactive. Une alerte
automatique s’affiche a ’écran dés qu'une anomalie est détectée, accompagnée d’'un
résumé explicatif des parametres a l'origine de 'alerte.
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Présenter les résultats de maniére
claire et compréhensible

Créer des rapports détaillés sur les
anomalies détectées

Appliquer des algorithmes d'lA
pour détecter les anomalies

3 |] Modélisation IA

Nettoyer et préparer les données
pour l'analyse

2 |] Prétraitement
1 Collecte des données
Rassembler des données

pertinentes a partir de diverses
sources

FIGURE 6.3 — Etapes de la méthodologie de détection d’anomalies appliquée aux fluides
de forage.

6.4 L’idée d’application envisagée

L’application interactive a été développée a l'aide de Streamlit, un framework Python
permettant de concevoir des interfaces web dynamiques et accessibles, adaptées aux pro-
jets de machine learning.

Cette application vise a fournir un outil pratique et intuitif pour les ingénieurs de terrain.
Elle offre les fonctionnalités suivantes :

- Téléversement de fichiers : possibilité de charger des fichiers de données (CSV
ou Excel) contenant les propriétés physico-chimiques des fluides de forage ;

- Prédiction automatique : exécution du modele d’IA en temps réel pour détecter
d’éventuelles anomalies ;

- Affichage des résultats : présentation des prédictions sous forme de tableaux,
graphiques interactifs et résumés explicatifs des anomalies identifiées ;

- Génération de rapports : création de rapports PDF automatisés, listant les ano-
malies détectées et les parametres impliqués ;

- Systéme d’alerte visuelle : une alerte s’affiche automatiquement a I’écran lorsque
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des anomalies sont détectées, afin de signaler immédiatement aux utilisateurs la
présence de comportements anormaux dans les fluides analysés.

Cette interface renforce la réactivité des équipes techniques, tout en facilitant la tracabilité
et I'interprétation des résultats.

6.5 Conclusion

Cette solution offre une réponse complete aux besoins de détection d’anomalies dans les
fluides de forage chez ADFC. Elle integre un modele d’intelligence artificielle avancé avec
une interface utilisateur interactive pour automatiser le processus de surveillance et fournir
des rapports détaillés. La prochaine étape consiste a mettre en ceuvre cette solution dans
un environnement de production réel, avec une intégration dans les systémes existants

chez ADFC.
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Chapitre 7

Réalisation de la solution

7.1 Introduction

Ce chapitre décrit I’ensemble du processus de réalisation de la solution de détection d’ano-
malies, depuis la constitution du jeu de données jusqu’au développement de I'application
interactive. Il s’articule en trois parties principales : la préparation des données, la mo-
délisation et 1’évaluation du modele d’intelligence artificielle, et enfin I'implémentation
technique de 'application.

L’objectif est de montrer comment les choix méthodologiques précédemment présentés
ont été concretement mis en ceuvre, en mettant I’accent sur la rigueur du traitement des
données, la performance du modele Random Forest, ainsi que sur I'aspect fonctionnel et
ergonomique de l'interface destinée aux utilisateurs finaux.

7.2 Construction et préparation du dataset

L’objectif principal de cette section est de décrire en détail comment les données ont été
extraites, nettoyées, normalisées, et préparées pour ’entrainement du modele de machine
learning. Chaque étape est cruciale pour garantir que les données sont de qualité suffisante
pour permettre au modele de détecter les anomalies dans les fluides de forage de maniere
fiable et précise.

7.2.1 Collecte des données (rapports, capteurs...)

Les données utilisées pour entrainer le modele proviennent de plusieurs sources, princi-
palement des fichiers Excel fournis par ADFC. Ces fichiers contiennent des mesures
réelles sur les propriétés des fluides de forage, telles que la densité, la viscosité, le pH, et
d’autres caractéristiques mesurées en temps réel par des capteurs.

Les fichiers contient plusieurs feuilles. Certaines feuilles sont pertinentes pour ’analyse,
tandis que d’autres ne contiennent pas de données utilisables. Une étape d’extraction a
donc été réalisée pour ne garder que les feuilles contenant des informations utiles. Cette
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extraction a permis de centraliser les données pertinentes, facilitant ainsi leur utilisation
pour la détection des anomalies.

Jfx | Hamilton Beach Mixer

B © D E F G H J K L M N

DRILLING FLUID FORMULATIONS AND TEST RESULTS

Lab Job Reference : 12/22

Fluid System : WBM
Fluid/Sample Description : WBM #1.1. KCl - Bentonite Spud Mud for Riserless Phases
Date : 14-May-2022
Issued by : M.ZOUAOUI/Y.ANCER
Mixing work instructions: Refer to OM-LAB-002 Chapter Il
Sample composition for 350 ml Data Target
Products used Density SG Units 1.05sg 1.10sg 1.20sg 1.25sg 1.40sg Min Max Design

Water m3/m3 0,96 0,95 092 0,90 0,85

Soda Ash Kg/m3 071 071 071 071 071

Caustic Soda Kg/m3 071 071 071 071 071

Bentonite Kg/m3 45,60 45,60 45,60 45,60 45,60

Kal Kg/m3 50,66 49,83 48,17 47,31

Duo-Vis Kg/m3 2,50 2,50 2,10 2,10 2,10

kS
3
N
Hamilton Beach Mixer

Tannathin Kg/m3 0,00 0,00 0,00 028 1,42

Barite Kg/m3 0,00 56,31 190,40 257,17 457,26

Carbosane 1516 Kg/m3 0,34 0,34 0,34 0,34 0,34

91| Testing work insti Mud weight / PH / Funn¢Refer to MI Manual Chapter Ill

pret

Data Target

EERPEEN et ) [ sheet 1) [ et 1) ] sheet 1) ] et 15 ] sheet1 ) | ‘ ;

B M ———+ o

F1GURE 7.1 — Exemple de fiche de formulation et résultats de tests physiques d’un fluide
de forage

7.2.2 Extraction des données

Une fois les fichiers collectés, I'extraction des données pertinentes a été effectuée a ’aide
d’un script Python. Ce script permet de lire les différents fichiers Excel, d’extraire les
informations nécessaires et de les organiser sous un format structuré. L’objectif principal
était de préparer un fichier CSV final qui contiendrait toutes les informations requises pour
I’entrainement du modele.

Le script a procédé comme suit :

Identification des feuilles pertinentes : Les feuilles du fichier Excel ont été
parcourues pour identifier celles qui contiennent des données utiles, tout en excluant
celles qui ne sont pas pertinentes pour ’analyse.

Extraction des métadonnées : Pour chaque feuille, les informations importantes
telles que la date, le type de fluide, les instructions de mélange, et la référence de
travail ont été extraites et structurées dans un dictionnaire.

Extraction des mesures de fluides : Les mesures des fluides (comme la densité,
la viscosité, etc.) ont été extraites a partir des lignes et colonnes correspondantes
dans les fichiers Excel.

Création d’un tableau final : Les données extraites ont été combinées pour créer
un tableau avec toutes les informations nécessaires, y compris les identifiants uniques
pour chaque échantillon de fluide.

Cela a permis de générer un fichier CSV final contenant des informations completes et
prétes pour 'analyse et 'entrainement du modele de machine learning.

93



H S i

Fichier ~ Accueil Insertion Dessin  Miseenpage Formules NSNS Revision  Affichage Aide  Q  Rechercher des outils adaptés

& [bA partir dun fichier texte/CSV [& Sources récentes [ Requétes et connexions o~ B B= H 5 Grouper ~
N e ! e B | oo
[3 A partir du web [E% Connexions existantes. K BE f &E Dissocier
Obtenir des _= ) Actualiser 7| Tier  Fitrer Convertir _ Analyse  Feuillede |
données ~ |1 A partir de Tableau ou d'une Plage P~ T Avancé = v (@ | scénarios v prévision | B Sous-total
Récupérer et transformer des données Requétes et connexions Trier et filtrer Outils de données Prévision Plan &

610 - f

A B c D E F G H | J K L M N o P Q
1 |samplelD  Sample Type Date Fluid System Brine Type  With Inhibitor Formulation L Description  Mixing Instruc Job Ref Source cacl2 Density NaCl Products used Turbidity  Water
2 NaClBr_01 1st sample 01/02/2022 Brine Nacl No NaCl Brine Brine Refer to OM-| févr-22 MI-02-22.xlsx - 1.08 42.73 1stsample 74.7 335.6
3 |NaClBr_02 2ndsample  01/02/2022 Brine Nacl No NaClBrine  Brine Refer to OM-| févr-22 MI-02-22.x1sx 37.1 1.08 - 2stsample  34.7 341.25
4
5
6
7
8
9
10
11

FIGURE 7.2 — Exemple d’extraction des données depuis un fichier Excel.

Le fichier CSV généré contient les caractéristiques des fluides, telles que la densité, la
viscosité, le pH, et d’autres parametres essentiels, ainsi que des informations contextuelles
sur chaque échantillon.

H 9 - final ALL_PIVOTEE.csv - Excel
Fichier ~ Accueil Insertion Dessin  Miseenpage Formules [PBUNCCOM Révision  Affichage Aide Q) Rechercher des outils adaptés
F [ A partir dun fichier texte/CSV [ Sources récentes ’”EA [ Requétes et connexions 8 m Y E’% E Be F ,? 2 Grouper v
B2 03 partircu web s Comextons existantes | 1< - == g ? B g Disocier +

Obtenir des = ) Actualiser z| Trer Fitrer i Convertir __ Analyse Feuillede |
données~ [ A partir de Tableau ou d'une Plage B Y Avance = scénarios v prévision | BE Sous-total

Récupérer et transformer des données Requétes et connexions Trer et fitrer Outils de données prévision Plan 5 ~
A1 - ke Sample ID v

A 8 c D E F G | H 1 L kK | v M N o P Q R [~
1 [sample 1D Jsample Type Date Fluid System  Brine Type  With Inhibitor Formulation L Description  Mixing Instruc Job Ref Source Ca++ cacl2 - Density Kcl NaCl Products us¢
2 |caCi2B_01 [istsample  08/01/2022 OBM Ccacl2 No CaCl2Brine  OBM Refer to OM-1041/2021  MI-01-22.xlsx 26400.0 26.0 52000.0 1.06 Sample 1
3 |CaCi2B_01 [1stsample  08/01/2022 OBM cacl2 No CaCl2 Brine  0BM Refer to OM-1041/2021  MI-01-22.xlsx 26400.0 26.0 52000.0 1.06 sample 1
4 [CaCI2B_01 |[istsample  08/01/2022 OBM cacl2 Yes CaCl2 Brine w OBM Refer to OM-1041/2021  MI-01-22.xlsx 26400.0 26.0 52000.0 1.06 Sample 1
5 |CaCi2B_01 [istsample  08/01/2022 OBM Ccacl2 Yes CaCl2 Brine w OBM Referto OM-1041/2021  MI-01-22.xIsx 26400.0  26.0 52000.0 1.06 sample 1
6 |CaCl2B_02 |2ndsample  08/01/2022 OBM cacl2 No CaCl2 Brine  OBM Refer to OM-1041/2021  MI-01-22.xlsx 48400.0 49.0 84000.0 11 Sample 2
7 |caCi2B_02 |[2ndsample  08/01/2022 OBM cacl2 No CaCl2 Brine  OBM Referto OM-1041/2021  MI-01-22.xIsx 48400.0  49.0 84000.0 11 Sample 2
8 |CaCl2B_02 |2ndsample  08/01/2022 OBM cacl2 Yes CaCl2 Brine w OBM Referto OM-1041/2021  MI-01-22.x1sx 48400.0  49.0 84000.0 1.1 Sample 2
9 |CaCi2B_02 |2ndsample  08/01/2022 OBM cacl2 Yes CaCl2 Brine w OBM Refer to OM-1041/2021  MI-01-22.xlsx 48400.0 49.0 84000.0 11 Sample 2
10 [CaCi2B_03 (3rdsample  08/01/2022 OBM cacl2 No CaCl2Brine  0BM Referto OM-1041/2021  MI-01-22.xIsx 100000.0  101.3 1760000 1.2 Sample 3
11(CaCi2B 03 (3rdsample  08/01/2022 OBM cacl2 No CaCl2Brine  OBM Refer to OM-1041/2021  MI-01-22.xIsx 100000.0  101.3 1760000 1.2 sample 3
12 [CaCi2B_03 (3rdsample  08/01/2022 OBM cacl2 Yes CaCl2 Brine w OBM Referto OM-1041/2021  MI-01-22.xIsx 100000.0  101.3 1760000 1.2 Sample 3
13 [CaCi2B_03 (3rdsample  08/01/2022 OBM Ccacl2 Yes CaCl2 Brine w OBM Referto OM-1041/2021  MI-01-22.xIsx 100000.0  101.3 1760000 1.2 Sample 3
14 [KCIBri_01  [1stsample  08/01/2022 OBM Kcl No KClBrine  OBM Refer to OM-1041/2021  MI-01-22.xlsx 3200.0 48000.0 1.06 33.4 1stsample
15 [KCIBri_01  [1stsample  08/01/2022 OBM Kel No KClBrine  OBM Refer to OM-1041/2021  MI-01-22.xlsx 3200.0 48000.0 1.06 334 1stsample
16 [KCIBri_01  [1stsample  08/01/2022 OBM Kcl Yes KCl Brine with OBM Referto OM-1041/2021  MI-01-22.xlsx 3200.0 48000.0 1.06 334 1stsample
17 |KCIBri_01  |1stsample  08/01/2022 OBM Kl Yes KCl Brine with OBM Refer to OM-1041/2021  MI-01-22.xlsx 3200.0 48000.0 1.06 33.4 1stsample
18 [KCIBri_02  [2ndsample  08/01/2022 OBM Kcl No KClBrine  OBM Refer to OM-1041/2021  MI-01-22.xlsx 3200.0 83000.0 111 62.7 2stsample
19 [KCIBri_02  [2nd sample ~ 08/01/2022 OBM Kl No KClBrine  OBM Refer to OM-1041/2021  MI-01-22.xlsx 3200.0 83000.0 111 62.7 2 st sample
20 |KCIBri_02  |2nd sample  08/01/2022 OBM Kl Yes KCl Brine with OBM Refer to OM-1041/2021  MI-01-22.xsx 3200.0 83000.0 111 62.7 2 stsample
21|KCIBri_02  |2ndsample  08/01/2022 OBM Kcl Yes KCl Brine with OBM Referto OM-1041/2021  MI-01-22.xlsx 3200.0 83000.0 111 62.7 2 st sample
22 |KCIBri_03  [3rdsample  08/01/2022 OBM Kl No KClBrine  OBM Refer to OM-1041/2021  MI-01-22.xlsx 4000.0 1340000  1.168 104.0 3 stsample
23|KCIBri_03  [3rdsample  08/01/2022 OBM Kl No KClBrine  OBM Refer to OM-1041/2021  MI-01-22.xlsx 4000.0 1340000  1.168 104.0 3stsample
24 |KCIBri_03  [3rdsample  08/01/2022 OBM Kcl Yes KCl Brine with OBM Refer to OM-1041/2021  MI-01-22.xlsx 4000.0 1340000  1.168 104.0 3stsample
25|KCIBri_03  [3rdsample  08/01/2022 OBM Kcl Yes KCl Brine with OBM Refer to OM-1041/2021  MI-01-22.xlsx 4000.0 1340000  1.168 104.0 3 stsample
26 |NaCIBr_01 |1stsample  08/01/2022 OBM NaCl No NaCl Brine  OBM Refer to OM-1041/2021  MI-01-22.xlsx 2000.0 50000.0 1.06 281 1stsample
27 |NaClBr_01 |istsample  08/01/2022 OBM Nacl No NaCl Brine  OBM Referto OM-1041/2021  MI-01-22.xlsx 2000.0 50000.0 1.06 281 1stsample
28|NaClBr_01 |1stsample  08/01/2022 OBM NaCl Yes NaCl Brine wi OBM Refer to OM-1041/2021  MI-01-22.xlsx 2000.0 50000.0 1.06 28.1 1 st sample
29INaCiBr 01 listsamole  08/01/2022 OBM __ NaCl ___ Yes  NaClBrinewilOBM ___Referto OM-1041/2021  MI-01-22.xIsx 2000.0 0000.0 1.06 281 1stsamole [~
finalALL PIVOTEE | () L D

Prét (ko Accessibilté : non disponible Nb (monvides) 1155 ML @ T - — 8+ 100%

FIGURE 7.3 — Résultat de 'extraction des données issues des différents fichiers Excel

7.2.3 Nettoyage et normalisation

Une fois les données extraites, elles ont été nettoyées et normalisées afin de les rendre prétes
a I'analyse. Le nettoyage des données est une étape cruciale pour garantir leur qualité et
leur pertinence pour ’entrainement du modele. Voici les étapes clés du nettoyage et de la
normalisation :

- Suppression des colonnes inutiles : Les colonnes non pertinentes ont été élimi-
nées. Ces colonnes ne contenaient pas d’informations utiles pour la détection des
anomalies et étaient donc superflues. Par exemple, la colonne Formulation Label
a été supprimée, car elle ne contenait pas de données pertinentes pour le modeéle.
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- Remplissage des valeurs manquantes : Les valeurs manquantes dans les co-
lonnes numériques ont été remplacées par la moyenne des valeurs existantes dans la
colonne correspondante. Cela a permis de conserver la continuité des données sans
introduire de biais importants. Cette méthode a été appliquée a toutes les colonnes
numériques et a été réalisée en fonction du Fluid System pour prendre en compte
les spécificités de chaque type de fluide.

- Traitement des valeurs aberrantes : Les valeurs aberrantes (outliers), qui peuvent
fausser les résultats du modele, ont été identifiées et ajustées. Ces valeurs extrémes
ont été détectées et ajustées ou supprimées si elles étaient jugées incorrectes ou im-
possibles dans le contexte des fluides de forage. Cela a permis d’éliminer les données
anormales qui auraient pu perturber I'entrainement du modele.

Les étapes précises du nettoyage des données ont été réalisées en utilisant un script Python.
Voici les opérations importantes du code qui ont été exécutées pour chaque étape :

- Suppression des colonnes inutiles : La colonne Formulation Label a été sup-
primée du DataFrame car elle ne contenait pas de données utiles pour ’analyse des
anomalies dans les fluides de forage.

- Nettoyage de la colonne Description : Les descriptions des fluides ont été
extraites pour créer des tags indiquant le type de fluide (OBM, WBM, KCl, NaCl,
Polymer, etc.), ce qui permet d’étiqueter chaque échantillon de maniére plus précise.
Ce processus a été réalisé par une fonction extract tags, qui a été appliquée a la
colonne Description pour identifier les tags pertinents dans chaque description.

- Nettoyage de la colonne Job Ref : Un format spécifique a été extrait dans la
colonne Job Ref pour conserver uniquement l'identifiant pertinent (par exemple,
"MI-07-23"). Ce nettoyage a été réalisé a 'aide d’une fonction clean job ref qui a
utilisé des expressions régulieres pour extraire le format souhaité.

- Ajout de la colonne Année : La colonne Date a été utilisée pour extraire 'année
de chaque échantillon et créer une nouvelle colonne Année pour faciliter les analyses

temporelles. Une fonction extract year a été utilisée pour extraire ’année a partir
de la date.

- Remplissage des valeurs manquantes : Les valeurs manquantes dans les co-
lonnes numériques ont été remplies avec la moyenne des valeurs du Fluid System
correspondant. Pour les colonnes textuelles, les valeurs manquantes ont été rempla-
cées par la valeur "None".

Avant de procéder a 'analyse, un nettoyage complet des données a été réalisé a l'aide
d’un script Python. L’algorithme suivant résume les principales étapes de prétraitement
appliquées au fichier brut.
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Algorithm 1 Prétraitement des données brutes (fichier finalALL PIVOTEE. csv)

Require: Fichier brut au format CSV contenant les données forage
Ensure: Fichier nettoyé et enrichi, prét pour la modélisation
Charger le fichier CSV dans un DatakFrame df
if la colonne Formulation Label existe then
La supprimer
end if
Créer une nouvelle colonne Tags a partir de la colonne Description :
Détecter les mots-clés : OBM, SBM, WBM, KCI, NaCl, Polymer
Nettoyer la colonne Job Ref en extrayant les identifiants au format MI-XX-XX
Extraire 'année a partir de la colonne Date et 'ajouter comme colonne Année
Pour chaque colonne numérique :
Remplir les valeurs manquantes par la moyenne du groupe Fluid System
Remplir les valeurs restantes par 0 si nécessaire
Pour chaque colonne textuelle :
Remplacer les valeurs manquantes par "None"
Enregistrer le DataFrame nettoyé dans un nouveau fichier
finalALL PIVOTEE cleaned.csv

[ T
el S vl

= s finalALL_PIVOTEE_cleaned.csv - Excel
Fichier  Accueil Insertion Dessin  Miseenpage Formules [UNSSNZSM Revision Affichage Aide  Q Rechercher des outils adaptés
F [ A partir d'un fichier texte/CSV [ Sources récentes “;m [ Requétes et connexions 8] Y % B B D @ &8 Grouper ~
] [ A partir du web [E* Connexions existantes bt 4.z BE ? &H Dissocier v

Obtenir des . Actualiser Z‘L Trier Filtrer ) Convertir - Analyse Feuille de

Gonnges v 1] A partir de Tableau ou d'une Plage out~ A T Avance & v [@ | scenarios v prevision | BE Sous-total

Récupérer et transformer des données Requétes et connexions Trier et iltrer Outils de données prévision Plan &~
Al - b3 sample ID
c D E F G H 1 J K L M N o [ a R s T

1 |Date Fluid System Brine Type  With Inhibitoi Description Mixing Instru Job Ref Source Cat+t CaCl2 a- Density  KCl NaCl Products usecSafe Cor  Turbidity  Water
2 | 08/01/2022 OBM CacCl2 No OBM Refer to OM- 041/2021 MI-01-22 xIsx 26400.0 26.0 52000.0 1.06 66.7 None Sample 1 2.0 9.3 344.26
3 | 08/01/2022 OBM cacl2 No o8m Refer to OM- 041/2021  MI-01-22.x15x26400.0  26.0 520000  1.06 66.7 None Sample1 2.0 93 310.26
4 | 08/01/2022 OBM CaCl2 Yes 0OBM Refer to OM- 041/2021 MI-01-22.xIsx 26400.0 26.0 52000.0 1.06 66.7 None Sample 1 2.0 9.3 344.26
5 | 08/01/2022 OBM CacCl2 Yes OBM Refer to OM- 041/2021 MI-01-22 xIsx 26400.0 26.0 52000.0 1.06 66.7 None Sample 1 2.0 9.3 344.26
6 | 08/01/2022 OBM cacl2 No o8m Refer to OM- 041/2021  MI-01-22.xIsx48400.0  49.0 810000 1.1 66.7 None Sample2 2.0 106 338.5
7 | 08/01/2022 OBM CaCl2 No 0OBM Refer to OM- 041/2021 MI-01-22.xIsx48400.0 49.0 84000.0 11 66.7 None Sample 2 2.0 10.6 338.5
8 | 08/01/2022 OBM CacCl2 Yes OBM Refer to OM- 041/2021 MI-01-22 xIsx48400.0 48.0 84000.0 11 66.7 None Sample 2 2.0 10.6 338.5
9 | 08/01/2022 OBM cacl2 Yes o8m Refer to OM- 041/2021  MI-01-22.xIsx48400.0  49.0 810000 1.1 66.7 None Sample2 2.0 106 338.5
10 | 08/01/2022 OBM CaCl2 No 0OBM Refer to OM- 041/2021 MI-01-22.xIsx 100000.0 101.3 176000.0 1.2 66.7 None Sample 3 2.0 11.5 323.6
11| 08/01/2022 OBM CacCl2 No OBM Refer to OM- 041/2021 MI-01-22.xIsx 100000.0 101.3 176000.0 12 66.7 None Sample 3 2.0 115 323.6
12| 08/01/2022 OBM cacl2 Yes o8m Refer to OM- 041/2021  MI-01-22.x5x100000.0  101.3 1760000 1.2 66.7 None Sample3 2.0 115 323.6
13 | 08/01/2022 OBM CaCl2 Yes 0OBM Refer to OM- 041/2021 MI-01-22.xIsx 100000.0 101.3 176000.0 1.2 66.7 None Sample 3 2.0 11.5 323.6
14 | 08/01/2022 OBM Kcl No OBM Refer to OM- 041/2021 MI-01-22 xIsx3200.0 None 48000.0 1.06 334 None 1stsample 2.0 12.6 336.0
15| 08/01/2022 OBM kel No o8m Refer to OM- 041/2021  MI-01-22.x1sx3200.0 None 480000 106 334 None 1stsample 2.0 126 336.0
16 | 08/01/2022 OBM Ka Yes 0OBM Refer to OM- 041/2021 MI-01-22.xIsx3200.0 None 48000.0 1.06 33.4 None 1stsample 2.0 12.6 336.0
17 | 08/01/2022 OBM Kcl Yes OBM Refer to OM- 041/2021 MI-01-22 xIsx3200.0 None 48000.0 1.06 334 None 1stsample 2.0 12.6 336.0
18| 08/01/2022 OBM kel No o8m Refer to OM- 041/2021  MI-01-22.x1sx3200.0 None 830000 111 62.7 None 2stsample 2.0 142 3234
19| 08/01/2022 OBM Ka No 0OBM Refer to OM- 041/2021 MI-01-22.xIsx3200.0 None 83000.0 111 62.7 None 2 stsample 2.0 14.2 323.4
20 08/01/2022 OBM Kcl Yes OBM Refer to OM- 041/2021 MI-01-22 xIsx3200.0 None 83000.0 111 62.7 None 2 stsample 2.0 14.2 323.4
21| 08/01/2022 OBM kel Yes o8m Refer to OM- 041/2021  MI-01-22.x1sx3200.0 None 830000 111 62.7 None 2stsample 2.0 142 3234
22 | 08/01/2022 OBM Ka No 0OBM Refer to OM- 041/2021 MI-01-22.xIsx4000.0 None 134000.0 1.168 104.0 None 3 stsample 2.0 18.5 308.7
23 | 08/01/2022 OBM Kcl No OBM Refer to OM- 041/2021 MI-01-22 xIsx4000.0 None 134000.0 1.168 104.0 None 3stsample 2.0 18.5 308.7
24| 08/01/2022 OBM kel Yes o8m Refer to OM- 041/2021  MI-01-22.xIsx4000.0 None 1340000  1.168 104.0 None 3stsample 2.0 185 308.7
25 08/01/2022 OBM Ka Yes 0OBM Refer to OM- 041/2021 MI-01-22.xIsx4000.0 None 134000.0 1.168 104.0 None 3 stsample 2.0 18.5 308.7
26 08/01/2022 OBM NaCl No OBM Refer to OM- 041/2021 MI-01-22 xIsx 2000.0 None 50000.0 1.06 66.7 28.1 1stsample 2.0 39.2 341.6

FIGURE 7.4 — Extrait du fichier de données nettoyé utilisé pour I’entrainement du modele.

7.2.4 Centralisation et stockage

Apres le nettoyage et la normalisation des données, celles-ci ont été centralisées et stockées
sous forme de fichier CSV. Cette étape est cruciale pour garantir une gestion efficace
des données avant qu’elles ne soient utilisées pour ’entrainement du modele de machine
learning. Le fichier final contient toutes les caractéristiques pertinentes des fluides de
forage, comme la densité, la viscosité, le pH, etc. Ces données, une fois centralisées et
stockées, peuvent étre facilement accessibles pour 'analyse et I'entrainement du modele.
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L’objectif principal de cette étape est d’assurer une organisation optimale des données,
ce qui facilite leur exploitation et garantit qu’elles sont prétes a étre utilisées de maniére
cohérente et efficace tout au long du processus d’analyse.

Le fichier final synthetic drilling fluid data enriched.csv contient ainsi l’ensemble
des variables critiques, prétes pour I’entrainement du modeéle.

Objectifs de la centralisation :

- Accessibilité facile : toutes les données sont stockées dans un format CSV struc-
turé, permettant un acces rapide et une exploitation optimale.

- Organisation cohérente : 'utilisation dun fichier unique centralisé garantit une
structure uniforme et lisible.

- Préparation au modele : les données sont directement prétes pour 'analyse pré-
dictive et la détection d’anomalies.

Etapes du processus de centralisation et de stockage :

La centralisation des données suit plusieurs étapes afin de garantir que les informations
sont organisées et prétes a étre utilisées. Voici les principales étapes :

- Fusion des jeux de données : Les données extraites des différents fichiers Excel
ont été fusionnées en un seul tableau centralisé. Chaque échantillon de fluide a été
enrichi avec des informations contextuelles, telles que le type de fluide, la date de
prélevement, et d’autres métadonnées essentielles.

- Création d’un tableau pivot : Apres la fusion, un tableau pivot a été créé pour
structurer les données sous une forme lisible et organisée. Les différentes mesures des
fluides (comme la densité, la viscosité, etc.) ont été associées a chaque échantillon
de fluide, avec des colonnes spécifiques pour chaque test effectué.

- Stockage dans un fichier CSV : Le fichier final a été sauvegardé sous le format
CSV afin d’assurer une compatibilité optimale avec les outils d’analyse et d’entrai-
nement de modeles, tout en permettant une gestion facile des données.

La phase suivante consiste a transformer les données longues en un tableau centralisé,
ou chaque ligne correspond a un échantillon unique et chaque colonne a un parametre
mesuré. L’algorithme ci-dessous décrit ce processus.

Algorithm 2 Construction d'un tableau centralisé des échantillons

Require: Fichier finalALL PIVOTEE cleaned.csv contenant les données nettoyées
Ensure: Fichier enrichi sous forme de tableau pivoté, avec un échantillon par ligne
1: Charger les données nettoyées dans un Datakrame df
2: Créer un identifiant unique pour chaque échantillon :
3 Sample ID = Formulation Label + Sample Type
4: Construire un tableau pivoté avec :
5: Index : Sample ID, Date, Fluid System
6 Colonnes : types de tests (Test)
7 Valeurs : résultats numériques (Value)
8 Fonction d’agrégation : first (valeur unique par combinaison)
9: Réinitialiser les index pour obtenir un tableau plat
10: Enregistrer le résultat dans le fichier synthetic drilling fluid data enriched.csv
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Explication du code :

Le code présenté ci-dessus décrit les étapes utilisées pour centraliser et stocker les don-
nées :

1. Le fichier finalALL PIVOTEE cleaned.csv est chargé dans un DataFrame pandas.

2. Une colonne Sample ID est générée en combinant les informations de Formulation
Label et Sample Type, ce qui permet d’identifier chaque échantillon de fluide de maniere
unique.

3. Un tableau pivot est créé en utilisant la fonction pivot_table de pandas, afin d’orga-
niser les mesures sous une forme plus lisible et structurée.

4. Enfin, le fichier final est exporté sous le format CSV avec la commande to csv, ce qui
permet de stocker toutes les données centralisées dans un fichier compatible avec les étapes
suivantes du processus de modélisation.

Visualisation des données apres centralisation : Voici un apergu des données cen-
tralisées, montrant la structure apres la création du tableau pivot et avant I’exportation
en fichier CSV.

H - s synthetic_drilling_fluid_data_enriched.csv - Excel

Fichier Accueil Insertion Dessin Mise en page Formules Données Révision Affichage  Aide Q Rechercher des outils adaptés

F [y A partir d'un fichier texte/CSV [ Sources récentes @, [ Requétes et connexions Y % B B= D @ & Grouper ~
D [ & A partir du web [E* Connexions existantes el BB ? & Dissocier ~
Obtenir des . Actualiser Zl Trier Filtrer i Convertir _ Analyse  Feuille de
données~ || A partir de Tableau ou d'une Plage — A T Avance = v @ | scénarios ¥ prevision | BE Sous-total
Récupérer et transformer des données. Requétes et connexions Trier et filtrer Outils de données Prévision Plan r
M21 - fr | 56.026399545662414
A B C D E F G H I J K L M N o P Q R
1 samplelD  SampleType Date Fluid System Brine Type  With Inhibitol Density PH Viscosity  Ca++ =% Turbidity  Temperature IsAnomaly  Detected_An:Yield Point  Salid Content Filtration Loss|
2 |FLUID_ANOM 1stsample  07/02/2021 WBM Kcl No 1.2a5 .86 129.5 72999.397473: 18108771083 76.830715325( 162.59880276: 1 pH anomaly, \ 28.767567223: 19.654542089: 19.005294910°
3 FLUID_58727 istsample  26/07/2022 WBM Nacl No 0.9 6.86 28.0 23607.565252( 77776.391538: 638052361674 73.557557266: 0 Density anom 40.133386555 12.567414190¢ 4. 3047026843
4 |FLUID 94191 Istsample  18/08/2020 WBM cacl2 Yes 1242 8.72 228 17165.565529( 83757.382585: -1.2783881104 86.097023995¢ 0 Normal 29.628873448718.110724886: 6.9509640706:
5 FLUID 38110 1stsample  17/06/2021 WBM Kcl No 1158 9.39 229 25294.891229(91191.6380044 24.617183 2127 59.162554990( 0 pHanomaly 13.940869577 1.485530408: 8.1268300262¢
6 FLUID_57965 1stsample  05/09/2023 OBM Nacl No 0.951 6.55 2771 52449.865745¢ -29441. 782254 17.562054087¢ 81.072413324( 0 Density anom 27.716013523: 14.696938930( 7.9571256305(
7 |FLUID_80597 1stsample 05/01/2022 OBM cacl2 No 1168 7.45 35.9 19781.683110¢112349.60455: 20.164002593( 50.414032405° 0 Normal 35.5385665971 13.452965575¢4.5036526735(
& FLUID 61000 1stsample  03/03/2024 WBM cacl2 Yes 1338 10.0 46 25870.869822: 61723.914342 6.4697624904: 62.277648301 0 pHanomaly 34.297505054: 138459967531 6.8432189409¢
9 |FLUID_23085 2ndsample  22/08/2021 KCl polymer KcI No 1.082 8.37 9.3 26251600560« 23214.655511¢ 6.4555977063 63.933465779¢ 0 Viscosity anor 24.329257579( 11.705875596: 80983335391
10 |FLUID_07537 1stsample  03/07/2020 OBM kel No 1212 6.37 6.2 11288.311287¢178302.09194! 17. 13970( 0 Normal 20.818657388(15.019876316 11.321613994(
11 |FLUID_ANOM 1st sample 14/04/2023 OBM Nacl Yes 1.306 2.28 145.1 43211.245055! 163730.40811: 102.56632369: 162.53323892: 1 pH anomaly, \ 15.731655041¢ 13.439392932¢ 16.494226886(
12|FLUID 44458 3rdsample  06/11/2020 WBM Nacl No 1284 6.99 5.0 39956.377856! 73962.289603( 19.636403086¢ 74.380233749: 0 Viscosity anor 23.703830236« 8. 2407489741: 10.056170742(
13|FLUID_42197 1stsample  30/09/2022 KCl polymer KEI No 1.381 7.02 204 35510.394525¢ 25974.3799311 14.385517083( 65.741233943: 0 Normal 16.530814837: 5.2246882827: 9.2847901200
14|FLUID 97757 2ndsample  11/05/2022 OBM Kcl No 1274 5.65 151 15948.399891:51789.395879 12.488615152 62.108797436° 0 Normal 11.447903772¢ 14.112761143¢ 12.055460991¢
15|FLUID 85958 lstsample  13/07/2022 WBM Nacl Yes 1.083 9.49 39.5 25041.141334: 39590.658089: - 1. 771486725€ 62.228382027 0 pHanomaly 11.382351538¢ 12.2305286267 10.120925063(
16 |FLUID_61594 2ndsample  18/04/2022 WBM NaCl Yes 1106 8.51 308 20101.608303¢93387.209341¢15.474711442! 74.602255591¢ 0 Normal 32.78381823077.83148142441 60996879778
17 |FLUID 89187 1lstsample  11/02/2024 OBM NaCl No 1362 9.35 288 8523.7243271¢ 65860.039679( 25.775475649: 42.324308602 0 pHanomaly 31.904728119¢7.1510300263¢ 7.5532738350(.
18 |FLUID_ANOM 1stsample  13/10/2024 KCl polymer Cacl2 No 2392 321 169.8 32697.855523(118699.16103. 124.04147054( 150.81937227; 1 Density anom 16.539197158: 9.5575921766: 11.097525291¢
19|FLUID_49956 3rdsample  10/02/2023 OBM Cacl2 No 0.994 6.13 57.3 33751.634051¢ 10919335734 16.0549638321 46.077313222¢ 0 Density anom 33.537574675: 10.068976085: 10.504928479¢
20 FLUID 92786 3rdsample  17/11/2023 OBM Kcl Yes 1367 8.36 24 25000.508991¢ 75375.742235: 14.504146218: 83.05 7144020+ 0 Normal 11292077(1 19, ¢
21|FLUID 36761 1stsample  02/06/2023 OBM Nacl No 1418 6.93 a7.8 16918.981986" 11698377388+ 20.081813572{56.0263995451 0 Normal 28.749178709(13.708551727: 11.081165843
22 FLUID_60400 1stsample  03/06/2024 OBM NaCl Yes 1135 9.19 331 5007.9870396! 91943.193484¢ 19.882693 718 73.657654835¢ 0 pHanomaly 14.963896523(16.199594834¢ 8.5716482087:
23 FLUID 05356 3rdsample  20/04/2023 OBM Unknown  No 1218 9.49 36.0 19095.544733: 90830.230854( 30.909398519: 63.25 7470233, 0 pHanomaly 13.37655526617.1184078167 11.430334046¢ |
24 |FLUID_12550 2ndsample  11/07/2022 OBM Nacl Yes 1159 8.50 5.0 25242.3719147 70231817905 -0.939741721€ 61.509144 78§ 0 Viscosity anor 28.663671646( 10.551730337¢ 9.4237011060°
25 FLUID_23288 2ndsample  13/03/2024 OBM Unknown  No 1.366 7.32 351 25183.417185¢ 182499.50934{ 8. 37055411927 57.480958149¢ 0 Normal 7.4710485360° 11.439164172¢ 10.273318055
26 FLUID 43826 3rdsample  20/03/2023 OBM NaCl Yes 115 6.45 25.0 35554.860700¢ 11168.164142: -16.393433135 59.314180310( 0 Normal 30.957749193/13.072512229. 7.5258710012: |
27 FLUID 37551 1stsample  28/11/2024 WBM Kcl No 0.926 9.93 29.0 19527.629409:40225.622661" 21862177600 68. 0 Density anom 31.562859243+ 8.5483607717: 8.7623995780¢
28 FLUID_63628 3rdsample  13/08/2022 WBM Nacl No 1281 7.66 50.3 10691.475837¢ 83376.801611: 22.672338138! 67.538453267* 0 Normal 7.6236389663¢ 10107709610 14.485844810(
29 FLUID_64830 2ndsample  28/08/2020 OBM NaCl No 1108 7.66 2.7 12188.818898( 614891 18.002420156. 715069089 0 Normal 22.126246291¢ 10.749347487(9.5531028759¢
30 FLUID 65231 3rdsample  02/02/2024 WBM caclz No 1.052 6.53 9.6 20672.999555: 83214.919897( 9.9581743960¢ 58.005063919¢ 0 Viscosity anor 36.863310625¢ 13.759534300¢ 10.991147047:
31 FLUID_19342 3rdsample  14/11/2021 OBM kel No 1574 10.0 47.5 26517.687030: 50265.938952: 6.5015706093(49.172735305¢ 0 Density anom 34.421505195: 18.886820512° 11.628363320¢
32 FLUID_51678 1stsample  10/10/2020 OBM cacl2 No 1.201 10.0 54.6 16402.736500: -2782.5404002 17.422522676( 37.504693632¢ 0 pHanomaly 18.091865680¢16.3140757621 12.687556674¢
33 FLUID 32203 3rdsample  24/03/2023 WBM Nacl Yes 1.259 7.66 26 232021.818429¢127411.67430¢ 27.004854290¢ 70.491321075 0 Normal 22.088121677(18.528359017: 9.3827140507¢
34 FLUID 83984 Istsample  05/01/2024 WBM Caclz Yes 0.988 8.86 56.7 139.35652068(49539.822335(4.2971071925( 70.8300141580¢ 0 Density anom 20.349218913 15.558474812(12.582563351
351 ardsamnle  25/10/2020 KCl nolvmer _CaCl e 0.9 a.11 11, 17749 44259.293650:14. { 0 Density anam 25.213170123: 86737676
synthetic_drilling_fluid_data_e ‘ @ [«]

FIGURE 7.5 — Tableau des données apres centralisation et préparation pour I’entrainement
du modele.

Conclusion sur la centralisation et le stockage :

La centralisation et le stockage des données dans un fichier unique au format CSV ont
permis d’organiser I’ensemble des informations de maniere cohérente, structurée et facile-
ment exploitable pour les étapes suivantes du projet. Cette étape garantit que toutes les
variables pertinentes — telles que la densité, la viscosité, le pH, la turbidité ou encore le
Oil Water Ratio — sont consolidées dans un format standardisé, prét pour ’analyse.

Grace a ce jeu de données enrichi et centralisé, il a été possible d’entreprendre une analyse
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exploratoire approfondie, présentée dans la section suivante, afin d’identifier les profils
d’anomalies par type de fluide, d’examiner les corrélations entre variables, et de visualiser
les distributions de parametres critiques.

7.2.5 Analyse exploratoire et visualisation des anomalies

Avant d’entrainer le modele de détection, une phase d’analyse exploratoire des données a
été réalisée a ’'aide de boxplots, heatmaps de corrélation, et statistiques par classes, afin
de mieux comprendre la répartition des anomalies selon différents criteres, d’identifier les
variables influentes, et de détecter d’éventuels patterns liés a certains types de fluides. Les
visualisations suivantes ont permis de guider les choix de modélisation et de valider les
hypothéses métier.

a) Répartition des anomalies par type de fluide

La Figure 7.6 présente le nombre d’anomalies détectées pour chaque type de fluide. Cette
analyse permet d’identifier les fluides les plus sujets aux anomalies.

- OBM (Oil-Based Mud) : représente la majorité des anomalies détectées.

- WBM (Water-Based Mud) : arrive en seconde position avec un volume signifi-
catif.

- KC1 Polymer et Brine : présentent peu d’anomalies.

Ainsi, les fluides OBM et WBM nécessitent une attention particuliere, notamment en lien
avec des parametres comme la turbidité et le Oil Water Ratio.
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Nombre d'anomalies détectées par type de fluide
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FIGURE 7.6 — Nombre d’anomalies détectées par type de fluide.

Une anomalie correspond ici a un échantillon identifié comme non conforme par les regles
métier ou les experts. Le graphique montre le nombre total d’anomalies détectées par
catégorie de fluide.

b) Corrélation entre variables

La figure 7.7 présente la matrice de corrélation entre les différentes variables mesurées
dans les échantillons de fluides de forage. Quelques observations clés :

- Viscosité — Turbidité (0,56) : Corrélation positive attendue. Une plus forte tur-
bidité (présence de particules solides) augmente la viscosité du fluide.

- Viscosité — Température (0,50) : Corrélation modérée, traduisant l'effet de la
température sur le comportement rhéologique du fluide.

- Turbidité — Température (0,58) : Corrélation significative, indiquant que les
hautes températures favorisent la mise en suspension de particules.

- IsAnomaly — autres variables (< 0,16) : Faibles corrélations, ce qui confirme
que les anomalies sont le résultat de plusieurs facteurs combinés plutét que d'une
seule variable.
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Heatmap des corrélations entre variables
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FIGURE 7.7 — Heatmap des corrélations entre variables.

Cette heatmap permet de visualiser les corrélations linéaires entre variables (Pearson). Elle
aide a identifier les redondances (corrélations > 0.8) et a guider la sélection de variables
pour éviter la multicolinéarité lors de I’entrainement.

c) Distribution de la turbidité dans les anomalies

La Figure 7.8 présente la distribution de la turbidité pour les cas considérés comme
anomalies.

- La majorité des anomalies se situent entre 10 et 40 NTU.
- Quelques cas extrémes sont présents, signalant une contamination critique.
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Distribution de la Turbidity pour les anomalies détectées
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FIGURE 7.8 — Distribution de la turbidité pour les anomalies détectées.

d) Répartition du Oil Water Ratio (OWR) pour OBM

La Figure 7.9 illustre la répartition du OWR, variable critique pour les fluides OBM.

- Le OWR est principalement compris entre 60% et 90%, avec une concentration
autour de 70—-80%.

- Un OWR trop bas (< 65%) indique un excés d’eau, un OWR trop élevé (> 90%)

un exces d’huile.
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Distribution de Oil Water Ratio (%) pour OBM
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FIGURE 7.9 — Distribution du Oil Water Ratio (%) pour les fluides OBM.

e) Synthése des visualisations

Cette analyse exploratoire a permis de :
- Identifier les types de fluides les plus affectés (OBM, WBM).
- Mettre en évidence les variables les plus critiques (turbidité, OWR).

- Confirmer la nature multi-dimensionnelle des anomalies, justifiant 1'utilisation d'un
algorithme comme Random Forest.

Colonnes finales conservées et justification

Apres les étapes de nettoyage, d’enrichissement et de normalisation des données, et a la
lumiere de 'analyse exploratoire effectuée, les colonnes suivantes ont été conservées dans
le fichier final centralisé :

Identification et contexte : Sample ID, Sample Type, Date, Fluid System, Brine
Type, With Inhibitor

Propriétés physico-chimiques du fluide : Density, pH, Viscosity, Turbidity,
Temperature, Yield Point, Ca™, Cl~, Solid Content (%), Filtration Loss, Oil Water
Ratio (%)

Paramétres opérationnels : RPM, Depth (m)

Supervision : IsAnomaly, DetectedAnomalies

Justification du choix : Ces variables ont été retenues pour leur importance dans le
comportement des fluides de forage et leur pertinence dans le processus de surveillance.
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Les caractéristiques physico-chimiques (comme la densité, la turbidité ou la viscosité)
permettent d’évaluer la stabilité et la performance du fluide. Des parametres comme le
Yield Point ou le Oil Water Ratio (%) sont cruciaux pour détecter les déséquilibres de
formulation dans les systemes OBM/WBM.

Les colonnes RPM et Depth (m) apportent un contexte d’analyse opérationnel, en reliant
chaque mesure aux conditions spécifiques du puits. Enfin, les champs IsAnomaly et Detec-
tedAnomalies servent de base pour la supervision des futures étapes d’analyse. Ce choix
de variables a été validé par un ingénieur fluides de ’ADFC, afin de garantir la cohérence
technique avec les pratiques industrielles et les priorités métier en matiere de détection
d’anomalies.

Variable Description

Sample ID Identifiant unique généré pour chaque échantillon de
fluide.

Sample Type Type d’échantillon analysé (ex. : 1°" passage, controle,
etc.).

Date Date de prélevement ou d’analyse.

Fluid System Systeme de fluide utilisé (OBM, WBM, Brine, etc.).

Brine Type Type de solution saline utilisée (NaCl, KCl, CaCly, etc.).

With Inhibitor Présence ou non d’un inhibiteur dans le fluide.

Density Masse volumique du fluide, déterminant la pression hy-
drostatique.

pH Niveau d’acidité ou de basicité du fluide.

Viscosity Capacité du fluide a transporter les déblais.

Turbidity Degré de contamination par des particules en suspen-
sion.

Temperature Température de I’échantillon au moment de la mesure.

Yield Point Capacité du fluide a initier le mouvement de suspension
des solides.

Cat++, C1- Concentrations ioniques indicatives de contaminations.

Solid Content (%) Taux de matiere solide présente dans le fluide.

Filtration Loss Quantité de fluide perdue a travers une formation po-
reuse.

0il Water Ratio (%) Rapport huile/eau (particuliéerement important pour les
OBM).

Depth (m) Profondeur de prélevement de 1’échantillon.

RPM Vitesse de rotation au moment de 1’échantillonnage.

IsAnomaly Indicateur binaire : 1 = anomalie, 0 = normal.

DetectedAnomalies Description textuelle des anomalies détectées.

TABLE 7.1 — Variables conservées et leur signification
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7.3 Modélisation et entrainement

7.3.1 Choix de I’algorithme : Random Forest

Dans le cadre de ce projet, le choix de l'algorithme de machine learning s’est révélé dé-
terminant pour garantir une détection précise et fiable des anomalies dans les fluides de
forage. Plusieurs modeles ont été testés, notamment des algorithmes de type Isolation Fo-
rest, régression logistique, et réseauzr de neurones (LSTM). Toutefois, leurs performances
ont été jugées insuffisantes pour notre problématique (voir résultats comparatifs en An-
nexe).

A la suite de cette évaluation, I'algorithme Random Forest s’est imposé comme le plus
performant. Il s’agit d’'un modele d’ensemble basé sur la combinaison de plusieurs arbres
de décision, offrant robustesse, flexibilité et interprétabilité.

Justification du choix de Random Forest Le modéle Random Forest présente plu-
sieurs avantages notables dans notre contexte :

- Robustesse : il est résistant au bruit et a I'incomplétude des données. L’agréga-
tion de plusieurs arbres réduit le risque de surapprentissage (overfitting) tout en
améliorant la généralisation ;

- Gestion du déséquilibre : notre jeu de données présente un fort déséquilibre entre
les classes. Le modele a été renforcé avec la technique de rééchantillonnage SMOTE
(Synthetic Minority Over-sampling Technique) pour améliorer la détection des cas
rares ;

- Flexibilité : Random Forest prend en charge un grand nombre de variables et
capture les interactions non linéaires complexes entre les caractéristiques physico-
chimiques;;

- Interprétabilité : il permet d’évaluer I'importance des variables dans les décisions
prises, facilitant ainsi la compréhension du comportement du modele.

Implémentation et environnement technique L’implémentation a été réalisée en
Python, a 'aide des bibliotheques suivantes :

pandas : gestion et manipulation des données ;

scikit-learn : modélisation Random Forest, validation croisée, évaluation ;

imblearn : rééquilibrage des classes avec SMOTE;

joblib : utilisée pour sauvegarder le modele entrainé sous forme de fichier .pkl, afin
de 'importer rapidement dans I'application Streamlit lors de 1’exécution.

L’entrainement du modele inclut une normalisation des variables, un rééquilibrage des
classes via la méthode SMOTE, puis I'apprentissage supervisé a l'aide d’'un Random
Forest. L’algorithme ci-dessous résume cette procédure.
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Algorithm 3 Entrainement du modele Random Forest avec rééquilibrage des classes

Require: Données d’entrainement Xi,.in, étiquettes ¥irain

Ensure: Modele entrainé et sauvegardé dans un fichier

Normaliser les données a ’aide d’'un StandardScaler

Appliquer le suréchantillonnage avec SMOTE pour équilibrer les classes

Initialiser un classifieur RandomForest avec 100 arbres

Entrainer le modele sur les données rééchantillonnées

Sauvegarder le modele entrainé dans un fichier rf model final.pkl avec joblib

Ce pipeline complet a été intégré dans I'application web développée avec Streamlit, afin
d’offrir une solution interactive de détection d’anomalies adaptée au contexte industriel.

7.3.2 Validation croisée et optimisation des hyperparametres

Pour garantir la robustesse du modele Random Forest et éviter le surapprentissage, une
validation croisée a 5 plis (5-fold cross-validation) a été appliquée. Cette méthode
consiste a diviser le jeu de données en cing sous-ensembles, puis a entrainer le modele suc-
cessivement sur quatre d’entre eux et a 1’évaluer sur le cinquieme. Ce processus est répété
cinq fois, en changeant le pli de validation a chaque itération, ce qui permet d’estimer
plus finement la capacité de généralisation du modeéle.

Parallelement, une optimisation des hyperparametres a été menée a 1’aide de GridSearchCV,
une méthode d’exploration systématique testant plusieurs combinaisons d’hyperpara-
metres. L'objectif est de maximiser une métrique de performance (ici, le F1-score
macro, plus adapté aux classes déséquilibrées).

Les hyperparametres explorés comprenaient :

- n estimators : nombre d’arbres dans la forét,
- max depth : profondeur maximale des arbres,

- min samples split : nombre minimal d’échantillons requis pour diviser un noeud.
_samples_sp quis p

La configuration optimale obtenue est :
n estimators = 200, maxdepth = 20, min samples split =5

Cette combinaison a permis d’améliorer la capacité de détection du modele tout en assu-
rant une bonne généralisation sur les données de test. La validation croisée a donc
joué un role essentiel pour éviter une évaluation biaisée liée a une simple séparation
train/test.

7.3.3 Evaluation et résultats du modéle Random Forest

Apres 'entrainement du modele Random Forest avec validation croisée et optimisation
des hyperparametres, une évaluation a été menée sur les données de test afin de mesurer
ses performances réelles.
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Matrice de confusion La Figure 7.10 présente la matrice de confusion obtenue. Le
modele a correctement classé la quasi-totalité des échantillons, avec seulement quelques
erreurs mineures :

- 2 faux positifs (échantillons normaux classés a tort comme anomalies) ;

- 1 faux négatif (anomalie non détectée).

Matrice de confusion simulée (Random Forest)

Réel
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FIGURE 7.10 — Matrice de confusion du modeéle Random Forest

Rapport de classification Le tableau suivant présente les principales métriques obte-

nues :

Classe Précision Rappel Fl-score Support
0 — Normal 0.99 0.99 0.99 373

1 — Anomalie 0.83 0.91 0.87 11
Accuracy 0.992 (384 échantillons)

TABLE 7.2 — Rapport de classification du modele Random Forest

Ces résultats témoignent d’'une excellente capacité de détection, tout en conservant
un taux d’erreurs tres faible.

Courbe ROC La courbe ROC affichée en Figure 7.11 permet de visualiser la capacité
discriminante du modele. L’aire sous la courbe (AUC) atteint 0.97, ce qui traduit une
séparation efficace entre les classes.
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Courbe ROC
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FIGURE 7.11 — Courbe ROC du modele Random Forest (AUC = 0.97)

Conclusion Le modeéle Random Forest présente des performances tres satisfaisantes sur
I’ensemble de test. La présence de quelques erreurs de classification (faux positifs et faux
négatifs) démontre qu'il ne souffre pas de surapprentissage, tout en restant suffisam-
ment robuste pour étre intégré dans une solution industrielle de détection d’anomalies
dans les fluides de forage.

7.4 Développement de ’application interactive

7.4.1 Introduction

L’objectif de cette section est de détailler le processus de développement de I'application
interactive permettant de charger des fichiers de données, de prédire des anomalies dans
les fluides de forage et de visualiser les résultats en temps réel. Cette application a été
réalisée en utilisant la bibliotheque Python Streamlit, qui permet de créer des interfaces
web interactives pour les projets de machine learning.

L’application permet aux utilisateurs de télécharger des fichiers de données au format CSV
ou Excel, d’extraire les données pertinentes, puis de prédire et visualiser les anomalies
détectées dans ces données.En outre, un systéme de notifications d’alertes a été intégré
pour informer les utilisateurs des anomalies détectées en temps réel. Les résultats peuvent
étre accompagnés de graphiques interactifs et de rapports générés automatiquement. Cette
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section décrira en détail ’architecture de I’application, les principales fonctionnalités mises
en place et le processus de traitement des données.

7.4.2 Architecture de ’application

L’architecture de 'application peut étre décrite comme suit :

- Interface Utilisateur (UI) : L’interface permet a l'utilisateur de télécharger un
fichier de données (soit en format CSV, soit en format Excel), d’afficher des visua-
lisations des anomalies détectées et d’interagir avec les résultats du modele.

- Modeéle Prédictif : Le modele Random Forest préalablement entrainé est chargé
via la bibliotheque joblib pour effectuer des prédictions en temps réel sur les don-
nées téléchargées.

- Visualisations Interactives : L’application génére des graphiques interactifs (comme
des matrices de confusion, des graphiques en barres, et des courbes de distribution)
pour aider a ’analyse des résultats.

- Génération de Rapports : L’application permet également de générer des rap-
ports détaillés, au format PDF ou Markdown, qui résument les anomalies détectées
et les résultats des prédictions.

- Systeme de Notifications d’Alertes : Un systeme de notifications a été intégré
pour avertir I'utilisateur dés qu'une anomalie est détectée. Cela inclut des notifica-

tions en temps réel affichées dans l'interface utilisateur et des alertes envoyées par
email ou SMS.

Cette architecture permet une grande modularité et facilite la gestion des données ainsi
que l'interaction avec le modele. Chaque fonctionnalité a été pensée pour offrir une in-
terface simple et intuitive a l'utilisateur tout en permettant une analyse approfondie des
résultats.
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FIGURE 7.12 — Architecture fonctionnelle de 'application de détection d’anomalies.

7.4.3 Page d’accueil de Papplication

La page d’accueil de 'application constitue le point de départ pour 'utilisateur. Elle a
été congue pour combiner lisibilité, simplicité d’utilisation et acces rapide aux fonction-
nalités essentielles. Des cette interface, 'utilisateur peut téléverser un fichier de données
(au format CSV ou Excel), visualiser les premiéres analyses statistiques sur la base d’en-
trainement, et accéder aux outils interactifs de diagnostic comme les histogrammes et
boxplots.

La Figure 7.16 présente une capture d’écran de cette interface.
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FIGURE 7.13 — Interface de I'application Streamlit pour la détection d’anomalies dans
les fluides de forage.
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7.4.4 Fonctionnalités principales de ’application

L’application offre plusieurs fonctionnalités interactives permettant a ’utilisateur de char-
ger un fichier de données, d’afficher des visualisations, de prédire les anomalies et de
générer des rapports détaillés. Ci-dessous, nous détaillons chaque fonctionnalité.

Chargement de fichiers de données (CSV ou Excel)

L’application permet a l'utilisateur de télécharger un fichier de données au format CSV
ou Excel. Le fichier téléchargé est ensuite automatiquement analysé et les données perti-
nentes sont extraites pour la prédiction des anomalies.

Une fois le fichier téléchargé, I'application effectue les étapes suivantes :

- Chargement du fichier en fonction du format choisi (CSV ou Excel).
- Extraction des colonnes pertinentes pour 'analyse des anomalies (telles que la den-
sité, la viscosité, le pH, etc.).
- Sauvegarde du fichier extrait dans un nouveau fichier CSV prét pour ’analyse.
L’interface utilisateur permet a 'opérateur de charger un fichier CSV ou Excel contenant

les mesures. Apres affichage d’un apercu, seules les colonnes pertinentes sont extraites et
sauvegardées pour une analyse ultérieure.

Algorithm 4 Chargement et extraction des données via 'interface Streamlit

Require: Fichier utilisateur uploaded file (CSV ou Excel)
Ensure: Données extraites sauvegardées dans un fichier CSV
1: if un fichier est téléchargé then
2:  if le fichier est au format CSV then
3 Charger les données avec pd.read csv
4:  else if le fichier est au format Excel then
5: Charger les données avec pd.read excel
6: end if
7. Afficher un apergu des données chargées
8 Extraire les colonnes pertinentes : Density, pH, Viscosity, Turbidity, Yield
Point
9:  Sauvegarder les données extraites dans extracted data.csv
10:  Afficher un apercu des données extraites
11: end if

Explication :
- La fonction file uploader permet a l'utilisateur de télécharger un fichier de type
CSV ou Excel.
- Une fois le fichier téléchargé, il est chargé dans un DataFrame avec pandas.

- Les colonnes pertinentes sont extraites et un fichier CSV contenant les données ex-
traites est créé pour une utilisation ultérieure.
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FIGURE 7.14 — Interface de téléversement de fichiers dans I'application.

Prédiction des anomalies

Apres avoir extrait les données pertinentes du fichier téléchargé, le modele Random Forest
est chargé et utilisé pour prédire les anomalies dans les fluides de forage. Le modele est
chargé via la fonction joblib.load() et les résultats des prédictions sont affichés dans
I'interface de l'application. La prédiction est réalisée en chargeant le modele Random
Forest pré-entrainé, puis en appliquant ce modele aux données extraites. Les résultats
sont affichés en temps réel dans l'interface utilisateur Streamlit, permettant la détection
des anomalies.

Algorithm 5 Prédiction des anomalies avec le modele Random Forest dans Streamlit

Require: Données extraites df extracted, modele Random Forest pré-entrainé model
Ensure: Affichage des résultats de prédiction

1: Charger le modele Random Forest depuis le fichier rf model 9374a09d . pkl

2: Sélectionner les colonnes Density, pH, Viscosity, Turbidity, Yield Point

pour la prédiction

3: Effectuer la prédiction sur les données extraites

4: Afficher les résultats dans l'interface Streamlit

5: Indiquer les étiquettes prédites : 1 pour anomalie, 0 pour normal

Explication :
- Le modele Random Forest est chargé avec joblib.load().
- Les prédictions sont effectuées en utilisant les données extraites (X).

- Les résultats (y pred) indiquent si chaque échantillon est normal ou anomalie, et
sont affichés pour 'utilisateur.
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® Résultats de l'analyse

Proba_Anomaly Explication Density pH Viscosity = Turbidity

1 Normal 0 1.25 8.2 36 15,
2 Normal 0 122 79 34 13
Anomalie 0.61 Density =21.2 (hors seuil [1.0- 1.3 pH =28.0 (hors seuil [6.5-9.5])  Turbidity 212 28 55 32

4 Anomalie 0.61 Density = 21.25 (hors seuil [1.0 - 1.3]) s seuil [6.5 - 9.5]) Turbidity  21.25 28.2 56 35
Anomalie 0.62 Density =21.22 (hors seuil [1.0 - 1.3])  pH=27.9 (horsseuil [6.5-9.5])  Turbidity 21.22 27.9 54 33
Normal 0.3 Density =-28.8 (hors seuil [1.0-1.3 pH =-22.0 (hors seuil [6.5 - 9.5] Viscosity  -28.8 -22 5 -18
Normal 0.3 Density =-23.75 (hors seuil [1.0- 1.3])  pH =-16.8 (hors seuil [6.5-9.5 Turbidi  -23.75 -16.8 151 -10
Normal 0.27 Density =-18.78 (hors seuil [1.0- 1.3])  pH=-12.1 (hors seuil [6.5-9.5 Turbidi -18.78 -12.1 14 -7
Anomalie 0.89 Density =31.2 (hors seuil [1.0-1.3])  pH=38.0 (hors seuil [6.5-9.5])  Viscosity 31.2 38 65 42

10  Anomalie 0.91 Density =36.25 (hors seuil [1.0 - 1.3])  pH=43.2 (hors seuil [6.5-9.5])  Viscosity  36.25 43.2 Pl 50

FIGURE 7.15 — Résultats de I'analyse des échantillons avec explication automatique.

Visualisation des résultats de la prédiction

L’application génere plusieurs visualisations pour aider 1'utilisateur a mieux comprendre
les résultats du modele de détection des anomalies. Ces visualisations comprennent des
matrices de confusion, des graphiques en barres montrant la distribution des anomalies,
et des courbes de distribution pour les variables critiques des fluides de forage.

1.Distribution des anomalies par type de fluide : Ce graphique en barres montre la
répartition des anomalies détectées pour chaque type de fluide (OBM, WBM, etc.).

Pour mieux comprendre la répartition des anomalies détectées, une visualisation graphique
par type de fluide est générée. Seuls les échantillons identifiés comme anormaux sont pris
en compte dans ce diagramme.

Algorithm 6 Visualisation des anomalies détectées par type de fluide dans l'interface
Streamlit

Require: Données completes df avec colonne IsAnomaly

Ensure: Affichage d'un graphique de distribution des anomalies par type de fluide

: Afficher un titre d’introduction dans l'interface Streamlit

Filtrer les échantillons ot IsAnomaly = 1

Créer une figure de taille 8x5 pouces

Tracer un diagramme en barres (countplot) des anomalies par Fluid System
Ajouter un titre, ainsi que les labels des axes X et Y

Intégrer et afficher la figure dans l'interface Streamlit avec st.pyplot
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_4l Visualisations (base d'entrainement)

Density pH Viscosity
. 443 - 125
"“ IsAnomaly IsAnomaly ] IsAnomaly
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Density pH Viscosity

FIGURE 7.16 — Visualisation des distributions des variables Density, pH et Viscosity selon
les classes normales (0) et anormales (1) dans la nouvelle base.

2.Graphiques de distribution des variables : Ces graphiques montrent la distribution
des anomalies détectées sur différentes variables, comme la densité, la viscosité, et la tur-

bidité, pour mieux comprendre quelles variables sont les plus influentes dans la détection
des anomalies.

10/06/2025 03:39 app-avance
Choisissez des colonnes :
Yield Point x J{ RPM | o v
Yield Point RPM
o0 0 200 1
2 407 150 1
g z
=] o
2504
[ .
5= 100
0 -
50 . .
0 1 0 1
IsAnomaly IsAnomaly IsAnomaly

F1GURE 7.17 — Boxplots comparatifs des variables Yield Point, RPM et pH selon la classe
IsAnomaly.

Systéme de Notifications d’Alertes

Le systeme de notifications d’alertes a été intégré pour fournir des alertes en temps réel
lorsque des anomalies critiques sont détectées dans les données des fluides de forage. Lors-
qu'une anomalie est détectée, une notification instantanée est générée et peut étre affichée
dans l'interface de I'application. Les utilisateurs peuvent recevoir ces alertes sous forme
de messages dans l'interface ou par e-mail/SMS, en fonction des préférences configurées.

Message d’alerte : “Anomalie détectée! Densité du fluide hors des seuils acceptables
(21.2 g/cm?)”

Visualisation complémentaire : Les résultats de 'analyse sont affichés sous forme de
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tableaux et graphiques interactifs, avec une explication détaillée de I’anomalie.

Cette fonctionnalité permet de renforcer la réactivité et d’aider les opérateurs a prendre
des décisions rapides pour prévenir les incidents.

Deploy  §

& Téléverser un fichier CSV ou Excel

Drag and drop file here Browse files

200MB per file  CSV, XLS

fichier_brut_demo_multi_feuilles.xlsx K X
4 Echantillons extraits du fichier Excel.
A& Anomalie détectée !

® Résultats de l'analyse

Normal 0 12 8 35 12 26 14 7 2,000 120
Normal 0 1.25 8.2 36 15 25 13 6 2,050 115
2 Normal 0 122 7.9 34 13 24 15 5 1,980 118

Anomalie 0.61 N ors seui 3 8.0 (hor 5.5 urbi 212 28 55 32 46 34 27 2,020 140 @

4 Anomalie 0.61  Density =21.25 (hors seuil [1.0 - 1.3 pH =28.2 (hors seuil [6.5 - 9.5 Turbid 2125 282 56 35 45 33 26 2070 135

FI1GURE 7.18 — Exemple de notification d’alerte dans ’application.

Génération automatique de rapports

Une fonctionnalité importante de I'application est la possibilité de générer des rapports
détaillés sur les anomalies détectées. Ces rapports peuvent inclure un résumé des ano-
malies, des visualisations, et des statistiques détaillées sur les résultats des prédictions.
L’application permet d’exporter ces rapports sous forme de fichiers PDF ou Markdown.
Afin de documenter les résultats, un rapport PDF est généré automatiquement, synthé-
tisant le bilan des anomalies détectées via le modele. Ce rapport peut étre téléchargé et
partagé facilement.

Algorithm 7 Génération automatique d’un rapport PDF des anomalies détectées

Require: Données réelles avec étiquettes df ["IsAnomaly"], prédictions y pred
Ensure: Fichier PDF résumé des résultats de classification

Initialiser un document PDF avec FPDF

Ajouter une nouvelle page

Définir la police a Arial, taille 12

Ajouter un titre de rapport

Ajouter un texte d’introduction pour le résumé des anomalies détectées
Calculer le rapport de classification (classification report)

Insérer le rapport dans le PDF en texte multi-lignes

Sauvegarder le fichier PDF sous rapport_anomalies.pdf

Afficher un message de confirmation dans 'interface Streamlit

Explication :
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- Le module FPDF est utilisé pour générer un rapport PDF contenant un résumé
des anomalies détectées et un rapport détaillé sur les résultats du modele.

- Le rapport inclut des informations sur les performances du modele (précision, rappel,
etc.) et peut étre téléchargé par I'utilisateur.

B Télécharger le rapport PDF

FI1GURE 7.19 — Bouton de téléchargement du rapport PDF généré automatiquement par
I’application apres I’analyse.
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pem—n Rapport d'Analyse des Fluides de -
Forage ==

sonatrach

Date : 26/05/2025
Nombre d’échantillons analysés : 5

W Echantillon 1
» Probabilité : 0.00%

W Echantillon 2
» Probabilité : 0.00%
M pH = 5.2 (hors seuil [6.5 - 9.5])

W Echantillon 3

» Probabilité : 71.00%

M Density = 0.96 (hors seuil [1.0 - 1.3])

W Viscosity = 120 (hors seuil [10.0 — 60.0])

B Turbidity = 45 (hors seuil [5.0 — 20.0])

M Yield Point = 8 (hors seuil [10.0 — 35.0])

H Solid Content (%) = 4 (hors seuil [5.0 — 20.0])

M Filtration Loss = 22 (hors seuil [0.0 — 15.0])

H Oil Water Ratio (%) = 0 (hors seuil [60.0 — 85.0])

W Echantillon 4
» Probabilité : 0.00%
H Oil Water Ratio (%) = 0 (hors seuil [60.0 — 85.0])

W Echantillon 5

> Probabilité : 1.00%
W Depth (m) = 950 (hors seuil [1000 — 4000])
W Oil Water Ratio (%) = 90 (hors seuil [60.0 — 85.0])

FiGURE 7.20 — Extrait d’un rapport d’analyse PDF généré par l'application. Chaque
échantillon est accompagné d’une probabilité d’anomalie et d’une explication automatique
basée sur les seuils métiers.
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7.4.5 Conclusion de I’application interactive

L’application développée avec Streamlit permet aux utilisateurs de charger des fichiers
de données, de visualiser les anomalies détectées, et de générer des rapports détaillés sur les
fluides de forage. Cette interface interactive offre une maniere simple et intuitive d’exploi-
ter un modele de machine learning préalablement entrainé pour la détection d’anomalies
en temps réel.

Un systeme de notifications d’alerte a été intégré pour informer les utilisateurs des qu'une
anomalie critique est identifiée, renforcant ainsi la réactivité du processus de gestion.
En complément, chaque prédiction est accompagnée d'une explication automatique
mettant en évidence les variables a l'origine de ’anomalie (par exemple : pH en dehors
des seuils, turbidité excessive).

Ces résultats sont directement exploitables par les ingénieurs de terrain pour
déterminer les actions correctives a mettre en ceuvre, telles que 'ajustement de la formu-
lation (ajout d’additifs, dilution), la validation par des tests complémentaires, ou la remise
en observation du puits concerné. L’application s’inscrit ainsi dans une logique d’aide a
la décision opérationnelle, au service du contrdle qualité en temps réel.

Grace a Streamlit, la solution est facilement déployable, accessible a différents profils
utilisateurs, et constitue une avancée concrete vers la digitalisation du suivi des fluides de
forage.

7.5 Conclusion

Ce chapitre a permis de valider la faisabilité de la solution proposée en intégrant les diffé-
rentes composantes du projet : traitement des données, construction du modele prédictif,
et développement d’une application interactive. L’algorithme Random Forest, associé a
une démarche rigoureuse de validation croisée et d’optimisation, a montré des perfor-
mances tres satisfaisantes sur le jeu de données étudié.

L’application Streamlit développée permet une exploitation intuitive des résultats, avec
des fonctionnalités de visualisation, de rapport automatique, et de notification d’alerte
en cas d’anomalie. Cette solution constitue un outil concret d’aide a la décision pour les
ingénieurs terrain, renforcant ainsi la capacité de détection et de prévention des anomalies
dans les fluides de forage.
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Conclusion générale



Dans ce mémoire, nous avons exploré les possibilités offertes par 'intelligence artificielle
appliquée au contrdle qualité des fluides de forage, en particulier dans un environnement
industriel exigeant comme celui d’ADFC, filiale du groupe Sonatrach. En combinant les
capacités de classification des modeles d’apprentissage automatique avec une approche
métier orientée terrain, nous avons cherché a apporter une réponse innovante a une pro-
blématique réelle : la détection automatique d’anomalies dans des échantillons critiques.

Nous avons commencé par dresser un état des lieux détaillé de 1'organisme d’accueil et
des méthodes de controle existantes, mettant en évidence les limites des approches tradi-
tionnelles. Celles-ci, souvent manuelles ou basées sur des seuils fixes, peinent a s’adapter
a la complexité et a la variabilité des données réelles collectées sur le terrain.

Dans un second temps, nous avons étudié les fondements théoriques et les outils dispo-
nibles en matiere de détection d’anomalies, en passant en revue aussi bien les méthodes
conventionnelles que les approches modernes basées sur I'TA. Le modele Random Forest,
enrichi par la technique SMOTE pour pallier le déséquilibre des classes, s’est avéré par-
ticulierement performant, obtenant des résultats remarquables sur les jeux de données
traités.

La solution que nous avons développée ne s’arréte pas a un modele théorique. Elle se ma-
térialise sous la forme d’une application interactive développée avec Streamlit, permettant
a l'utilisateur de charger des fichiers, d’obtenir une prédiction en temps réel, de visualiser
les anomalies détectées et d’éditer automatiquement un rapport explicatif. Cette interface
rend I'TA accessible, compréhensible et exploitable dans un environnement de production.

Ce travail marque ainsi une premiere étape concrete vers 'industrialisation intelligente
du contréle qualité dans le domaine des fluides de forage. Les résultats obtenus montrent
que I'TA peut non seulement améliorer la fiabilité et la rapidité de détection, mais aussi
renforcer la prise de décision grace a une meilleure compréhension des causes d’anomalie.

Il reste néanmoins plusieurs perspectives d’amélioration : enrichissement du jeu de don-
nées, extension a des données en temps réel, intégration de recommandations automa-
tiques, ou encore utilisation de modeles plus avancés comme les réseaux neuronaux ou les
approches hybrides. Ces pistes ouvrent la voie a une optimisation continue du systeme,
au service de la performance industrielle.

Ce mémoire illustre, a son échelle, comment les technologies de I'TA peuvent répondre a
des besoins métiers concrets, tout en s’inscrivant dans une démarche de digitalisation plus
large des processus industriels.
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Perspectives



Malgré les résultats trés encourageants obtenus, plusieurs pistes d’amélioration restent
ouvertes pour renforcer la portée et la robustesse du systéeme développé.

- Extension de la base de données : Il serait bénéfique d’intégrer un volume plus
large d’échantillons, provenant de différents sites, profondeurs et types de fluides,
pour améliorer la généralisation du modele.

- Traitement en temps réel : L'une des évolutions majeures consisterait a connec-
ter 'application directement aux capteurs de terrain pour permettre une détection
continue et immédiate des anomalies.

- Systéme de recommandations automatiques : A partir de 'anomalie détectée,
le systeme pourrait suggérer automatiquement des actions correctives adaptées, en
s’appuyant sur des regles métier ou des historiques.

- Evolution vers des modéles plus avancés : Le recours & des architectures neu-
ronales plus complexes (Autoencoders, LSTM, etc.) permettrait de détecter des
schémas d’anomalie encore plus subtils.

- Intégration compléte dans 1’environnement meétier : Le systeme pourrait
étre intégré dans une infrastructure cloud sécurisée, avec authentification multi-
utilisateurs, journalisation des anomalies, et compatibilité avec les outils internes
d’ADFC.

- Amélioration de D’explicabilité : L’ajout de modules d’analyse causale ou de
visualisation des poids du modele renforcerait la confiance des utilisateurs dans les
prédictions générées.

Ces perspectives ouvrent la voie a un systeme intelligent plus complet, réactif et fiable,
capable de s’adapter a ’évolution des besoins industriels et aux enjeux de digitalisation
des opérations de forage.
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Annexe A : Bibliotheques Python
utilisées

Python est un langage de programmation a haut niveau, largement utilisé pour I'analyse
de données, l'intelligence artificielle, et le développement d’applications. Dans le cadre de
ce projet, plusieurs bibliotheques ont été utilisées a des étapes clés, allant du prétraitement
des données a la visualisation des résultats.

A.1 NumPy

NumPy est une bibliotheque fondamentale pour le calcul scientifique avec Python. Elle
permet la création de tableaux multidimensionnels (ndarray), fournit des fonctions ma-
thématiques performantes, et est optimisée pour les opérations vectorielles rapides.

A.2 Pandas

Pandas permet la manipulation efficace de structures de données tabulaires (DataFrame).
Elle a été utilisée pour charger les données, effectuer des opérations de nettoyage, trans-
former les colonnes et analyser statistiquement les parametres physiques des fluides.

A.3 Scikit-learn

Cette bibliotheque fournit des algorithmes d’apprentissage automatique, des outils de
sélection de modele, de validation croisée, et d’évaluation. Dans notre projet, elle a per-
mis d’entrainer le modele Random Forest, de normaliser les données, et de calculer des
métriques.

A.4 Matplotlib et Seaborn

Ces bibliotheques de visualisation ont permis de générer des graphiques (courbes d’ap-
prentissage, heatmaps de corrélation, boxplots...) facilitant l'interprétation des résultats.
Seaborn repose sur Matplotlib mais offre une syntaxe plus intuitive et des styles précon-
figurés.

87



A.5 Imbalanced-learn

Utilisée pour corriger le déséquilibre du jeu de données via SMOTE (Synthetic Minority
Oversampling Technique), cette bibliotheque permet de créer artificiellement des exemples
d’anomalies, améliorant ainsi I’équilibre du modele.

A.6 Streamlit

Streamlit a été utilisé pour développer l'interface interactive. Elle permet de transformer
un script Python en une application web conviviale, utilisée ici pour charger les fichiers,
effectuer les prédictions et générer des rapports.
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Annexe B : Outils et environnements
techniques

B.1 Jupyter Notebook

Environnement interactif dans lequel les cellules de code, texte et visualisations peuvent
étre combinées. Utilisé pour expérimenter, visualiser les courbes et documenter le projet
de bout en bout.

B.2 Google Sheets et Excel

Sources principales de données. Les fichiers Excel fournis par ADFC contiennent les pro-
priétés physico-chimiques mesurées. Google Sheets a parfois été utilisé pour vérifier ma-
nuellement les extraits ou corriger des incohérences.

B.3 Google Drive

Utilisé comme espace de stockage et de synchronisation pour partager les données entre
les membres du bindéme et ’encadrant.

B.4 VSCode

Editeur de code principal du projet. Il a permis l'intégration de tous les modules Python,
la gestion des environnements virtuels, et le lancement de 'application Streamlit.

B.5 Dropbox

Service cloud secondaire utilisé pour les sauvegardes, les transferts de fichiers d’expéri-
mentation et les documents PDF générés.
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Annexe C : Notions et concepts
avanceés

C.1 La méthode CRISP-DM

CRISP-DM (Cross Industry Standard Process for Data Mining) est une méthodologie en
six étapes :
- Compréhension métier : définir les objectifs de détection d’anomalies dans les
fluides de forage.
- Compréhension des données : identification des parametres disponibles et de
leurs distributions.

- Préparation des données : nettoyage, transformation, normalisation et équili-
brage via SMOTE.

- Modélisation : application de 'algorithme Random Forest et ajustement des hy-
perparametres.

- Evaluation : interprétation des performances via les métriques standard.

- Déploiement : intégration du modele dans une application Streamlit.

C.2 L’Overtitting

Le surapprentissage se produit lorsqu’un modele est trop ajusté aux données d’entraine-
ment. Il perd alors en capacité de généralisation. Pour y remédier :

- Validation croisée a 5 plis.
- Limitation de la profondeur des arbres.
- Réduction du nombre d’estimateurs.

C.3 SMOTE

Technique de rééchantillonnage utilisée pour générer des exemples synthétiques dans la
classe minoritaire. Elle aide & prévenir le biais du modele vers la classe dominante ("nor-
mal').
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C.4 Métriques d’évaluation

Accuracy : taux global de bonnes prédictions.

Précision : proportion d’anomalies prédites qui sont correctes.

Rappel : proportion d’anomalies réelles détectées.

F1-score : moyenne harmonique entre précision et rappel.

C.5 Analyse exploratoire

L’EDA a permis d’identifier les parametres les plus liés aux anomalies : Turbidity, Oil
Water Ratio, Viscosity. La heatmap de corrélation a confirmé plusieurs dépendances entre
variables.
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Annexe D : Résultats comparatifs
des algorithmes testés

Dans le cadre de ce projet, plusieurs algorithmes de détection d’anomalies ont été testés
avant de sélectionner le modele final. Chaque approche a été évaluée en termes de précision,
rappel, fl-score, et robustesse sur un jeu de données déséquilibré. Cette section présente
une synthese des performances observées et des justifications du choix retenu.

D.1 Random Forest (avec SMOTE)

Ce modele a montré des performances solides et équilibrées sur I’ensemble des données.
Contrairement & d’autres modeles, il a su détecter les anomalies avec un excellent com-
promis entre précision et rappel, tout en conservant un tres faible taux de faux positifs.

- Accuracy : 0.992 (sur 384 échantillons)
- Rappel (anomalie) : 0.91
- Fl-score (anomalie) : 0.87

Il constitue un choix pertinent pour une mise en production industrielle. Sa capacité a
gérer les jeux de données déséquilibrés grace a SMOTE et a fournir des résultats inter-
prétables le rend supérieur aux autres méthodes testées.

D.2 K-Nearest Neighbors (KNN)

- Accuracy : 0.98
- Rappel (anomalie) : 1.00
- Fl-score (anomalie) : 0.71

Performant mais sensible a la structure des données. Produit parfois des faux positifs.

D.3 Isolation Forest (de base)

- Accuracy : 0.89
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- Rappel (anomalie) : 1.00

- Fl-score (anomalie) : 0.33

Détecte les anomalies mais avec beaucoup de fausses alertes (précision tres faible).

D.4 Isolation Forest (tuning 4+ validation croisée)

- Accuracy : 0.71
- Fl-score : 0.06

Tres mauvaise précision malgré un rappel élevé. Trop de faux positifs.

D.5 Autoencoder

- Accuracy : 0.96
- Fl-score : 0.69

Performant et prometteur, mais nécessite un ajustement précis du seuil.

D.6 Autoencoder (seuil ajusté)

- Accuracy : 0.71
- Fl-score : 0.08

Faible précision, trop d’échantillons normaux sont considérés a tort comme anomalies.

D.7 One-Class SVM

- Accuracy : 0.92
- Fl-score : 0.42

Bonne base mais difficile a calibrer. Sensible au déséquilibre des classes.

D.8 One-Class SVM + SMOTE

- Accuracy : 0.90
- Fl-score : 0.35
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Légere amélioration, mais pas suffisant pour des performances industrielles fiables.

Modele Accuracy | Recall | Fl-score | Commentaires

Random Forest + 0.992 0.91 0.87 Meilleur compromis global.

SMOTE Fiable, robuste, précis.

KNN 0.98 1.00 0.71 Bonne performance, mais sensible
aux données bruitées.

Isolation Forest (base) 0.89 1.00 0.33 Trop de faux positifs malgré un
bon rappel.

Isolation Forest (tu- 0.71 1.00 0.06 Mauvaise précision, non utilisable

ning) en 'état.

Autoencoder 0.96 1.00 0.69 Prometteur, mais dépend du cali-
brage du seuil.

Autoencoder  (seuil 0.71 1.00 0.08 Surdétection excessive.

ajusté)

One-Class SVM 0.92 1.00 0.42 Résultats moyens, sensible au
déséquilibre.

One-Class SVM + 0.90 1.00 0.35 Amélioration légere, mais tou-

SMOTE jours trop de fausses alertes.

TABLE 7.3 — Résumé comparatif des performances des algorithmes testés

Conclusion : Au vu des résultats présentés, le modele Random Forest avec SMOTE
est celui qui offre la meilleure balance entre performance, précision, et robustesse. Il a
donc été choisi comme solution finale pour l'intégration dans ’application.
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Annexe E : Codes sources et scripts

d’interface Streamlit

E.1 — Préparation et nettoyage des données

o # 1. Charger les donné

es

df = pd.read_csv("finalALL_PIVOTEE.csv")

if "Formulation Label™

<> df.drop(columns=["Formulation Label"], inplace=True)
(o) # 3. Extraire les Tags depuis la colonne "Description”
def extract_tags(text):
[:] if pd.isna(text):
return "None"
tags = []

text = text.lower(
if "obm" in text:
if "sbm" in text:

if "wbm" in text:
if "kcl" in text:

return

df["Tags"] = df["Description”].apply(extract_tags)

# 4. Nettoyer "Job Ref" en extrayant le format "MI-XX-XX"

# 2. Supprimer la colonne redondante

in df.columns:

)

tags.
tags.
tags.
.append("KC1")
if "nacl" in text: tags.append("NaCl")

if "polymer" in text: tags.append("Polymer")
, ".join(tags) if tags else "Other"

tags

def clean_job_ref(text):
if isinstance(text, str):
match = re.search(r"(MI-\d{2}-\d{2})", text)

return match.group(1l) if match else text.strip()

return "None"

df["Job Ref"] = df["Job Ref"].apply(clean_job_ref)

# 5. Extraire 1'année depuis la colonne "Date"

def extract_year(date)
try:

return pd.to_datetime(date).year

except:
return None

df["Année"] = df["Date"].apply(extract_year)

append("0BM")
append("SBM")
append ("WBM")

# 6. Remplir les valeurs manquantes
# a) Colonnes numériques :

num_cols = df.select_dtypes(include=[np.number]).columns

for col in num_cols:

df[col] = df.groupby("Fluid System")[col].transform(lambda x: x.fillna(x.mean()))

moyenne par "Fluid System"

df[col].fillna(@, inplace=True)

# b) Colonnes textuelles :
obj_cols = df.select_dtypes(include="object").columns

for col in obj_cols:

df[col].fillna("None", inplace=True)

"None"

# 7. Exporter les données nettoyées

df.to_csv("finalALL_PIVOTEE_cleaned.csv", index=False, encoding="utf-8-sig")
finalALL_PIVOTEE_cleaned.csv")

print("[4 Fichier nettoyé enregistré

<4 Que puis-je vous aider a créer ?

{2} Variables Terminal
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E.2 — Centralisation et création du tableau pivoté

o # 1. Charger les données nettoyées
df = pd.read_csv("finalALL_PIVOTEE cleaned.csv")

# 2. Créer un identifiant unique pour chaque échantillon
df["sample ID"] = df["Formulation Label"] + "_" + df["Sample Type"]

# 3. Créer un tableau pivoté : une ligne = un échantillon, colonnes = types de tests
pivot_df = df.pivot_table(

index=["sample ID", "Date", "Fluid System"],

columns="Test",

values="value",

aggfunc="first"
).reset_index()

# 4. Exporter le tableau centralisé dans un fichier CSV
pivot_df.to csv("synthetic_drilling fluid data_enriched.csv", index=False, encoding="utf-8-sig")
print(" 4 Données centralisées enregistrées : synthetic_drilling fluid_data_enriched.csv")

E.3 — Entrainement du modeéle Random Forest avec
normalisation et SMOTE

(’ from sklearn.ensemble import RandomForestClassifier
from sklearn.preprocessing import StandardScaler
from imblearn.over_sampling import SMOTE
import joblib

# Exemple de données fictives pour test rapide (3 remplacer par les vraies)

from sklearn.datasets import make classification

X train, y train = make classification(n samples=18@, n features=10,
n_informative=5, n_redundant=2,
weights=[0.9], random_state=42)

# Prétraitement : normalisation
scaler = StandardScaler()
X_train_scaled = scaler.fit_transform(X_train)

# Rééquilibrage des classes
smote = SMOTE(random state=42)
X_resampled, y resampled = smote.fit_resample(X_train_scaled, y_train)

# Initialisation et entrainement du modéle
model = RandomForestClassifier(n_estimators=10@, random_state=42)

model.fit(X resampled, y resampled)

# Sauvegarde du modéle entrainé
joblib.dump(model, 'rf_model final.pkl")

print("Ed Modéle entrainé et sauvegardé avec succés.™)
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E.4 — Interface Streamlit : Chargement et extraction
des données utilisateur

o import streamlit as st
import pandas as pd

# Interface utilisateur : Téléchargement du fichier CSV ou Excel
uploaded_file = st.file uploader("Choisir un fichier CSV ou Excel™, type=["csv", "x1lsx"])

if uploaded file is not None:
# Charger les données selon le type de fichier
if uploaded file.name.endswith(".csv"):
df = pd.read csv(uploaded file)
elif uploaded file.name.endswith(".x1sx"):
df = pd.read_excel(uploaded file)

st.write("Apercu des données :")
st.write(df.head())

# Extraire les colonnes pertinentes pour 1’analyse

features = ['Density’', 'pH', 'Vviscosity', 'Turbidity', 'vield Point"]
df_extracted = df[features]

# Sauvegarder les données extraites

df extracted.to csv('extracted data.csv', index=False)

st.write("Fichier extrait enregistré : extracted_data.csv")
st.write(df extracted.head())

E.5 — Interface Streamlit : Prédiction en temps réel
avec le modele entrainé

o import joblib

# Charger le modele Random Forest pré-entrainé
model = joblib.load("rf model 9374ae9d.pkl™)

# sélectionner les colonnes pertinentes pour la prédiction
X = df_extracted[['Density’, 'pH', 'Viscosity', 'Turbidity®, 'Yield Point']]

# Effectuer la prédiction
y pred = model.predict(X)

# Afficher les résultats dans 1'interface Streamlit
st.write("Résultats de la prédiction :™)

st.write("Anomalies détectées (1 = Anomalie, @ = Normal) :")
st.write(y_pred)
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E.6 — Interface Streamlit : Visualisation des anomalies
par type de fluide

o import seaborn as sns
import matplotlib.pyplot as plt

# Affichage dans 1'interface Streamlit
st.write("Distribution des anomalies par type de fluide :™)

# Filtrer uniquement les échantillons avec anomalies
anomalies_df = df[df["IsAnomaly”] == 1]

# Créer la figure

plt.figure(figsize=(8, 5))

sns.countplot(data=anomalies_df, x="Fluid System”, order=df["Fluid System”].value_counts().index)
plt.title("Mombre d'anomalies détectées par type de fluide™)

plt.xlabel("Type de fluide™)

plt.ylabel("Nombre d'anomalies™)

# Intégrer le graphique dans Streamlit
st.pyplot(plt)

E.7 — Interface Streamlit : Génération automatique
d’un rapport PDF

o import seaborn as sns
import matplotlib.pyplot as plt

# Affichage dans 1'interface Streamlit
st.write("Distribution des anomalies par type de fluide :™)

# Filtrer uniquement les échantillons avec anomalies
anomalies_df = df[df["IsAnomaly”] == 1]

# Créer la figure

plt.figure(figsize=(8, 5))

sns.countplot(data=anomalies_df, x="Fluid System", order=df["Fluid System"].value_counts().index)
plt.title("Nombre d'anomalies détectées par type de fluide™)

plt.xlabel("Type de fluide™)

plt.ylabel("Nombre d'anomalies”)

# Intégrer le graphique dans Streamlit
st.pyplot(plt)
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