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Abstract

Agriculture is crucial for the survival of humanity, but it faces major challenges related to
plant diseases, which can lead to significant crop losses. Early detection and prevention of
disease spread are essential. To overcome these challenges, many researchers are exploiting
computer vision techniques to analyze images of plant leaves and identify diseases, as the
majority of symptoms appear on the leaves. Our work is part of this approach by developing
and evaluating four advanced models: a convolutional neural network (CNN) model and three
hybrid models combining a CNN as a feature extractor with different classifiers (SVM, KNN,
and Random Forest) to identify 19 plant classes with 15 diseases. To improve the accuracy of
these models, fuzzy integrals (Sugeno and Choquet) were used, with a specific optimization of
the fuzzy measure using the particle swarm optimization (PSO) algorithm.

Keywords: Plant Disease Diagnosis, Computer Vision, CNN, Classifiers, Fuzzy Integrals,
Choquet Integral, Sugeno Integral, Fuzzy Measures, PSO.

Résumé

L’agriculture est cruciale pour la survie de 'humanité, mais elle fait face a des défis majeurs
liés aux maladies des plantes, qui peuvent entrainer des pertes de récoltes significatives. La
détection précoce et la prévention de la propagation des maladies sont essentielles. Pour sur-
monter ces défis, de nombreux chercheurs exploitent les techniques de vision par ordinateur
pour analyser les images des feuilles des plantes et identifier les maladies, car la majorité des
symptomes apparaissent sur les feuilles. Notre travail s’inscrit dans cette démarche en dévelop-
pant et en évaluant quatre modeles avancés : un modele de réseau de neurones convolutionnel
(CNN) et trois modeles hybrides combinant un CNN comme extracteur de caractéristiques avec
différents classifieurs (SVM, KNN et forét aléatoire) pour identifier 19 classes de plantes avec
15 maladies.Afin d’améliorer la précision de ces modeles, des intégrales floues (Sugeno et Cho-
quet) ont été utilisées, avec une optimisation spécifique de la mesure floue grace a I’algorithme
d’optimisation par essaim de particules (PSO).

Mots clés :Diagnostic des maladies des plantes, Vision par ordinateur, CNN, Classifieurs,
Intégrales Floues, Intégrale de Choquet, Intégrale de Sugeno, Mesures Floues, PSO.
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INTRODUCTION CENERALE

“L’agriculture est la base et la force de la prospérité du pays”
Napoléon Bonaparte

L’agriculture est I'un des domaines clés dont dépend la survie de 'humanité. Avec ’augmentation
de la population, les besoins alimentaires ont considérablement augmenté par rapport aux épo-
ques précédentes|1]. Cependant, elle est confrontée a un défi majeur qui est la protection contre
les maladies qui peuvent affecter le rendement des cultures. Aux Etats-Unis seulement, il y a
une perte de récolte estimée & environ 21 milliards de dollars par an [2]. Nous ne pouvons faire
face a ce probleme que si nous sommes capables de prévenir les maladies des plantes des les
premiers stades et de prendre des mesures préventives pour stopper la propagation des maladies
entre les plantes [3].

Il y a de nombreux problemes a le faire manuellement : les années d’expérience nécessaires,
I'identification exacte de la maladie et ensuite la suggestion d’un diagnostic approprié. Nous
pouvons résoudre ce probléeme en introduisant des techniques automatisées. La détection au-
tomatisée des maladies des plantes est un sujet de recherche qui aspire la communauté de
I'intelligence artificielle et de la vision par ordinateur. Elle vise a développer des systemes
intelligents permettant une détection automatique des maladies des feuilles des plantes . Les
feuilles contiennent des textures et des caractéristiques visuelles qui permettent d’identifier le
type de maladie en utilisant des algorithmes d’apprentissage. Ces dernieres années, les tech-
niques d’apprentissage profond ont été largement utilisées car elles permettent de développer
des systemes de détection automatisés [4]. Cependant, les scores de détection doivent étre élevés
pour minimiser 'erreur. Le probleme qui confronte la plupart des modeles est que lorsque le
nombre de classes est tres élevé, I'exactitude diminue. C’est ce probleme que nous allons ré-
soudre dans notre projet.

Ce travail décrira notre apport dans la détection des maladies des plantes. Lors de cette
étude, nous avons développé quatre modeles : un modele de réseau de neurones convolution-
nel (CNN) et trois modeles hybrides combinant un CNN comme extracteur de caractéristiques
avec différents classifieurs (SVM, KNN et forét aléatoire) pour identifier 19 classes de plantes
avec 15 maladies. Dans le but d’amélioration des performances de notre systeme, nous avons
intégré des outils mathématiques comme les intégrales floues. Dans notre étude, nous avons
utilisé deux types d’intégrales floues : I'intégrale de Sugeno et I'intégrale de Choquet. La par-
ticularité de ces intégrales est qu’elles disposent d’un parametre qui influence beaucoup leurs
résultats appelé la mesure floue. Dans la majorité des modeles développés par les chercheurs,
ce parametre est choisi aléatoirement. Dans notre étude, nous ’avons calculé de maniére exacte
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en utilisant ’algorithme d’optimisation par essaim de particules pour attribuer la valeur la plus
optimale a ces mesures floues.

Ce mémoire est structuré en 5 chapitres de la maniere suivante :

Chapitre 1 : Ce chapitre présente les étapes constituant un systéme de classification des mal-
adies des plantes, ainsi qu’une description des travaux les plus récents effectués dans ce
domaine.

Chapitre 2 : Ce chapitre fournit une étude approfondie sur les réseaux de neurones convolu-
tifs, ainsi que sur les différents classifieurs que nous avons utilisés dans notre étude.

Chapitre 3 : Dans ce chapitre, nous détaillerons I'intégrale floue et 'optimisation par essaim
de particules, ainsi que la maniere dont nous les avons combinées pour travailler ensemble
dans notre étude.

Chapitre 4 : Dans ce chapitre, nous parlerons plus en détail du travail effectué dans notre
projet, a travers la description de la méthodologie suivie, ainsi que l’analyse des per-
formances des différents systemes mis en ceuvre pour la classification des maladies des
plantes.

Chapitre 5: Ce dernier chapitre sera consacré a la description des méthodes utilisées pour
améliorer les performances des différents systémes mis en ceuvre pour la classification des
maladies des plantes.

Enfin, nous terminerons ce mémoire par les principales conclusions et quelques perspectives.
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CHAPTER 1

ETAT DE LART SUR LES SYSTEMES DE CLASSIFICATION
DES MALADIES DES PLANTES

1.1 Introduction

L’agriculture n’est pas seulement le pilier de I’économie nationale, mais aussi une source essen-
tielle de subsistance pour I’humanité. Dans ce contexte, la préservation de la santé des plantes
revét une importance cruciale. La détection précoce des infections végétales est une étape vitale
pour protéger les plantes saines, garantissant ainsi la préservation des rendements et la sécurité
alimentaire [5]. Les feuilles des plantes constituent des indicateurs essentiels des infections, car
la majorité des symptomes de maladies se manifestent principalement sur elles. L’état de santé
d’une plante se révele a travers la couleur, la texture, les bordures et la taille de ses feuilles [4].
Comme illustré dans la Figure 1.1.

En utilisant des images de feuilles pour l'identification des maladies, les progres substantiels
en matiere d’apprentissage automatique et d’apprentissage profond ont ouvert des opportu-
nités pour perfectionner la précision et l'efficacité des systemes d’identification des maladies
des feuilles de plantes. En exploitant des réseaux de neurones convolutifs (CNN) et des classi-
fieurs d’apprentissage automatique, ces systémes peuvent analyser des images de feuilles avec
une grande précision, détectant des signes de maladies souvent imperceptibles a 'ceil nu.Cette
technologie offre des diagnostics rapides et précis, réduisant les ressources nécessaires pour gérer
les infections des plantes et améliorant la productivité agricole[6].

Figure 1.1: Exemples des images des feuilles de ’ensemble de données PlantVillage[7]
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A travers Ce chapitre nous allons présente les étapes constituant un systeme de classification
des maladies des plantes, ainsi qu’une description des travaux les plus récents effectués dans ce
domaine

1.2 Maladies des plantes

Les maladies des plantes surviennent en raison d’une anomalie dans la forme, la physiologie ou
le comportement des plantes[8]. Elles peuvent étre causées par des agents biotiques (pathogenes
tels que les champignons, les bactéries) ou des agents abiotiques (les facteurs physiologiques
tels que les coups de soleil, les carences minérales), comme montre dans la Figure 1.2.

Plant Diseases

}

Abiotic Diseases

l

Factors like- Tempreture,
Rainfall, Humidity,
Nutrient Deficiency, etc.

|

Biotic Diseases

!

Factors like- Virus,
Bacteria, Fungus,
Protozoa, and Nematodes

Figure 1.2: Classification des maladies des plantes et facteurs responsables|8]

Les maladies biotiques sont infectieuses. En revanche, les maladies abiotiques sont causées par
la présence d’agents non infectieux dans les plantes. Par conséquent, les maladies biotiques
sont les plus dangereuses et causent les plus grands dommages a nos récoltes agricoles. Ce type
des maladies sont divisées en trois catégories principales, comme illustré dans la Figure 1.3.

Maladies fongiques:
Les infections fongiques sont plus graves que d’autres maladies des plantes, affectant les
cultures et leur qualité tout en raccourcissant la croissance et la productivité des plantes.
Les champignons phytopathogenes (parasites et semi-parasites) sont responsables des
maladies fongiques des plantes. Les maladies fongiques les plus courantes et dangereuses
pour les plantes sont 1'oidium, la rouille, le flétrissement fusarien, la tache noire[9] .

Maladies bactériennes :

Les infections bactériennes peuvent causer des dommages aux tiges, feuilles et racines
des plantes, parfois méme sans présenter de symptomes externes. Elles se propagent
rapidement d’une plante a 'autre. Les maladies bactériennes, résultant de ces infections,
sont principalement causées par des bactéries. Parmi les plus communes, on trouve la
pourriture noire, la briilure bactérienne, la brilure des feuilles et la tache bactérienne.
Son impact destructeur s’intensifie notamment par temps chaud et humide, ce qui en fait
une menace sérieuse pour ces cultures. [9]

Maladies virales:
Contrairement aux champignons, les infections virales ne produisent ni spores ni corps
fructiferes. Contrairement aux maladies bactériennes, elles ne créent pas non plus d’exsudat.
Ils ne peuvent méme pas étre cultivés en laboratoire car ils ne se développent que dans des
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cellules vivantes. Les maladies virales sont causées par le pathogene virus. Le jaunisse-
ment des feuilles, la courbure des feuilles, la mouche blanche, la briilure des bourgeons et
le virus de la mosaique sont les maladies virales les plus courantes. [9]

—> Mosaic
——> Scab ;

Viral
X ra —1 > Leaf Curl §'% ‘3}'
Diseases =

L, Blight e Ata\ =
v =
Fungal - L. Abication m
) ——> Rust
Diseases o
Bacterial
> Scorch Spot
Bacterial
Diseases
L > Mites Wilting

Figure 1.3: Infections biotiques des plantes dans diverses cultures[§]

1.3 Systémes de détection des maladies des plantes

Un systeme de diagnostic des maladies des plantes comme montre dans la figure 1.4 est un outil
technologique sophistiqué congu pour identifier et évaluer les infections des plantes en analysant
les symptomes visibles, souvent a travers des images des feuilles et d’autres parties de la plante.
Selon [10], un tel systeme est utilisé pour prévoir la survenue ou l'aggravation des maladies
chez les plantes cultivées. A D'échelle d’'une parcelle, ces systemes assistent les producteurs dans
la prise de décisions stratégiques concernant les traitements phytosanitaires. Ils integrent les
conditions météorologiques actuelles et prévues pour formuler des recommandations précises
sur la nécessité d’'un traitement. La mission principale d'un systéme de diagnostic des maladies
végétales est de détecter les maladies suffisamment a I'avance pour permettre aux cultivateurs
de prendre des décisions éclairées, afin de minimiser les pertes économiques.

Y

Traitement

o? N
.\
q L]
Lal
Envoi de données climatiques Agriculteur

Figure 1.4: Systemes de détection des maladies des plantes [11]

1.3.1 Objectifs des systemes de détection des maladies des plantes

Les systemes de détection des maladies des plantes sont développés dans le but de répondre a
plusieurs objectifs spécifiques :

o Simplifier la gestion des épidémies.

Systemes de détection des maladies des plantes Page 19
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o Minimiser les pertes financieres engendrées par la propagation des parasites.
o Aider les agriculteurs dans leurs décisions concernant 1'usage des pesticides et fongicides.

o Améliorer la qualité des récoltes.

1.3.2 Caractéristiques des systeme de détection des maladies des
plantes

Selon [10] un systeme de détection des maladies efficace repose sur plusieurs caractéristiques
clés comme :

« Fiabilité : Utilisation de données biologiques et environnementales solides.

o Simplicité : Plus le systeme est simple, plus il sera appliqué et utilisé par les producteurs.

« Importance : La maladie doit étre économiquement importante pour la culture, mais
suffisamment sporadique pour que le besoin de traitement ne soit pas systématique.

o Utilité : Le systeme de prévision doit étre bénéfique, c’est-a-dire qu’il doit alléger les pro-
ducteurs de nombreuses taches de surveillance des cultures en fournissant les recomman-
dations nécessaires pour 'application des produits chimiques et la gestion des maladies
au moment opportun.

o Disponibilité : Les données concernant les éléments d’interaction, telles que le type
de plante et les données climatiques, doivent étre disponibles en temps réel.

 Rentabilité : Le systeme de prévision doit étre économique en termes de coiit par
rapport aux techniques de gestion des maladies existantes.

I’ensemble des ces caractéristique ils sont représente dans la figure 1.5 .

Fiabilité
Fiabilité des données Décharger les agriculteurs
climatiques de |a surveillance de la
culture
Simplicite Disponibilité
Interface simple a utiliser @ Disponibilite des données
climatiques utilisées
Rentabilité
Maladie importante Retour sur investissement
économiguement

Figure 1.5: Caractéristiques des systeme de détection des maladies des plantes [11]
1.4 Architecture des systemes de classification des mal-

adies des plantes.

L’architecture d'un systeme de classification des maladies des plantes se compose principalement
de trois blocs principaux, comme montre dans la Figure 1.6 :
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Bloc de pré-traitement: Ce premier bloc regoit les images brutes et les soumet a une série
de processus visant a améliorer leur qualité. Ces processus incluent le débruitage, la
normalisation, la détection de contours et la segmentation des images.

Bloc d’extraction des caractéristiques : Ce bloc joue un role central dans la qualité glob-
ale du systeme. Il analyse les images prétraitées afin d’extraire les caractéristiques fon-
damentales utilisées dans leur classification. Ces caractéristiques sont obtenues grace a
I’application de méthodes statistiques conventionnelles ou de techniques d’apprentissage
profond, assurant ainsi une représentation précise des données pour la classification ultérieure.

Bloc de classification : Ce bloc regoit en entrée le vecteur de caractéristiques généré par le
bloc précédent, Il se charge ensuite de la classification, que ce soit a travers des algorithmes
classiques ou bien par de I'apprentissage, fournissant ainsi en sortie la classe de I'image
d’entrée.

I“ .—; Pré-traitement e c:’;t;f;ti';'i'q‘;is —)p Classification === Classe
Image d'entrée

Figure 1.6: Architecture d’un systeme de classification des maladies des plantes

1.4.1 Pré-traitement des images

Le prétraitement des images est une étape cruciale en vision par ordinateur et en traitement
d’images, car la qualité des données détermine la qualité du modele final. Cette étape implique
des opérations de bas niveau, ot I'entrée et la sortie sont des images[12]. L’objectif principal du
prétraitement est d’améliorer la qualité des images pour faciliter leur analyse. En supprimant
les distorsions indésirables et en améliorant certaines propriétés des images, on prépare ainsi
les données pour une meilleure performance du modele.

Par exemple, a ’entrée des premieres couches d’'un module, il est essentiel que toutes les images
soient de la méme taille. Le prétraitement permet de standardiser les dimensions des images,
réduisant ainsi le temps d’entrainement du modele et accélérant U'inférence[13]. On distingue
plusieurs opérations de prétraitement, incluant des opérations comme le redimensionnement, le
recadrage, ’élimination de I'arriere-plan, le lissage et la normalisation comme ci illustrée dans
la Figure 1.7.

Recadrage Filtrage
Images ] Images

Redi i | Normalisation

Figure 1.7: Principe de Prétraitement d’image

Dans la plus part des cas , pour effectuer le prétraitement des images de plantes, on utilise ce
genre d’opérations de prétraitement.
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1.4.1.1 Normalisation des images

Nous standardisons nos images afin d’optimiser les performances de la plupart des modeles
d’apprentissage automatique et d’apprentissage profond. Idéalement, ces modeles fonctionnent
de maniere plus efficace lorsque les valeurs d’entrée sont normalisées dans une plage de -1 a 1,
ce qui leur permet de mieux appréhender les nuances et les variations des données.

1.4.1.2 Débruitage des images

L’image acquise peut contenir différents types de bruit provenant de I’environnement, des dis-
positifs de capture d’image, qui sont éliminés par diverses techniques de suppression du bruit.
La méthode du filtre moyen est utilisée pour éliminer le bruit gaussien. Le filtrage médian est
une technique de filtrage numérique non linéaire, utilisée pour éliminer le bruit de sel et poivre
et pour accentuer les contours. Pour la suppression du bruit et le lissage des images tout en
préservant les contours, un filtre bilatéral est utilisé.[14]

La Figure 1.8 illustre les résultats obtenu apres 'application dun filtre de lissage gaussien

Lissage de I'image

Lissage de I'image

Figure 1.8: Lissage des images avec un filtre gaussien

1.4.1.3 Suppression de Parriére-plan

La suppression de l'arriere-plan est une technique utilisée pour séparer une image en deux
classes distinctes : le premier plan (feuille) et 'arriere-plan (sol). Comme ci illustré dans la
figure 1.9. En éliminant I'arriere-plan indésirable, on s’assure que les caractéristiques extraites
se concentrent uniquement sur la partie de I'image qui nous intéresse, a savoir la feuille[15]. Cela
améliore la qualité des caractéristiques extraites en éliminant les distractions et les interférences
de l'arriere-plan, ce qui permet une analyse plus précise et fiable de la feuille.
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Figure 1.9: Exemples d’images apres suppression de l'arriere-plan|[16]

1.4.1.4 Segmentation des images

La segmentation d’image est une technique utilisée pour diviser une image en régions distinctes,
dans le but de détecter des anomalies ou des zones d’intérét spécifiques, telles que des régions
malades comme ci illustré dans la Figure 1.10. Cette méthode simplifie la représentation de
I'image, en permettant une analyse plus ciblée et une meilleure distinction entre les différentes
zones. En impactant I’étape suivante, qui est l'extraction des caractéristiques, la segmentation
contribue a améliorer la précision et la fiabilité de I’analyse, en fournissant des informations
pertinentes sur les régions identifiées. Ainsi, la segmentation d’image joue un role crucial dans
de nombreuses applications de traitement d’image et de vision par ordinateur.|8]

Figure 1.10: Images de feuilles malades avec segmentation des régions malades[16]

1.4.2 Extraction des caractéristiques

L’étape d’extraction des caractéristiques est cruciale dans la construction du modele de clas-
sification et vise a extraire les attributs pertinents caractérisant chaque classe [17]. Dans la
littérature, les attributs de couleur, de texture et de forme de la zone malade sont utilisés
pour la classification des maladies des plantes. En fonction de ces attributs, diverses tech-
niques d’extraction de caractéristiques appropriées ont été employées dans plusieurs recherches
de classification des maladies des plantes.

La performance du systeme de classification des maladies dépend de la technique d’extraction
des caractéristiques employée. Par conséquent, le choix des caractéristiques et des descripteurs
de caractéristiques est un enjeu crucial dans la classification des maladies en raison de la
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similarité des caractéristiques des maladies [18]. La matrice de co-occurrence des niveaux de
gris (GLCM), la transformée en ondelettes, la texture de Haralick et la transformée de Gabor,
I'histogramme des gradients orientés (HOG) et les techniques des motifs binaires locaux sont
généralement utilisées comme descripteurs/extracteurs de caractéristiques dans diverses études
[19]; [20]; [21]; [22].

La sélection de caractéristiques non pertinentes provoque des problemes de performance de
modele telle qu’il peut entrainent un cotit computationnel plus élevé et aussi peuvent causer
un surapprentissage du classifieur.Ainsi, dans les applications d’apprentissage automatique et
de vision par ordinateur, des techniques de sélection de caractéristiques sont employées pour
trouver les caractéristiques les plus pertinentes du vecteur de caractéristiques.

A cette fin, le score de I’analyse en composantes principales (ACP), lentropie et la covariance
des caractéristiques extraites ont été utilisés dans une étude [22]. Des études ont également
utilisé I’ACP, le gain d’information (IG), et I'évaluateur de caractéristiques Relief-F, les courbes
floues et la surface floue, pour sélectionner les caractéristiques les plus adaptées [23];[24]; [25].
De plus, l'algorithme génétique et 'optimisation par essaim de particules améliorés avec la
méthode de divergence de skew ont également été utilisés dans le but de sélectionner des
caractéristiques de couleur et de texture adaptées[26].

1.4.3 Classification des maladies

La classification représente 1’étape primordiale de la classification des maladies des plantes.
Son role crucial dans ce processus dépend étroitement des étapes précédentes. En effet, cette
phase utilise le vecteur de caractéristiques extrait des descriptions préalables. Dans des nom-
breux travaux récents, cette partie est traitée avec une diversité de classifieurs, comme nous
I’explorerons dans la section de I’état de I'art. On retrouve souvent 1'utilisation de classifieurs
par apprentissage automatique tels que les SVM, Random Forest, KNN ou encore les réseaux
de neurones. Chaque algorithme possede ses propres avantages et limites.

1.5 Etat de l’art

Cette section présente une analyse des recherches récentes sur 'application de 'apprentissage
profond a la classification des maladies des plantes. Elle se concentre particulierement sur les
études utilisant I'ensemble de données PlantVillage [27], dont les résultats sont résumés dans
le tableau 1.1.

Les auteurs de [28] ont proposé un systéme hybride pour la classification des maladies des
feuilles de tomates, utilisant un ensemble de données composé de 16 012 images représentant
10 classes différentes. Le systeme hybride développé utilise le (CNN) pour I'extraction des
caractéristiques et le (SVM) pour la classification. Leurs résultats montrent que le systeme
hybride proposé atteint une précision de 98,25 %, ce qui est supérieur & plusieurs autres
systemes de pointe.

Les auteurs de [29] ont utilisé Papprentissage par transfert sur 15 modeles de CNN pré-entrainés
pour classifier 10 types de maladies des feuilles de riz, en utilisant un ensemble de données de
10080 images. Les résultats ont montré que le modele InceptionV3 se démarquait avec une pré-
cision moyenne de 99,64%, tandis que le modele AlexNet avait une performance inférieure avec
une précision moyenne de 97,35%. Les autres modeles évalués incluaient InceptionResNetV2,
Xception, ResNetb0, DenseNet201, EfficientNet B0, MobileNetV2, ResNet101, GoogleNet, Nas-
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NetMobile, ShuffleNet, DarkNet53, SqueezeNet, et VG(G16, obtenant des précisions allant de
97,28% a 99,61%.

Les auteurs de[30Jont proposé une approche hybride utilisant des modeles CNN, VGG19,
ResNet15V2, DenseNet et Xception pour 'extraction des caractéristiques, tandis que le SVM
a été employé pour la classification. L’ensemble de données utilisé dans cette étude comprenait
31 397 images de feuilles saines et malades de divers types de plantes, réparties en 25 classes.
Les résultats ont montré que la précision obtenue variait de 82,05 % a 91,96 %, démontrant
ainsi l'efficacité du modele hybride pour améliorer la détection des maladies des plantes.

Les auteurs de I'article [31] ont élaboré un modele pour diagnostiquer automatiquement quatre
maladies spécifiques du riz en suivant une méthodologie rigoureuse. Le processus débute par
le prétraitement des images, incluant leur redimensionnement et leur conversion en espaces
colorimétriques RVB et HSV, suivi d'une étape de segmentation. Ensuite, les caractéristiques
globales telles que les moments de Hu, Haralick et I'histogramme de couleur sont extraites et
regroupées. L’analyse utilise plusieurs classificateurs, parmi lesquels la régression logistique,
les arbres de décision, les foréts aléatoires, KNN, LDA, SVM et le classificateur bayésien naif
gaussien. Les résultats de cette étude démontrent que la forét aléatoire se distingue comme le
meilleur classificateur, avec une précision de 97,62 %. Une validation croisée a 10 volets est
effectuée pour évaluer la performance des algorithmes, en utilisant la matrice de confusion ainsi
que la précision, le rappel, le score F1 et le support comme criteres d’évaluation.

Les auteurs de [32] ont mené une étude comparant efficacité de 'apprentissage profond (DL)
et de apprentissage machine (ML) dans la classification des maladies des feuilles des plantes.
Le jeu de données pour les maladies des feuilles d’agrumes a été utilisé pour effectuer la classi-
fication basée sur le DML. Les captures d’écran ont été prises personnellement par les auteurs
a l'aide d'un appareil photo reflex numérique et ont une résolution de 7 DPI et une taille de
pixel de 256x256. Il y a un total de 609 images. En ce qui concerne 'identification des maladies
des plantes d’agrumes, les approches basées sur le ML (SVM, RF, SGD) et sur le DL (Incep-
tionV3, VGG16, VGG19) sont toutes deux efficaces. Le taux de reconnaissance des maladies
(CA) obtenu lors des tests est assez bon, les approches DL surpassant les méthodes ML dans
les tdches de reconnaissance de maladies suivantes : RF (76,8%), SGD (86,5%), SVM (87%),
VGG19 (87,4%), InceptionV3 (89%), et VGG16 (89,5%). D’apres les résultats, RF a obtenu la
précision la plus basse tandis que VGG16 a donné les meilleurs résultats.

D’autres travaux de recherche et expériences ont été menés pour classifier les maladies des
plantes. Les performances de ces travaux seront résumées dans le tableau 1.1 :
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Auteurs Ensemble de données Modéle Exactitude Année
Type de plante Nombre de classes | Nombre d’images
Réseau CNN basé sur les images RGB
[28] Tomato 10 16012 comme extracteur de caractéristiques, 98.25% 2022
SVM comme classifieur
Tomato, Potato, CNN | 84.24%,
[33] Rice, Apple, 26 24156 AlexNet, 91.19%, 2024
Pepper Bell, Sorghum MobileNet 97.33%
CNN , 94.72%,
[34] Tomato 3 1800 N 2020
InceptionV3 96.11%
Rice :99.58%, 93.76%,
Rice : 5932 CNN ,SVM , KNN | 68.95 %, 90%,96.83%,
[35] Rice,Potato 7 (4 Rice , 3 Potato) 1ee o YA 270 e o 2021
Potato :1500 Decision Tree, Random Forest Potato : 97.66%, 92%,
70%, 66.66%,85%,
15 modeles de CNN pré-entrainés
(InceptionResNetV2, Xception, 99.64% ,99.61% ,99.59% ,
ResNet50, InceptionV3, DenseNet201, 99.59% ,99.58% ,99.51% ,
[29] Rice 10 10080 EfficientNetB0, MobileNetV2, ResNet101, | 99.47% ,99.47% ,99.35% , 2023
GoogleNet,NasNetMobile | 99.27% ,99.19% ,99.18% ,
ShuffleNet , DarkNet53, 98.98% ,98.21% ,97.28%
SqueezeNet, VGG16, AlexNet)
CNN et VGG19 et ResNet15V2
Tomato, Potato, 89.79%,90.71 %,
. ; et DenseNet et Xception
[30] Corn(maiza), 25 31397 84.89%,91.96%, 2023
comme extracteur de caracteristique
Grape, Apple 82.05 %
et SVM comm classifieur
. Tomato, Grape, CNN, 90.92%,
[36] 21 10949 2023
Corn(maiza), Apple KNN 67.85%
Apple, Grape,
ppie, pe . . CNN |, Random Forest 97.89%, 87.43% ,
[37] Peach, Cherry 16 36958 2021
SVM, KNN 78.61% , 76.96%
Pepper Bell, Strawberry
CNN, 91.20%,
[38] Potato 3 2850 Apprentissage par Transfert ResNet50, 94.80%, 2023
Hybride CNN(ResNet50) avec SVM 95.6%
. . . . AlexNet, ResNetb0 , VGG16 , 87.1% , 89.7% ,91.5% ,
[39] 14 crop species 38 24305 2024
Inception V3 , MobileNet V2 | EfficientNet 93.8% ,93.5% ,97.5% ,
LR, LDA , KNN , 94.05% , 76.79% ,81.55% ,
[31] Paddy(riz paddy) 4 560 Decision Tree , RF, 94.05% , 97.62% , 2023
Gaussien NB ,SVM 66.07% , 96.43%
ML : RF, SGD, SVM ML : 76.8% , 86.5 % , 87%
32] Citrus 5 609 ’ 00 OO BT o091
DL : VGG-19, Inception-V3 , VGG-16 DL :87.4% , 89% , 89.5%

Table 1.1: Performances atteintes dans 1’état de I’art de la détection des maladies des plantes

1.6 Conclusion

A travers ce chapitre, nous avons abordé les généralités sur les maladies des plantes, les systémes
de détection de ces maladies et leurs caractéristiques. Nous avons également décrit en détail les
différents blocs constituant un systeme de classification des maladies des plantes. Un résumé
de I'état de I'art a été présenté, mettant en évidence 1'utilisation massive de l'apprentissage
automatique et de I'apprentissage profond dans ce secteur. Pour bien maitriser les outils que
nous allons utiliser dans le développement de notre propre systeme de classification des maladies
des plantes, le chapitre suivant présentera les réseaux de neurones convolutifs ainsi que les
différents algorithmes de classification que nous utiliserons dans notre projet.

Conclusion
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CHAPTER 2

RESEAUX DE NEURONES CONVOLUTIFS ET ALGORITHMES
DE CLASSIFICATION

2.1 Introduction

L’agriculture moderne fait face au défi crucial de la détection précoce des maladies des plantes,
essentielle pour assurer des rendements optimaux et la sécurité alimentaire. L’intelligence ar-
tificielle (IA) et les techniques d’apprentissage automatique offrent des solutions prometteuses
pour automatiser et améliorer ce processus.

Pour explorer ces solutions, ce chapitre commence par une présentation globale de I'TA. Nous
abordons ensuite les réseaux de neurones, en mettant l'accent sur les réseaux de neurones
convolutifs (CNN), particulierement efficaces pour I'analyse d’images et la reconnaissance des
symptomes des maladies sur les feuilles des plantes. Enfin, nous conclurons par une étude
détaillée des différents algorithmes de classification utilisés dans le développement de notre
systeme de classification des maladies des plantes, tels que les machines a vecteurs de support
(SVM), les foréts aléatoires (Random Forest), et les k-plus proches voisins (KNN).

2.2 L’intelligence artificielle

L’intelligence artificielle (IA) c’est un programme multidisciplinaire, qui se situe a U'interaction
de plusieurs disciplines , notamment 'informatique, les mathématiques et les sciences cogni-
tives .Cette discipline scientifique inventée en 1955 par deux mathématiciens, John MacCathy
et Marvin Lee Minsky[40] dans le but de recréer un équivalent technologique a I'intelligence
humaine.

Au cours des dernieres années, les avancées dans le domaine de l'intelligence artificielle (IA)
et de I'apprentissage automatique ont été remarquables, comme le démontre clairement la Fig-
ure 2.1. De nouvelles approches d’apprentissage, telles que les réseaux de neurones profonds,
ont considérablement rehaussé les performances de nombreux systemes d'TA. Ces réseaux de
neurones profonds sont capables d’acquérir des représentations de données de plus en plus
abstraites, leur permettant ainsi de résoudre des problemes tres complexes .
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Figure 2.1: Chronologie de I'intelligence artificielle [41]

2.3 Réseaux de neurones

Pour bien comprendre le fonctionnement des réseaux de neurones artificielles , on revient a
I'origine de leur histoire.Les premiers réseaux de neurones ont été inventés en 1943 par deux
mathématiciens neuroscientifiques : Warren McCulloch et Walter Pitts. Il ont pu programmer
des neurones artificiels en s’inspirant du finctionnement des neurones biologiques.

En biologie , les neurones sont des cellules excitables connectées les unes aux autres. Et ayant
pour role la transmission des informations dans notre systeme nerveux .Chauqge neurones est
composé de plusieurs dendrites , d’un corps cellulaire et d’un axone , comme ci illustré dans la
Figure 2.2.Les dendrites sont les portes d’entrée d’un neurone.C’est au niveau de la synapse, que
le neurone regoit des signaux lui provenant des neurones qui le procedent.Ces signaux peuvent
étre de type excitateur ou l'inverse inhibiteur. Le signal électrique produit circule le long de
I’axone en direction des terminaisons pour étre envoyé a son tour vers d’autres neurones de
notre systeme nerveux.

Biological Neuron versus Artificial Neural Network

impuises camed

toward cell body
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nucleus _'_‘—"“. = %" terminals w Output
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Figure 2.2: Neurone biologique versus réseau neuronal artificiel

Alinsi, les réseaux de neurones sont des modeles d’apprentissage automatique inspirés du fonc-
tionnement du cerveau humain .IlIs sont capables d’apprendre a partir de données en ajustant
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les poids des connexions entre les neurones , ce qui leur permet de modéliser des relations
complexes entre les entrées et les sorties .ils sont largement utilisés dans diverses applications
telles que la vision par ordinateur comme le cas de notre prjet .

2.3.1 Perceptron

En 1957 le psychologue américain Franck ROSENBLATT a developpé le premier algorithme
d’apprentissage de 1'histoire de Deep Learning : Le Perceptron

Le perceptron est le réseau de neurones le plus simple et le plus ancien, développé pour la
classification binaire. Composé de plusieurs entrées, d’une unité de traitement et d’une sortie,
comme c’est illustrée dans La figure 2.3 .

Les entrées x; (de 1 & P) jouent le role des dendrites et apportent un signal.
Chaque entrée est multipliée par un poids w; , remplagant les synapses du neurone biologique.
La somme de ces entrées, multipliées par leurs poids respectifs, est injectée dans le noyau, dont
le résultat est calculé & 1’aide de la fonction d’activation h.[42]
La sortie y, se calcule comme une combinaison linéaire des poids et des entrées, plus un biais
Wpo

p

y=~h (wo + szxz> (2.1)

i=1
Cette fonction d’activation h permet de prendre une décision , telle que si i la combinaison
linéaire était supérieure ou égale a 0, alors la sortie y valait 1, sinon la sortie y valait 0 .[42]

Entrées Poids

T

Sortie

Fonction

Somme -
m d'activation

Figure 2.3: Architecture d'un Perceptron[42]

Le modele de ce perpetron, c’est qu’il ne sait faire que des séparations linéaires : il n’est
pas capable de construire des courbes pour séparer des points dans 'espace. C’est pour cela
que nous avons besoin de créer des couches de perceptrons.

2.3.2  Perceptron multicouches (MLP)

Le perceptron multicouche a été développé par Geoffrey HNTON. Le perceptron multicouche
souvent abrégé en MLP, est une extension du perceptron de base, comprenant au minimum
trois couches de neurones comme ci illustré dans le Figure 2.4 : une couche d’entrée qui recoit les
données & traiter, une ou plusieurs couches cachées (également appelées couches intermédiaires)
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qui effectuent des transformations non linéaires des entrées, et une couche de sortie qui fournit
la réponse du modele. Le MLP peut accomplir des taches de classification et de régression non
linéaires grace a une fonction d’activation non linéaire appliquée a chaque couche.

Figure 2.4: Réseau de neurones a une couche cachée[43]

2.4 Réseaux de neurones convolutifs

Un réseau neuronal convolutionnel(CNN ou ConvNet) est une catégorie de réseaux neuronaux
spécialisée dans le traitement de données ayant une topologie en grille, comme une image. CNN
sont utilisés pour extraire automatiquement des caracteristiques pertinentes a partir des images
d’entrée, lesquelles sont ensuite transmises aux couches entiérement connectées qui agissant
comme un classificateur comme ci illustré dans la Figure 2.5.

Les CNN ont gagné en popularité apres les performances exceptionnelles d’AlexNet en 2012[44],
mais leur développement a en fait débuté bien plus tot. Les fondations des réseaux neuronaux
convolutionnels remontent a la découverte de Hubel et Wiesel en 1959[45], qui ont montré
que les cellules du cortex visuel des animaux reconnaissent la lumiere dans de petits champs
récepteurs. Inspiré par ce travail, Kunihiko Fukushima a proposé en 1980 le néocognitron[46],
considéré comme le premier modele théorique pour les CNN. Plus tard, en 1990, Yann LeCun
et al ont développé le cadre moderne des CNN avec LeNet-5, utilisé pour reconnaitre les chiffres
manuscrits. Le succes d’AlexNet en 2012, avec ses améliorations significatives, a ouvert la voie
a I'invention de différents modeles CNNJ[47] et a leur application dans divers domaines.

Flatten Layer
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Figure 2.5: Architecture standard d’'un CNN

Réseaux de neurones convolutifs Page 30



Réseaux de neurones convolutifs et algorithmes de classification

2.4.1 Bloc des couches d’extraction des caractéristiques

Ce premier bloc distingue ce réseau en agissant comme un extracteur de caractéristiques. La
premiere couche de ce bloc applique plusieurs noyaux de convolution a l'image, générant des
caractéristiques qui sont ensuite normalisées ou redimensionnées via une fonction d’activation,
formant une carte de caractéristiques. Ce processus peut étre répété plusieurs fois. Les cartes
de caractéristiques obtenues sont filtrées par de nouveaux noyaux a chaque étape, produisant
ainsi de nouvelles caractéristiques a normaliser et filtrer de nouveau, et ainsi de suite. Enfin,
les valeurs des dernieres caractéristiques sont concaténées et aplaties en un vecteur colonne. Ce
vecteur constitue la sortie du premier bloc et 'entrée du second.[48]

Ce Bloc du cnn comme c’est illustrée dans la Figure 2.6,il se compose principalement de deux
types de couches : les couches convolutionnelles et les couches de Pooling.

Bloc des couches d’extraction des caractéristiques

—

LI A | Convolution + ReL U

y Max Pooling

A AL

Sourceimagedata

Figure 2.6: Bloc des couches d’extraction des caractéristiques|48]

2.4.1.1 Couches convolutionnelles

Les couches de convolution, en tant que premiere étape du traitement d’image dans un réseau de
neurones, apprennent a extraire les caractéristiques de I'image d’entrée en utilisant des filtres.
Chaque couche de convolution prend deux entrées : une matrice d’'image de dimension h x w
x d (ou h est la hauteur de la matrice d’image, w est sa largeur et d est le nombre de canaux)
et un filtre ou noyau de dimension fth x fw x d (ou fh est la hauteur du filtre, fw est sa largeur
et d est le nombre de canaux). Typiquement, I'entrée de la couche convolutive est une image
couleur RGB, représentée par 3 canaux. Ces filtres analysent I'image en glissant sur celle-ci,
créant des cartes de caractéristiques qui représentent les éléments significatifs de 'image. Au
fur et a mesure que I'on empile plusieurs de ces couches, le réseau peut progressivement extraire
des caractéristiques de plus haut niveau. Les résultats de la convolution sont ensuite passés a
une fonction d’activation non linéaire pour obtenir les sorties finales de la couche. [49].

Le filtre se déplace sur I'image de gauche a droite et de haut en bas, avec un nombre défini de
pas, appelés strides, pour effectuer le méme calcul. Cela est illustré dans la Figure 2.7
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Figure 2.7: Couche de convolution

2.4.1.2 Couches de pooling

Les couches de Pooling interviennent entre les couches de convolution consécutives dans une
architecture CNN. Leur fonction est de réduire la taille des cartes de caractéristiques, ce
qui prévient le sur-apprentissage et améliore la vitesse de traitement. Le Pooling maintient
I'invariance par translation et rotation de la convolution. Les méthodes courantes de Pooling
incluent le Max Pooling, qui sélectionne la valeur maximale dans un champ récepteur local,
et le average Pooling, qui calcule la moyenne des valeurs dans ce champ. Ces couches per-
mettent de réduire la complexité du modele en comprimant les informations non essentielles,
tout en améliorant la robustesse et la vitesse de traitement. En pratique, le max-Pooling est
souvent préféré au average-Pooling pour ses meilleurs résultats. [49]
La Figure 2.8 illustre un exemple des opérations de Max Pooling et d’Average Pooling.
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Figure 2.8: Exemple de I’Opération de Pooling (avec Max Pooling et Average Pooling)
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2.4.1.3 Couche d’aplatissement : Flatten layer

La couche d’aplatissement conclut le bloc convolutif en finalisant le processus d’extraction
des caractéristiques. Elle convertit les cartes caractéristiques en un vecteur unidimensionnel,
comme illustré dans La Figure 2.9. Ce vecteur est ensuite envoyé au bloc de classification pour
traitement par le réseau neuronal.
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Figure 2.9: Mécanisme d’aplatissement

2.4.2 Bloc des couches de classification

Le bloc des couches de classification d’'un CNN utilise des couches entiérement connectées
(EC) pour classifier les images. En partant d’un vecteur aplati, les couches EC apprennent
les parametres nécessaires pour attribuer une image a une classe. Plusieurs couches EC sont
empilées pour améliorer 'apprentissage et la prise de décision. La derniere couche EC produit
un vecteur dont la taille correspond au nombre de classes, avec des neurones utilisant la fonction
d’activation softmax pour fournir les probabilités d’appartenance a chaque classe comme ci
illustré dans la Figure 2.10. Ce bloc assure la section de classification du CNN.[50]

CLASS A

O CLASS B
CLASS C

FLATTEN LAYER FULLY CONNECTED LAYER SOFTMAX LAYER

CLASSIFICATION

Figure 2.10: Bloc des couches de classification dans un CNN[50]
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2.4.3 Parameétres d’'un CNN

En complément des parametres du MLP, dont le taux d’apprentissage, le nombre d’époques,
ainsi que le nombre de couches cachées et de neurones, plusieurs autres parametres sont requis
pour superviser le bloc de convolution. Cette section examine brievement ces parametres.

2.4.3.1 Filtres

La technique de convolution implique de déplacer une série de filtres ou de noyaux de convolution
sur l'image d’origine. La sélection des filtres, de leur taille et de leur nombre (également appelé
profondeur) est une démarche expérimentale. La "profondeur de la couche de convolution"
fait référence au nombre de noyaux utilisés, ce qui justifie le terme "Deep Learning". En
utilisant un nombre q de filtres, 'image subira ¢ convolutions. Ce processus génere q matrices
filtrées connues sous le nom de "cartes de caractéristiques". Un exemple de cette opération
est présenté dans la Figure 2.11. Dans la plupart des architectures de réseaux de neurones
convolutifs prédéfinies, il existe généralement une sélection par défaut spécifique a 'application
pour laquelle le modele a été développé. [51]

Image d'entrée

Noyaux des filtres Cartes des
caractéristiques

Figure 2.11: Cartes de caractéristiques

2.4.3.2 Fonctions d’activation

Ce sont des fonctions mathématiques spécifiques appliquées a la sortie du filtre dans un réseau
de neurones.Elle permet au réseau de modéliser des relations complexes et non linéaires entre
les données, facilitant ainsi des prises de décision plus précises et efficaces.[52] Voici quelques
types de fonctions d’activation utilisées dans les réseaux de neurones :

La fonction Rectified Linear Unit (ReLU) : c’est la fonction seuil qui transforme les
entrées en 0 si elles sont négatives, sinon elle les laisse inchangées comme ci illustré dans
la Figure 2.12.Elle est largement utilisée dans les réseaux de neurones profonds pour sa
simplicité et sa capacité a accélérer I’entrainement.

Elle est décrite par I’équation suivante :

G(E) = maz(0, E) = { Boos B20 (2.2)

0 sinon
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Figure 2.12: Fonction d’activation ReLLU

La fonction sigmoide : Elle représente la fonction de répartition de la loi logistique.Cett
fonction transforme les entrées en une plage de valeurs entre 0 et 1 comme ci illustré
dans la Figure 2.13.Elle est couramment utilisée dans les réseaux de neurones pour la
classification binaire. Elle est décrite par la fonction suivante :

a(z) Ve € R (2.3)

- 1+ e 2

La fonction tangente hyperbolique (tanh) : La fonction tangente hyperbolique est
similaire a la fonction sigmoide mais elle transforme les entrées en une plage de valeurs
entre -1 et 1 ,comme ci illustré dans la Figure 2.13.Elle est défini par I’équation suivante :

sinh(z) " —e"

cosh(z) e*+e

tanh(z) = (2.4)

Sigmoid and Tanh

—— Sigmoid 1.00
—— Tanh
075
0.50
/OZ
-10.0 -75 -50 =25 ' 0 25 5.0 7.5 10.0
-0:25
—0:5¢1
-0.75
=1.001

Figure 2.13: Fonction d’activation tanh et sigmoide

La fonction softmax : c’est la fonction qui transforme les entrées en une distribution de
probabilité comme ci illustré dans la Figure 2.14. Elle est souvent utilisée pour la
classification multiclasse dans les réseaux de neurones.

Elle est défini par I’équation suivante :

(2.5)
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Ou e; est I’élément considéré j du vecteur d’entrée.

La classe ayant la plus grande

probabilité sera prise comme sortie du réseau de neurones.

Output layer
1.3
5.1
52
0.7

S

Softmax
activation function

Probabilities

0.02

0.90

0.05

0.01

0.02

Figure 2.14: Schéma illustratif du principe de la fonction Softmax|[52]

La figure 2.15 représente le graphe de la fonction d’activation softmax.
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Figure 2.15: Fonction d’activation Softmax

2.4.3.3 Stride

Le Stride [53]correspond au nombre de décalages effectués lors du processus de convolution
dans la matrice d’image. Si la valeur est de 1, alors les filtres de convolution se déplacent d’un
pixel. Si la valeur est de 2, alors les filtres de convolution se déplacent de 2 pixels, et ainsi de
suite, comme présenté dans la Figure 2.16 .
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Figure 2.16: Principe du stride
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2.4.3.4 Zero-padding

Apres chaque opération de convolution, la dimension de l'image résultante est réduite par
rapport a celle de 'image initiale, car les pixels de bordure ne peuvent pas étre pleinement
traités par le filtre. L’utilisation de plusieurs couches convolutionnelles entraine une diminution
significative de la taille de 'image de sortie par rapport a celle de I'image d’entrée. Afin de
préserver la taille originale de I'image d’entrée, la technique du zero-padding consiste a ajouter
des zéros autour des bords de 'image, en tenant compte de la taille du filtre. Ainsi, quelle que
soit la profondeur des couches convolutionnelles, I'image de sortie conserve la méme dimension
que I'image d’entrée.La Figure 2.17 illustre un exemple de zero-padding

32 28x28x1

o|lo|o|Oo|C|lo|Oo|o|O|lO|O|OC
olo|lo|o|O|O|o|O|O|O|O|O
olo|lo|lo|o|lo|o|lo|o|lo|lo|@
olo|lo|o|O|O|o|Oo|D|O|O|O

L
v

32

Figure 2.17: Principe du zero-padding

2.4.3.5 Drop-out

Le Dropout est une technique de régularisation utilisée lors de la phase d’apprentissage des
réseaux de neurones pour réduire I'erreur de test et éviter le sur-apprentissage lié aux couches
entierement connectées. Il fonctionne en désactivant aléatoirement certains neurones pendant
Ientrainement, créant ainsi des sous-réseaux simplifiés. Cette méthode permet au réseau de
mieux répartir les informations et d’apprendre plus efficacement. En phase de test, tous les
neurones sont activés avec des poids ajustés pour compenser les désactivations effectuées lors
de Pentrainement[52].La Figure 2.18 illustre un exemple de la technique de dropout.

(a) Standard Neural Net (b) After applying dropout

Figure 2.18: Matrice de confusion
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2.5 Différents types de classifieurs utilisés

Dans le domaine de ’apprentissage automatique, il existe une variété de classifieurs adaptés a
différentes taches et types de données. Dans cette section, nous allons explorer les classifieurs
populaires que nous avons utilisés dans notre étude de classification des maladies des plantes,
en examinant en détail les classifieurs SVM, KNN et Random Forest.

2.5.1 Machine a vecteurs de supports (SVM)

Les machines a vecteurs de support (SVM) sont des modeles d’apprentissage supervisé utilisés
pour la classification et la régression. Développées par Cortes et Vapnik en 1995, le principe des
SVM consiste a séparer les données en plusieurs classes en trouvant un hyperplan qui maximise
la distance entre la frontiere de séparation et les points de données. Les SVM ont été rapide-
ment adoptées en raison de leur capacité a travailler avec des données de grandes dimensions,
de leurs garanties théoriques et de leurs bons résultats en pratique.Requérant un faible nombre
de parametres.[H4]

Les performances et la capacité de généralisation des SVM peuvent étre fortement influencées
par les parametres utilisés. Voici quelques parametres clés a considérer :

Marge maximale : SVM vise a identifier I’hyperplan présentant la plus grande marge, définie
comme la distance entre cet hyperplan et les points de données les plus proches de chaque
classe. Cette marge favorise une meilleure généralisation du modele et diminue le risque
de surajustement.|[55]

Vecteurs de support : Les vecteurs de support sont les points de données qui se trouvent le
plus pres de 'hyperplan et influencent de maniére significative la position et 1'orientation
de I'hyperplan. Ce sont les points critiques qui déterminent la marge optimale et la
frontiere de décision. Les SVM sont particulierement efficaces car ils ne se basent que sur
ces vecteurs de support pour faire des prédictions, ce qui les rend robustes aux valeurs
aberrantes.[55]

Fonctions de noyau : Les SVM peuvent gérer a la fois les relations linéaires et non linéaires
entre les caractéristiques d’entrée et les étiquettes de sortie grace a 1'utilisation de fonc-
tions de noyau. Les fonctions de noyau transforment les données d’entrée en un espace de
dimension supérieure, ce qui facilite la recherche d’un hyperplan séparant les classes.[55]

- Noyau linéaire : adapté aux données linéairement séparables.
- Noyau polynomial :utile pour capturer les relations non linéaires.

- Noyau a fonction de base radiale (RBF) : adapté aux relations complexes et
non linéaires. C’est I'un des noyaux les plus couramment utilisés.

Parameétre de régularisation : SVM comprennent un parametre de régularisation, souvent
noté C, qui est également appelé contrainte de la boite.Il opére de sorte a maximiser
la marge de I’hyperplan et a minimiser I'erreur de classification.Une valeur faible de C
permet d’obtenir une marge plus large entre les classes, mais peut conduire a davantage
d’erreurs de classification sur les données d’entrainement. A linverse, une valeur élevée
de C vise a classifier correctement tous les exemples d’entrainement, méme au prix d’une
marge plus étroite entre les classes. En ajustant la valeur de C, on peut controler le
compromis entre la complexité du modele et sa capacité a généraliser sur de nouvelles
données.[54]
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Influence de Gamma : Le parameéetre gamma controle I'influence d’un seul exemple d’entrainement
sur la construction de la frontiere de décision dans un modele de machine learning. Une
valeur faible de gamma indique que la frontiere de décision est principalement influencée
par les points de données les plus éloignés, ce qui tend a produire une frontiere plus lisse
et moins complexe. En revanche, une valeur élevée de gamma donne plus de poids aux
points de données proches, entrainant une frontiere de décision plus complexe et flexible,
ce qui peut potentiellement conduire & un surapprentissage si elle est trop élevée.[54]

Forme de la fonction de décision : est un parametre utilisé dans les SVM. Il détermine
la maniere dont la fonction de décision est calculée lorsqu’il y a plus de deux classes a
prédire.On distingue deux configurations

- OvO (One-vs-One) :Dans cette configuration, le classifieur SVM crée un classi-
fieur binaire pour chaque paire de classes possibles. Par exemple, si vous avez trois
classes (A, B, C), cela générera des classifieurs pour les paires (A contre B), (A con-
tre C) et (B contre C). Ensuite, lors de la prédiction, chaque classifieur "vote" pour
la classe qu’il prédit, et la classe avec le plus de votes est choisie.

- OvVR (One-vs-Rest) :Dans cette configuration, un classifieur est créé pour chaque
classe, qui est entrainé a distinguer cette classe de toutes les autres classes. Par
exemple, dans un probléme a trois classes (A, B, C), vous auriez un classifieur pour
prédire A contre non-A, un autre pour prédire B contre non-B, et ainsi de suite.
Lors de la prédiction, chaque classifieur prédit simplement s’il pense que 'instance
appartient a sa classe ou non, et la classe avec le score le plus élevé est choisie comme
prédiction finale.

Le choix entre OvO et OvR peut affecter les performances de classification dans différents
scénarios. ovo est généralement plus coliteux en termes de temps de calcul car il nécessite
I’entrainement et la prédiction de plusieurs classifieurs binaires, mais peut étre plus précis
dans certains cas, notamment lorsque les classes sont déséquilibrées. ovr, en revanche,
est plus simple et plus rapide, mais peut étre moins précis dans certaines situations. Le
choix dépend souvent de la nature du probleme et des données.

La figure 2.19.montre un schéma explicatif des machines a vecteurs de support (SVM)

@A Maximun

Margin

Positive

J Hyperplane

Maximun
Margin
Hyperplane

Support
Vectors

>
O

Figure 2.19: L’algorithme des machines & vecteurs de support (SVM) en 2-dimensions[54].

Negative Hyperplane
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2.5.2 K-plus proches voisins (KNN)

L’algorithme des K plus proches voisins est un classifieur d’apprentissage supervisé non paramétrique,
ce qui signifie qu’il ne fait aucune hypothese sous-jacente sur la distribution des données[56].
Le principe de fonctionnement de KNN est le suivant : tout d’abord, il utilise ’ensemble des
données d’entralnement. Ensuite, un nombre K de voisins sont sélectionnés. L’algorithme
calcule ensuite les distances entre la nouvelle donnée (de test) et les données d’entrainement
disponibles. Il sélectionne ensuite les K plus proches voisins et effectue un vote. La classe
la plus représentée parmi les K voisins sera la classe attribuée. Cela est clairement illustré
dans I'exemple présenté dans la Figure 2.20. Dans cet exemple, I’élément en rouge représente
I’élément que 1’on souhaite classer. Lorsque K = 3, la classe majoritaire est la classe B, tandis
que lorsque K = 6, la classe majoritaire est la classe A. Cela implique que le choix du parametre
K est crucial.

Ce classifieur repose principalement sur deux parameétres :

k (nombre de voisins les plus proches) : Le nombre de voisins les plus proches a consid-
érer pour la classification d’une nouvelle observation. Une valeur plus élevée de k peut
rendre les prédictions plus stables mais peut inclure des voisins moins pertinents.[56]

Mesures de distance : Afin de déterminer quels points de données sont les plus proches d’un
point de requéte donné, il vous faudra calculer la distance entre le point de requéte et les
autres points de données. Ces mesures de distance aident a former des limites de décision,
qui partitionnent les points de requéte en différentes régions [57]

On distingue plusieurs méthode de calcul de la distance :

- Distance Euclidienne : C’est la mesure de distance la plus utilisée. Elle se cal-
cule en prenant la racine carrée de la somme des carrés des différences entre les
coordonnées de deux points.[56]

Dila,y) = f:lm g (2.6)

- Distance de Manhattan : On 'obtient en calculant la somme des valeurs absolues
des différences entre les coordonnées de deux points. [56]
k
Dy, (2,y) =D i — yil (2.7)

i=1

- Distance de Hamming :la distance entre deux points données est la différence
maximale entre leurs coordonnées sur une dimension. [56]

k
Dy(z,y) = Z |z — i (2.8)
i—1
ou :

r=y =— D=0
r#+y — D=1

Différents types de classifieurs utilisés Page 40



Réseaux de neurones convolutifs et algorithmes de classification

s

Figure 2.20: Principe du KNN.

2.5.3 Forét aléatoire (Random Forest)

algorithme de la forét aléatoire est une technique d’apprentissage par arbres puissante en ap-
prentissage automatique. Il fonctionne en créant un certain nombre d’arbres de décision pendant
la phase d’entrainement. Chaque arbre est construit en utilisant un sous-ensemble aléatoire du
jeu de données et en mesurant un sous-ensemble aléatoire de caractéristiques a chaque partition.
La sortie de la forét aléatoire est la classe sélectionnée par la plupart des arbres,comme elle est
illustrée dans la Figure 2.21. Ce processus décisionnel collaboratif, soutenu par plusieurs arbres
avec leurs perspectives, fournit des résultats stables et précis.

Les foréts aléatoires sont largement utilisées pour les taches de classification, connues pour leur
capacité a gérer des données complexes, a réduire le surapprentissage et a fournir des prévisions
fiables dans différents environnements[58].

Les performances et la capacité de généralisation de la forét aléatoire sont fortement influencées
par les parametres utilisés, tels que la définition des criteres d’arrét pour limiter la croissance
d’un arbre avant qu’il n’atteigne un nombre excessif de niveaux, afin d’éviter le surapprentissage.
Parmi les parametres clés a considérer, on trouve :

La profondeur maximale des arbres : Ce parametre détermine la profondeur maximale de
chaque arbre dans la forét. Une profondeur plus importante peut entrainer un surajuste-
ment (overfitting). La plupart du temps, ce parameétre est laissé a sa valeur par défaut
(None), permettant ainsi aux arbres de se développer jusqu’a ce que toutes les feuilles
soient atteintes.

Nombre minimum d’échantillons par feuille: C’est le parametre qui spécifie le nombre
minimum d’échantillons requis pour qu'un noeud de l’arbre soit considére comme une
feuille .Un nombre plus élevé peut éviter que les arbres s’adaptent trop précisément aux
données d’entrainement (surajustement).

Nombre minimum d’échantillons requis pour effectuer une division : Ce parameétre spé-
cifie le nombre minimum d’échantillons nécessaires pour diviser un nceud interne de
I’arbre.Un nombre plus élevé peut aider a éviter le surajustement en forcant les arbres a
étre plus généralisés.
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Le critere de division : désigne la fonction utilisée pour mesurer la qualité d’une division
a chaque nceud de I'arbre de décision. Les criteres couramment utilisés sont l'indice de
Gini et I'entropie. Le choix du critere influence le développement des arbres, affectant
ainsi la performance globale de la forét. Une bonne sélection du critere peut améliorer la
précision et l'efficacité du modele, en adaptant la fagcon dont les arbres se scindent et se
construisent en fonction des données.[54]

Nombre d’arbres : c’est le nombre d’arbres de décision dans la forét aléatoire. Un plus grand
nombre d’arbres réduit la variance du modele, améliorant ainsi la stabilité et la précision
des prédictions. Toutefois, cela augmente le temps de calcul et les ressources nécessaires.
Il est donc essentiel de trouver un équilibre optimal pour maximiser les performances de
généralisation tout en gérant efficacement les ressources.

Arbre 1 Arbre 2 Arbre 3
Classe A Classe B Classe B
A v ]
g

Vote majoritaire

Classe finale

Figure 2.21: Principe d’une forét aléatoire.

2.6 Conclusion

Ce chapitre nous a permis de retracer ’histoire des réseaux de neurones artificiels, en mettant en
lumiere leur évolution et leur importance . Nous avons ensuite détaillé les réseaux de neurones
convolutifs (CNN), en expliquant leurs principaux parametres . En terminant, par la présen-
tation des différents classifieurs utilisés dans notre étude, notamment les machines a vecteurs
de support (SVM), les foréts aléatoires (Random Forest), et les k-plus proches voisins (KNN).
Chacun de ces classifieurs a été décrit en détail, en mettant en évidence leurs parametres spé-
cifiques et leurs contributions a ’amélioration des performances de notre systeme .

Afin d’améliorer les performances de notre systéme, nous proposons d’intégrer des outils math-
ématiques avancés. Ainsi, le prochain chapitre sera consacré a 1’étude de 'intégrale floue et
de 'optimisation par essaim de particules. Nous détaillerons comment ces techniques peuvent
étre combinées pour apporter des améliorations significatives a notre systeme de classification
des maladies des plantes, enrichissant ainsi les approches explorées dans ce chapitre.
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CHAPTER 3

INTEGRALE FLOUE AVEC OPTIMISATION PAR ESSAIM DE
PARTICULES

3.1 Introduction

Dans le domaine de la classification des maladies des plantes, la précision et la fiabilité des
systemes sont cruciales pour garantir des résultats efficaces. Afin d’atteindre cet objectif, notre
étude a intégré des outils mathématiques avancés, en particulier les intégrales floues. Ces
intégrales dépendent d’un parametre appelé mesure floue, qui exerce une influence significative
sur leurs résultats. Contrairement aux approches antérieures qui choisissaient ce parametre de
maniere aléatoire, nous avons utilisé I’algorithme d’optimisation par essaim de particules pour
déterminer ces mesures de maniere précise et optimale.

Ce chapitre est dédié a une exploration approfondie de I'intégrale floue et de 'optimisation
par essaim de particules. Nous examinerons en détail ces techniques, ainsi que la maniere dont
nous les avons combinées dans notre étude. Notre objectif a travers ce chapitre est de démontrer
comment cette combinaison innovante peut contribuer de maniere significative a 'amélioration
de notre systeéme de classification des maladies des plantes.

3.2 Intégrale floue

L’intégrale Floue (FI) est un concept mathématique proposé par sugeno en 1974 et repre-
sente en quelque sorte une extension de l'intégrale de Lesbsegue[59].L’intégrale floue (FI) est
un opérateur d’agrégation non linéaire dont le comportement est défini par la mesure floue
(FM)[60].Parmi les types d’intégrales floues les plus courants on retrouve 'intégrale de sugeno
et celui de choquet , chacun offre des méthodes distinctes pour I'agrégation de I'information.

Les opérateurs d’intégrale floue (IF) combinent les décisions des classificateurs en fonction de
la connaissance a priori de leur efficacité, exprimée en termes de mesures floues. Les décisions
des classificateurs sont présentées sous forme des scores d’appartenance pour toutes les classes
d’intérét. Ensuite, I'IF est calculée séparément pour chaque classe en prenant en compte toutes
les scores d’appartenance avec leurs mesures floues comme ci illustré dans la Figure 3.1. Ces
opérations produisent des scores d’appartenance de I'IF, et 'exemple de test que I'on souhaite
classifier sera assigné a la classe ayant le score le plus élevé parmi ceux prédits par cette intégrale
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floue.[61]
Fusion Floue Prédiction finale
image dentrée Modeéle 1 __Prédiction 1 Classe 1
[P . Classe 2
Prédiction 2 ‘Inté E
Modale 2 14.- \!ntegrale floutlz Claf.se 3
f o™= ;gc; ek .
P I L
Modéle 3 _Frédction 3 N - - Classe 18
Classe 19
Modéle 4 Prédiction 4

Figure 3.1: fusion floue

Pour comprendre toutes ces étapes de calcul, on va détaillé tous ces étapes dans les sections
prochaines.

3.3 Mesures floues

Le concept de mesure est tres important en mathématiques, en particulier pour la théorie des
intégrales. Ces mesures classiques sont supposées respecter 'additivité. Bien que cette pro-
priété soit intéressante dans certains cas, il apparait que dans des applications de la théorie de
la décision, la théorie des jeux et 'intelligence artificielle, il devient indispensable de définir des
mesures non-additives. Un exemple criant de ce genre de situation est le travail d’un groupe
de personnes. Si l'on représente 'efficacité d’une personne par une mesure, il est évident que
lefficacité globale du groupe ne sera pas ’addition des différentes mesures mais dépendra bien
des interactions entre les personnes.|[62]

Sugeno [62] propose donc de remplacer cette notion d’additivité par de la monotonie, et intro-
duit ainsi les mesures floues, qui sont en fait des mesures non additives monotones.

Soit Z ={Z; | i=1,...,N} lensemble de N classificateurs tandis que g(Z;) désigne leurs
performances. g est appelée une mesure floue si elle vérifie les propriétés suivantes [61] :

3.3.1 La mesure floue )\ (lambda)

Selon la nature des mesures floues, Sugeno a montré que la mesure floue pour 'union de deux
classificateurs ne correspond pas a la somme des mesures floues individuelles [61]. Comme
solution, il a proposé la mesure floue A qui exprime le degré d’interaction entre deux
classifieurs Z; et Z; comme suit :

9(Z; U Z;) = g(Z;) + 9(Z;) + Ag(Zi)9(Z;) (3.1)
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Pour chaque classe, A est 'unique racine non nulle d’une équation de degré N —1 qui appartient

a U'intervalle [—1,...,4o00[. Elle est calculée en résolvant I’équation suivante :
N
A 1=]]1+X9(Z)) (3.2)
i=1

3.4 Integrale de Sugeno

L’intégrale de Sugeno est un type d’intégrale floue utilisée pour agréger des informations
provenant de différentes sources ou modéles. Elle est particulierement utile dans le cadre des
prises de décision pour des problématique de classification multiclasse

Pour calculer I'intégrale floue de Sugeno (SFI), pour une séquence de classifieurs A; = {Zy, ..., Z;},
dont leurs mesures floues sont representées par g(Z;).

I'intégrale de Sugeno Ig d’une fonction h : X — [0, 1] par rapport & une mesure floue g , est
calculée pour chaque classe par:

Is(Xi) = ma

(min (h;(X:), 9(Z5))] (3.3)

X
N

ou h;(X;) représente la probabilité de prédiction de la classe X; par le classifieur Z;.
et g(Z;) represent la mesure floue de classifieur Z;

Pour illustrer le fonctionnement de cette intégrale de Sugeno, considérons un exemple avec
trois classifieurs (3 modeles) donc N = 3 et calculons l'intégrale de Choquet pour la classe X;:

I5(X1) = ma [min (b (1), 9(2)))] (3.4
En développant cette expression, nous obtenons:

I5(X1) = max [min (hy(X1), g(Z1)) , min (ho(X1), 9(Z2)) , min (hs(X1), 9(Z3))] (3.5)

Le principe de fonctionnement de cette intégrale Sugeno est illustré en détail dans la Figure
3.2, qui montre un exemple d’application de l'intégrale de sugeno pour trois modeles.

Measures (19,1) (19.1)

(19.1) Floue
ha(xs) min(hi(x1),g1) K1 = min(hz(x1),g1) S(x1)
in(hi(xz), g1)
Predictions 1 | %) g1 — - S(x2)
== ~
oo min(hi(x:e),g1) :
y(xen) min(hi(xis),g1) S(x1s)
ha(xi) min(hz(x:),g2) K2 = min(hz(x1),g2) S(x1s)
Prédictions 2 | po(xs) gz min(hz(x:), gz) Prédections de
" : i Sugeno
ha(x1s) min(hz(x:s),g2)
ha{xss) min{hz(xss),g2)
ha(x:) min(hs(x:),g3) K3 = min(ha(x1),g3)
Prédictions 3 | halx2) 93 min(hs(x:), g3)
) = T =
ha(xs) min(hs(xs),g3)
ha(x1s) min(ha(x1),g3)

Figure 3.2: Exemple de principe de l'integrale de Sugeno cas 3 modéle

Integrale de Sugeno Page 45



Intégrale floue avec optimisation par essaim de particules

3.5 Integrale de Choquet

L’intégrale de Choquet [63] est une intégrale sous-additive ou sur-additive utilisée pour agréger
les prédictions de plusieurs modeles de maniere flexible. Créée par le mathématicien francais
Gustave Choquet, cette intégrale permet de combiner les sorties des modeles tout en prenant
en compte les interactions entre eux.

Pour calculer I'intégrale de Choquet, les prédictions des classifieurs h;(X;) doivent étre
réarrangées de maniere a respecter la relation suivante :

hi(X;) > ... > hy(X;) >0
ol h;(X;) représente la probabilité de prédiction de la classe X; par le classifieur j.

Nous disposons d'une séquence de classifieurs A; = {Z;,..., Z;}, dont les mesures floues ¢ sont
définies comme suit :

9(A1) = 9(Z1) = g (3.6)

9(Z2) = g2 (3.7)

9(A2) = g(A1 U Z) = g(Z1) + g(Z2) + A\g(Z1)9(Za) (3.8)
9(4;) = 9(A1 U Z)) (3.9)

g(A;) represente la mesure floue conjointe sur un ensemble A; peut étre obtenue par :

9(A) = g(Aj1) +9(Z;) + Ag(Aj-1)9(Z;) (3.10)

Ensuite, 'intégrale de Choquet I d’une fonction h : X — [0, 1] par rapport a une mesure floue
g est calculée pour chaque classe par :

Io(Xi) = 3 [9(4)) = 9(A;-1)] hi(X3) (3.11)

<
—_

Pour illustrer le fonctionnement de cette intégrale de Choquet, considérons un exemple avec
trois classifieurs (donc N = 3) et calculons 'intégrale de Choquet pour la classe X;:

NE

Ie(Xy) = 3 l9(A5) = g(Aj-1)] hi(X0) (3.12)

<
Il
-

Io(Xy) = [g(A)] hi(X1) + [9(A2) — g(A1)] ha(X1) + [9(As3) — g(A2)] hs(X1) (3.13)

En posant g(Z1) = g1, 9(Z2) = g2, et g(Z3) = g3, nous obtenons :

9(A1) = 9(Z1) = (3.14)
9(A2) = g(A1 U Z2) = g(A1) + 9(Z2) + Ag(Ar1)g(Z2) (3.15)
9(As) = g(Ay U Zs) = g(As) + 9(Zs) 4+ Ag(A2)9(Zs3) (3.16)

Le principe de fonctionnement de cette intégrale de Choquet est illustré en détaille dans la
Figure 3.3, qui montre un exemple avec trois modeles.

Integrale de Choquet Page 46



Intégrale floue avec optimisation par essaim de particules

(29,1) Mealsures (19,1) R= p+g2 + N*Prg2

(19,1)
R= P+g3 + A*P*g3
Floue K =ha(x1) * g1 a
Prédictions 1 | h(x:) (h1(x:),a1) Ilhl(x‘).m) | P=g1 K=K+ :2(’;) (R-P) K=K+ |:’3=(’|§1) (R-P) Clx1)
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Figure 3.3: Exemple de principe de 'integrale de Choquet cas 3 modéle

Cependant, un inconvénient des méthodes basées sur 'intégrale floue (FI) est la spécification
de la mesure floue (FM). Par exemple, définir manuellement la FM, comme l'a fait 'auteur
dans [61], ot les valeurs de la FM sont attribuées en fonction de la précision d’entrainement des
modeles, ne semble pas tres précis. C’est pourquoi, dans ce travail, I'optimisation par essaims
de particules (PSO) est utilisée pour trouver les valeurs optimaux des ces measures floues a
attribuer aux classifieurs employés.

3.6 Optimisation par essaim de particules

Pour attribuer efficacement les mesures floues aux classifieurs dans l'intégrale floue, on utilise
I'optimisation par essaims particulaires (PSO), une technique d’intelligence en essaim inspirée
du comportement des vols d’oiseaux et des bancs de poissons comme illustré dans la Figure
3.4. Proposée par Russel Eberhart et James Kennedy en 1995, cette méthode vise a optimiser
un modele en améliorant itérativement une solution candidate en fonction d’'une mesure de
qualité. Le PSO utilise une population de particules, chaque particule représentant une solution
avec une position (vecteur solution) et une vitesse. Chaque particule mémorise ses meilleures
performances ainsi que celles de ses voisines (informateurs), permettant de converger vers une
solution optimale.[64]

—

(2) (b)

Figure 3.4: Groupe de (a) oiseaux, (b) poissons.
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3.6.1 Probleme d’optimisation

L’optimisation appartient au domaine de la Recherche Opérationnelle, qui représente la science
de la prise de décision. Un probleme d’optimisation en mathématiques consiste a trouver la
meilleure solution possible pour un probleme donné.

Soit n € N* un entier strictement positif,
X C R™ un sous-ensemble non vide,
f X — R une fonction a valeur réelle.

Un probleme d’optimisation consiste a trouver la meilleure solution z € X, appelée solution
globale.

La meilleure solution du probleme varie selon 'objectif. On parle de minimisation ou de max-
imisation de la fonction f sur ’ensemble X. On note :

f(2*) = min f()

zeX

ou

F(a*) = max ().

rzeX

3.6.2 Fonction objectif

La fonction f, également connue sous le nom de critére d’optimisation ou fonction de fitness,
est celle que cet algorithme d’optimisation cherche a optimiser en trouvant son optimum. Par
exemple, dans le cas de notre projet, la fonction de fitness que nous voulons optimiser est celle
qui calcule I'exactitude en utilisant I'intégrale de Choquet ou bien de Sugeno. Ainsi, nous
cherchons a trouver les valeurs optimales des mesures floues qui nous permettent d’atteindre
I'exactitude maximale en utilisant ces intégrales.

3.6.3 Principe de fonctionnement de PSO

Le principe de cet algorithme consiste a déplacer des particules dans I'espace de recherche de sa
fonction objectif, dans notre cas, la fonction objectif (accuracy-sugeno ou accuracy-choquet).
Les étapes de déroulement de I'algorithme de PSO sont illustré dans la Figure 3.5

Voici un apercu détaillé des étapes de fonctionnement de ’algorithme de PSO :

1. Définition des parametres : Dans cette premiere étape, on définit I’espace de recherche
de la fonction objectif, le nombre de particules dans notre essaim ainsi que le critere
d’arrét, qui est, dans notre cas, le nombre maximal d’itérations, 'inertie, et les constantes
d’accélération.

2. Initialisation : Initialiser aléatoirement les positions et les vitesses des particules dans
I’espace de recherche souhaité.

3. Déplacement, Evaluation et Mise & Jour des Particules : Les particules se
déplacent pour trouver la meilleure position (les mesures floues optimales) qui maximise
la fonction objective. Chaque particule évalue la qualité de sa position actuelle et garde
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en mémoire sa meilleure position, c¢’est-a-dire la position avec laquelle elle a atteint la
meilleure performance. A chaque pas de temps, chaque particule compare la performance
obtenue avec sa position actuelle X; a celle obtenue en utilisant sa meilleure position de
particule P;. Si, avec cette position actuelle, elle obtient des performances meilleures que
celles obtenues avec sa meilleure position, alors la particule gardera cette position actuelle
comme sa meilleure position. Ensuite, elle compare les performances atteintes avec sa
nouvelle position de particule avec les performances atteintes en utilisant la meilleure po-
sition de I'essaim F,. Si elle est meilleure que celle-ci, cette nouvelle position deviendra la
meilleure position de I'essaim, comme illustré dans la figure 3.5. Cette opération doit étre
effectuée pour chaque particule de 'essaim a chaque itération, et les opérations se répe-
tent jusqu’a atteindre le nombre maximal d’itérations. Dans ce cas, I'algorithme s’arréte
et retourne la meilleure position qui correspond aux mesures floues optimales recherchées.

La position et la vitesse des particules sont mises a jour pour litération (t+1) selon
les équations suivantes

vl = wul g+ air (g — @ g) + aora(pl g — 2t ) (3.17)

t+1 t t+1
Tig < Tigt g (3.18)

ol w est le poids d’inertie.Lorsque w est inférieur a 1, les vitesses de toutes les particules
tendront vers zéro, conduisant a la convergence des particules vers la solution optimale.
Les coefficients a; et as sont les constantes d’accélération.

r1 et o sont des nombres aléatoires issus d'une distribution uniforme U(0, 1).

Pha = (Pg1,Dg2; - - -, Pga) est la meilleure position connue de I'ensemble (I'essaim) a itération
(t) dans l’espace de recherche de dimension d.

Pig = (Pi1, Pi2, - - -, Pia) est la meilleure position connue de la particule ¢ a I'itération (t)
dans 'espace de recherche de dimension d.

mfi‘ll = (w41, T2, . . ., Tiq) représente la position actuelle de la particule 7 a 'itération (t41)
dans l'espace de recherche de dimension d.

vfif = (vi1, Via, - . ., Viq) représente la vitesse actuelle de la particule ¢ a U'itération (t+1)

dans 'espace de recherche de dimension d.

Chaque particule décide de son prochain mouvement en combinant trois informations : sa
position actuelle, sa meilleure position actuelle, et la meilleure position de ’essaim.
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Figure 3.5: Déroulement de I'algorithme de 'optimisation par essaim de particules
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3.6.4 Paramétres de l’algorithme(PSO)

« Le nombre de particules (la taille d’essaim)

» La dimension du probléme( dimension de l’espace de recherche de la fonction objectif)
« L’intervalle de recherche ( I’espace de recherche)

o Les valeurs des coefficients

o L’inertie

o Le critére d’arrét(nombre d’itérations)

3.6.5 Avantages de l’algorithme(PSO)

e peut converger rapidement vers des bonnes solutions.
o implémentations simples, avec peu de parametres

» versatilité: peut résoudre beaucoup de différents problemes.

3.7 Conclusion

A travers ce chapitre, nous avons exploré les concepts d’intégrale floue et d’optimisation par
essaim de particules. Nous avons détaillé le principe de fonctionnement de deux types d’intégrales
floues, a savoir 'intégrale de Sugeno et celui de Choquet, chacun offre des méthodes distinctes
pour l'agrégation de l'information. Nous avons également découvert comment surmonter la
difficulté de la détermination des mesures floues de ces intégrales en utilisant la technique de
I'optimisation par essaim de particules (PSO), qui permet de trouver les valeurs optimales de
ces mesures floues a attribuer aux modeles employés.

Dans le chapitre prochain, nous détaillerons la méthodologie de travail que nous avons adop-
tée, ainsi que les multiples modeles de classification que nous avons développés au cours de ce
projet. Nous exposerons également les résultats expérimentaux obtenus.
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CHAPTER 4

METHODOLOGIE ET RESULTATS EXPERIMENTAUX

4.1 Introduction

Dans ce chapitre, nous détaillerons la méthodologie de travail adoptée ainsi que les multiples
modeles de classification développés au cours de ce projet. Nous commencerons par décrire
les étapes précises de notre approche méthodologique, en expliquant les choix stratégiques et
techniques qui ont guidé notre travail. Ensuite, nous introduirons les différents modeles de
classification élaborés, en mettant en lumiere leurs spécificités et les raisons de leur sélection.

Nous présenterons ensuite les résultats expérimentaux obtenus lors de nos tests. Ces résul-
tats seront analysés en profondeur afin de mettre en évidence les performances et les limites de
chaque modele.Les modeles ont été entrainés en utilisant Google Colaboratory.

4.2 Ensembles de données utilisés

L’ensemble de données sur lequel nous avons travaillé comprenant 4 types d’aliments ( Potato,
Tomato et Grape et Pepper bell) comprenant 19 classes dont 15 maladies, avec un total de

26 847 images.Cet ensemble de données provient de la base de données PlantVillage, accessible
au public sur Kaggle [27] .

PlantVillage est une base de données publique Publiée par 1’Université d’Etat de Pennsyl-
vanie, cette base de données contient 54 305 images RGB réparties en 38 classes de maladies
couvrant 14 espeéces de plantes. Les images montrent a la fois des feuilles saines et malades,
avec des dimensions standardisées de 256 x 256 pixels[65].Des images d’échantillon du cette
base de données sont présentées dans la Figure 4.1

Toutes les images de PlantVillage ont été prises dans des stations de recherche expérimentale
associées aux Land Grant universités aux Etats-Unis (Penn State, Florida State, Cornell, et
d’autres).Les images ont été capturées par des techniciens dans diverses conditions de lumiere,
allant du soleil éclatant a un ciel nuageux, pour refléter les conditions réelles auxquelles les
utilisateurs finaux (comme les agriculteurs utilisant des smartphones) pourraient faire face.
Pour chaque feuille, plusieurs images (généralement 4 a 7) ont été prises sous différents angles
a l'aide d’un appareil photo numérique standard (Sony DSC-Rx100/13, 20,2 mégapixels) en
mode automatique. Les feuilles étaient détachées des plantes infectées et placées sur un fond
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de papier gris ou noir pour la prise de vue. Apres la capture, les images étaient éditées pour
recadrer une grande partie de 'arriere-plan et orienter les feuilles de maniére uniforme, avec
la pointe dirigée vers le haut. Pour les cultures aux feuilles trop grandes, comme le mais et la
courge, des images de différentes sections de la méme feuille ont été prises afin de conserver une
haute résolution et une vue de proximité [66].

PlantVillage continue de s’enrichir avec de nouvelles images collectées, et la liste des sources
utilisées devrait s’élargir a ’avenir. Les stations de recherche expérimentale, tant publiques que
privées, permettent de collecter de nombreuses images en peu de temps, rendant cette base de
données un outil précieux pour la recherche sur les maladies des plantes.

Apple Black Rot Cherry_ Pohlrh Blucberry Healthy Cherry Healthy
Aild It-

Corn Healthy  Grape Black rot

G np!llnlll) Peach Bacterial Pepper
bacterial Spot

" Soyabean Healthy

Mildew scorch
R

Potate Early Potato Late Blight Toi u t i-pckr
Blight

Tomato Leal Tomate Septoria
Mould Spot

Figure 4.1: Exemples des images des plantes de la base de données PlantVillage[65].

4.2.1 Distribution des échantillons

Notre travail est réalisé sur un ensemble comprenant 26 847 images représentant 4 types de
plantes différents, a savoir : la tomate (Tomato), le raisin (Grape), la pomme de terre (Potato)
et le poivron (Pepper bell). Cet ensemble de données comporte un total de 19 classes, tel que
Grape comporte 4 classes, Potato comporte 3 classes,Tomato comporte 10 classes et Pepper
bell comporte 2 classes.

Il est crucial de souligner que le nombre d’échantillons par classe dans cet ensemble de données
est tres déséquilibré comme l'indique le tableau 4.1.D’apres ce tableau on distingue des classes
minoritaires comme Tomato Leaf-Mold qui compte 952 images et des classe majoitaire comme
Tomato yellow Leaf Curl Virus qui compte 5357 images.Ainsi, cette répartition déséquilibrée
constitue un défi majeur sur les performances des modeles d’apprentissage automatique. Ce
déséquilibre des données peut conduire a des modeles fortement biaisés en faveur de la classe
majoritaire , ce qui fait que la classe minoritaire peut étre mal classée ou compléetement ig-
norée. En effet, le nombre limité d’échantillons pour les classes minoritaires réduit les pos-
sibilités d’apprentissage et de généralisation des caractéristiques associées a ces classes. Par
conséquent, bien que le modele optimise la précision globale, il affiche une haute précision pour
les classes majoritaires mais de faibles performances pour les classes minoritaires. Cela entraine
une incapacité a généraliser correctement les données non observées, conduisant a des erreurs
de classification et a une mauvaise prise de décision.
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Pour résoudre ce probléeme du déséquilibre des données, nous procédons a une augmentation de
données. Cette technique, connue sous le nom de "data augmentation", sera abordée en détail

dans la section prochaine.

Type d’aliments

Maladie associée

Nombre d’images

Black rot 1180
Grape Esca (Black Measles) 1383
Leaf blight (Isariopsis Leaf Spot) 1076
Healthy 423
Pepper bell Bacterial spot 997
Healthy 1477
Early blight 1000
Potato Late blight 1000
Healthy 152
Bacterial spot 2127
Early blight 1000
Late blight 1908
Leaf Mold 952
Tomato Septoria leaf spot 1771
Spider mites Two-spotted spider mite 1676
Target Spot 1404
Yellow Leaf Curl Virus 5357
Mosaic virus 373
Healthy 1591
Nombre de classes 19 26847

Table 4.1: Répartition des échantillons de I’ensemble de donnée Plant Village

4.2.2 Augmentation des données

L’augmentation des données est une technique cruciale utilisée pour augmenter la quantité de
données disponible pour I'apprentissag Elle consiste a créer de nouvelles versions des données
existantes en y apportant des modifications mineures. Cette technique permet de régulariser le
modele et de réduire le risque de surapprentissage.

Dans notre étude, nous avons appliqué les transformations suivantes sur les images pour
augmenter notre ensemble de données :

1. Rotation des images a différents angles (-45°, 45°, 90°, -90°, 180°).(voir la figure 4.2)

2. Zoom sur les images.(voir la figure 4.3)

3. Inversion des images.(voir la figure 4.4)

Ensembles de données utilisés
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Rotation de 90°

Rotation de 180°

Figure 4.2: Exemples des Rotations faites sur les images

Zoomer sur
I'image
———————-

Figure 4.3: Exemple d’une image zoomée

Inversion
de I'image
-

Figure 4.4: Exemple d’inversion d'une image

Le tableau 4.2 montre la nouvelle répartition des échantillons de notre ensemble de données
apres I'augmentation de données.

Durant nos entrainements et évaluations, on a procédé a la subdivisions suivante que 1'on a
trouvé dans la littérature :80% des images sont utilisés pour la phase d’Entrainement, 10% pour
la validation et 10% pour la phase de test comme indique dans le tableau 4.2.
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Type d’aliment | Maladie associée Entrainement 80% | Validation 10% | Test 10% | Totale

Black rot 944 118 118 1180
Esca (Black Measles) 1106 138 139 1383

Grape
Leaf blight (Isariopsis Leaf Spot) 860 107 109 1076
Healthy 800 100 100 1000
Bacterial spot 1178 147 148 1473

Pepper bell

Healthy 1181 147 149 1477
Early blight 800 100 100 1000

Potato Late blight 800 100 100 1000
Healthy 799 100 101 1000
Bacterial spot 1701 212 214 2127
Early blight 1901 237 239 2377
Late blight 1892 236 238 2366
Leaf Mold 1884 235 236 2355
Septoria leaf spot 1749 218 220 2187

Tomato
Spider mites Two-spotted spider mite 1744 218 218 2180
Target Spot 1852 231 233 2316
Yellow Leaf Curl Virus 1960 245 245 2450
Mosaic virus 1848 231 231 2310
Healthy 1930 241 242 2413

Total 19 26971 3366 3386 33723

Table 4.2: Répartition des différents ensembles : entrainement, validation et test apres
I’augmentation des données

4.3 Logiciels, libraires et matériels

4.3.1 Python

Python est un langage de programmation de haut niveau, interprété
et orienté objet, développé par Guido van Rossum en 1989 et ini-
tialement lancé en 1991. Son nom fait référence a la troupe Monty
Python et il est apprécié pour sa simplicité et sa lisibilité. Python
est largement utilisé dans divers domaines tels que le développement
Web, I'analyse de données, l'intelligence artificielle et la création
d’applications de bureau.Ses caractéristiques incluent une syntaxe
simple, une compatibilité multiplateforme et un processus de développement rapide grace a son
interpréteur. Python est également flexible, prenant en charge différents paradigmes de pro-
grammation. Il est le choix privilégié pour les développeurs en raison de sa productivité et de
son écosysteme riche en bibliotheques, notamment dans le domaine de l'intelligence artificielle
avec des outils comme TensorFlow et scikit-learn.[67]

4.3.2 Scikit-learn

Scikit-Learn est une bibliotheque open source Python dédiée a
I’apprentissage automatique. Créée en 2007 par l'ingénieur David
Cournapeau, elle est réputée pour sa documentation complete et
sa communauté active, qui fournissent un soutien et des ressources eem
supplémentaires. Scikit-Learn permet de construire des modeles
prédictifs en s’appuyant sur des algorithmes de régression linéaire
et logistique, des Support Vector Machine (SVM), des arbres de dé-
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cision et des foréts aléatoires. Intégrée avec d’autres bibliotheques Python telles que NumPy
et pandas, elle simplifie 'importation et la manipulation des données.[68]

principalement basée sur les travaux du développeur de . Ke ra S
Google, Francois Chollet, dans le cadre du projet ONEIROS

(Open-ended Neuro-Electronic Intelligent Robot Operating System). Une premiére version du
logiciel multiplateforme a été publiée en 2015. Son objectif principal est de permettre la création
rapide de réseaux neuronaux. Contrairement a un framework propre, Keras fonctionne comme
une interface de programmation applicative (API) permettant d’accéder et de programmer
différents frameworks d’apprentissage automatique. Parmi les frameworks pris en charge par

Keras, on trouve notamment Theano, Microsoft Cognitive Toolkit (anciennement CNTK) et
TensorFlow. [69]

4.3.3 Keras

Keras est une bibliotheque open source écrite en Python,

4.3.4 Tensorflow

TensorFlow est un framework complet et open source util- g

isé par de nombreux développeurs et chercheurs pour créer

des modeles de Deep Learning et effectuer des taches

d’apprentissage automatique complexes. Il s’agit d’une

boite a outils de mathématiques symboliques qui exécute Te nsorFIOW
une variété de taches, notamment la formation et 'inférence

de réseaux neuronaux profonds. Il a été développé par Google et a été initialement publié fin
2015, avec la premiére version stable suivant en 2017. TensorFlow fournit une interface de pro-
grammation Python et C++ pour le développement de modeles d’apprentissage automatique.
Il se distingue de ses concurrents par une communauté trés active, une documentation complete
et une architecture moderne.[70]

4.3.5 Matériel (Hardware)

Notre problématique étant relativement complexe, c¢’est la raison pour laquelle nous avons mené
tous les entrainements sur le cloud. Etant donné que notre projet implique P'utilisation de CNN,
lesquels sont tres gourmands en ressources, nous avons opté pour la solution décrite ci-dessous
pour l'entrainement des différents modeles.

4.3.5.1 Google Colaboratory

Colaboratory, souvent abrégé en "Colab", est un produit de
Google Research. Colab permet a n’importe qui d’écrire et
d’exécuter le code Python de son choix par le biais du nav- ‘
igateur. C’est un environnement particulierement adapté au
machine learning, a l'analyse de données. Plus précisément,
Colab est un service hébergé de notebooks Jupyter qui ne né-

cessite aucune configuration et permet d’accéder sans frais a des ressources informatiques, y
compris des GPU et des TPU.[71]
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4.4 Meétriques d’évaluation

Une métrique d’évaluation quantifie la performance d’un modele prédictif. Ces métriques per-
mettent d’identifier les points faibles du modele et de guider son ajustement. Pour un probleme
de classification, le choix des métriques varie selon les distributions des données, qu’elles soient
équilibrées ou déséquilibrées. Cependant, sélectionner la métrique appropriée n’est pas évident
pour tous les modeles. Dans notre cas, nous travaillons avec un ensemble de données équilibré.
Dans la section suivante, nous décrirons les métriques utilisées pour évaluer nos modeles.

4.4.1 Exactitude de la classification (Classification Accuracy)

L’Exactitude est la mesure d’évaluation la plus fondamentale. 11 mesure 'exactitude globale
des prédictions d'un modele en calculant le rapport entre les échantillons correctement classés
et le nombre total d’échantillons.La formule de I'exactitude est la suivante :
VP+ VN

VP+VN+FP+FN

Bien que 'exactitude fournisse un apercu général des performances d’un modele, elle peut ne pas
convenir aux ensembles de données présentant des distributions de classes déséquilibrées. Pour
mieux évaluer notre modele, nous devons explorer des mesures d’évaluation supplémentaires.

(4.1)

Accuracy =

4.4.2 Matrice de confusion(Confusion Matrix)

La matrice de confusion constitue un outil d’évaluation puissant qui fournit une représentation
tabulaire des prédictions faites par un modele par rapport aux étiquettes de vérité terrain. Elle
permet aux professionnels de comprendre les forces et les faiblesses de leurs modeles de maniere
systématique. Elle est généralement présentée sous forme de matrice n x n, ou n correspond
au nombre de classes disponibles dans notre probleme de classification.

Il y a quatre éléments clés dans cette matrice : True Positive (TP), True Negative (TN),
False Positive (FP) et False Negative (FN). Les colonnes représentent les valeurs réelles et les
lignes correspondent aux valeurs prédites par le modele, comme le montre la Figure 4.5 qui
représente la matrice de confusion pour un probléme de classification binaire (2x2).
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Figure 4.5: Matrice de confusion
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« True Positive (TP) : sont des valeurs vraies réelles correctement prédites comme vraies.

« True Negative (TN) :sont des valeurs fausses réelles correctement prédites comme
fausses.

« False Positive (FP):sont des valeurs fausses réelles incorrectement prédites comme
vraies.

« False Negative (FN):sont des valeurs vraies réelles incorrectement prédites comme
fausses.

4.4.2.1 Précision

La métrique de précision révele le nombre de classes prédites qui sont correctement étiquetées.
I s’agit du rapport entre les positifs correctement identifiés (vrais positifs, VP) et tous les
positifs identifiés (VP et FP), calculé par la formule suivante :

VP
Précision = ——— 4.2
récision = 50 p (4.2)
Une valeur de précision élevée indique que lorsque le modele prédit un résultat positif, il est
souvent correct.

4.4.2.2 Recall ou Sensibilité ou Rappel

Le rappel, également connu sous le nom de sensibilité ou recall ou taux de vrais positifs, mesure
le rapport entre les vrais positifs et le nombre total d’échantillons positifs réels et est calculé
par la formule suivante :

VP
Recall = m (43)

Une valeur de rappel élevée indique que le modele peut détecter efficacement les échantillons
positifs.

4.4.2.3 Fl-score

Le score F1 est une mesure qui combine précision et rappel en une seule valeur, fournissant une
évaluation équilibrée des performances d’'un modele. Elle est calculée par la formule suivante :
2 - Précision - Recall

F1— = 4.4
seore Précision + Recall (44)

4.5 Protocole expérimental

La mise en ceuvre d'un systeme de classification des maladies des plantes nécessite un proto-
cole expérimental rigoureux pour obtenir des résultats satisfaisants. Dans cette section, nous
décrivons en détail le protocole expérimental adopté, couvrant la méthodologie, la répartition
des données et de paramétrage de nos réseaux de neurones convolutifs. Nous abordons égale-
ment la fagon d’entrainer nos classifieurs utilisés a la suite de nos descripteurs et la sélection
des hyperparametres optimaux afin de garantir une classification précise et efficace.
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4.5.1 Meéthodologie

Notre but consiste a concevoir un modele permettant de classifier 19 classes des maladies des
plantes. Pour ce faire, nous avons implémenté deux protocoles, comme montre dans la figure
4.6 ,afin de comparer les performances obtenues par chacun d’eux.

Pour le protocole 1, nous allons créer au total de 5 modeles. Tout d’abord, un modele pour la
classification selon le type de plante. Ensuite, 4 modeles, chacun dédié a la classification des
maladies d'un type spécifique de plante, étant donné que nous disposons de 4 types de plantes
différents. Nous ferons fonctionner ces 5 modeles ensemble pour effectuer la classification en 19
classes. Nous fournissons d’abord une image au modele de classification selon le type de plante.
En fonction du résultat, nous sélectionnons le modele approprié pour détecter la maladie.

Pour le protocole 2, nous utilisons un seul modele pour effectuer la classification en 19 classes
a la fois.

Modéle 01 Modéle (A,B,C,D)

A -Potato

B-Tomato 7 2
§ Type détecté
Protocole 01 Classification par type de plante C-Grape

D-Pepper_bell
Protocoles

expérimentaux
Modele final

Protocole 02 Un seul modéle pour les 19 classes TypeOl_Maladieol. Maladie N

Type02-Maladie0l... Maladie N

Type03-MaladieOl... Maladie N

Figure 4.6: Les protocoles utilisées pour classification les maladies des plantes

4.5.2 Répartition des données

Notre méthodologie repose sur 'utilisation de deux protocoles distincts, comme nous 1’avons
vu dans la section précédente, et la distribution des données est étroitement liée au choix
spécifique du protocole. Dans la section suivante, nous détaillerons la maniere dont les données
sont réparties de facon appropriée pour chacun des protocoles utilisés

4.5.2.1 Protocole 01

Pour le premier modele du protocole 1, ¢’est-a-dire le modele de classification selon le type de
plante, nous avons quatre classes : Tomato, Potato, Grape et Pepper bell. Pour ce modele,
nous avons pris les images de toutes les classes constituant chaque type de plante afin d’assurer
la plus grande diversité possible. A savoir, Grape comprend 4 classes avec 4 692 images, Potato
contient 3 classes avec 3 000 images, Pepper bell inclut 2 classes avec 2 951 images, et enfin,
Tomato regroupe 10 classes avec 23 081 images. Il est important de noter que 80 % des images
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sont utilisées pour I'entrainement du modele, 10% pour la validation et 10 % pour le test. Le
tableau 4.3 illustre cette répartition.

Tomato | Grape | Potato | Pepper bell
Entrainement 80% | 18461 3752 2399 2360
Validation 10% 2304 468 300 294
Test 10% 2316 472 301 297
Total 23081 4692 3000 2951

Table 4.3: Répartition des données pour la classification du type de plante

Pour la classification des maladies de Potato sachant qu’il dispose de 3 classes ,les données ont
été répartie sur 3 ensembles : 80 % des images sont utilisées pour 'entrainement du modele,
10% pour la validation et 10 % pour le test. Le tableau 4.4 illustre cette répartition.

Entrainement 80% | Validation 10% | Test 10%
Early blight 800 100 100
Late blight 800 100 100
Healthy 799 100 101
Totale 2399 300 301

Table 4.4: Répartition des données
Type: Potato

Pour la classification des maladies de Tomato sachant qu’il dispose de 10 classes ,les données
ont été répartie sur 3 ensembles : 80 % des images sont utilisées pour I'entrainement du modele,
10% pour la validation et 10 % pour le test. Le tableau 4.5 illustre cette répartition.

Entrainement 80% | Validation 10% | Test 10%
Bacterial spot 1701 212 214
Early blight 1901 237 239
Late blight 1892 236 238
Leaf Mold 1884 235 236
Septoria leaf spot 1749 218 220
Spider mites Two-spotted spider mite 1744 218 218
Target Spot 1852 231 233
Yellow Leaf Curl Virus 1960 245 245
Mosaic virus 1848 231 231
Healthy 1930 241 242
Totale 18461 2304 2316

Table 4.5: Répartition des données
Type: Tomato

Pour la classification des maladies de Grape sachant qu’il dispose de 4 classes ,les données ont
été répartie sur 3 ensembles : 80 % des images sont utilisées pour I'entrainement du modele,
10% pour la validation et 10 % pour le test. Le tableau 4.6 illustre cette répartition.

Entrainement 80% Validation 10% | Test 10%
Black rot 944 118 118
Esca (Black Measles) 1106 138 139
Leaf blight (Isariopsis Leaf Spot) 860 107 109
Healthy 842 105 106
Totale 3752 468 472

Table 4.6: Répartition des données
Type: Grape
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Pour la classification des maladies de Pepper bell sachant qu’il dispose de 2 classes ,les données
ont été répartie sur 3 ensembles : 80 % des images sont utilisées pour I'entrainement du modele,
10% pour la validation et 10 % pour le test. Le tableau 4.7 illustre cette répartition.

Entrainement 80% | Validation 10% Test 10%
Bacterial spot 1178 147 148
Healthy 1181 147 149
Totale 2359 294 297

Table 4.7: Répartition des données
Type: Pepper bell

4.5.2.2 Protocole 02

Dans ce protocole, nous avons utilisé un seul modele pour la classification des 19 classes a la
fois , en utilisant la répartition illustrée dans le tableau 4.8.

Type d’aliment | Maladie associée Entrainement 80% Validation 10% | Test 10%
Black rot 944 118 118
Esca (Black Measles) 1106 138 139
Grape
Leaf blight (Isariopsis Leaf Spot) 860 107 109
Healthy 800 100 100
Bacterial spot 1178 147 148
Pepper bell
Healthy 1181 147 149
Early blight 800 100 100
Potato Late blight 800 100 100
Healthy 799 100 101
Bacterial spot 1701 212 214
Early blight 1901 237 239
Late blight 1892 236 238
Leaf Mold 1884 235 236
Septoria leaf spot 1749 218 220
Tomato
Spider mites Two-spotted spider mite 1744 218 218
Target Spot 1852 231 233
Yellow Leaf Curl Virus 1960 245 245
Mosaic virus 1848 231 231
Healthy 1930 241 242
Total 19 26971 3366 3386

Table 4.8: Répartition des données des 19 classes

4.5.3 Entrainement

La phase d’entrainement des modeles CNN se distingue par plusieurs parametres essentiels.
Tout d’abord, la taille des images d’entrée est fixée a 256 x 256. Avant de passer ces images au
modele, elles sont toutes normalisées entre 0 et 1 afin que les modeles puissent extraire les car-
actéristiques appropriées. Ensuite, tous les modeles CNN utilisent une architecture convolutive,
comprenant 5 couches Conv2D et 5 couches MaxPooling2D comme montré dans la figure 4.7.
Cela est suivi par une couche d’aplatissement (Flatten Layer) qui transforme les matrices 2D
en un vecteur 1D (4608,1), préparant ainsi les données pour le bloc de classification constitué
de deux couches Dense. La couche de sortie a un nombre de neurones correspondant au nombre
de classes de chaque modele.

Chaque parameétre est soigneusement sélectionné et configuré pour maximiser les performances
des modeles.
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o La fonction d’activation utilisée est ReL'U pour les couches cachées et la fonction d’activation
Softmax est utilisée pour la couche de sortie, permettant une classification multi-classe.

o Le taux d’apprentissage est fixé a 0,001. L’optimisation est réalisée avec 'optimiseur
Adam, choisi pour sa robustesse et sa capacité a gérer les variations des données.

e Le nombre d’époques varie de 20 a 30, permettant un apprentissage profond tout en évi-
tant le surapprentissage. La taille du batch est de 32, équilibrant la vitesse d’entrainement
et la stabilité des mises a jour des gradients.

-

/ @ conv2D ' MaxPooling2p . Flatten ' Dense

Figure 4.7: architecture de notre Modele CNN

Le tableau 4.9 Résume les Architectures et les parametres d’entrainement des modeles CNN.

Architecture des Modeles CNN

Détection de type Modele(CNN)
Grape | Pepper bell | Potato | Tomato
de plante de protocole 2
Taille de 'image
256 x 256
d’entrée en pixels
Type Forme
Conv2D (None,254,254,32)
MaxPooling2D (None,127,127,32)
Conv2D (None,125,125,64)
MaxPooling2D (None,62,62,64)
Conv2D (None,28,28,128)
MaxPooling2D (None,14,14,128)
Conv2D (None,12,12,128)
MaxPooling2D (None,6,6,128)
Flatten (None,4608)
Dense (None,64)
Dense (None,4) (None,4) (None,2) (None,3) | (None,10) (None,19)
Nombre de parameétres 572996 572996 572866 572931 573386 573971
Parameétres d’entrainement
Fonction
Relu, sortie (Softmax)
d’activation
Taux
0.001
d’apprentissage
Epochs 20 30 20 30 25 20
Batch Size 32
Optimiseur Adam

Table 4.9: Architecture et Parametres d’entrainement adoptés
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4.5.3.1 CNN en tant qu’extracteur de caractéristiques

Dans notre étude de classification des maladies des plantes, nous avons testé des modeles
hybrides constitués d’'un descripteur (extracteur de caractéristiques) et d’un classifieur. Nous
avons choisi d’utiliser un CNN comme extracteur de caractéristiques. Ce choix a été motivé
par la simplicité de I'architecture des CNN, ce qui nous permet d’apporter des améliorations
simples et efficaces, comme illustré dans la figure 4.8.

."-."....'“'..' _.- 32x254%254  Maxpool 32x127x127 - 64x125%125 Max pool
256x256x3 32x3x3 3x3 ———"  G4x3x3 > 3x3
Stride =2 Stride =2

64x62x62

Maxpool| 128x28x28 - 64%30x30  Maxpool  64X60X60
3x3 128x3x3 Y 3x3 64x3x3
Stride = 2 Stride =2

128x14x14

X 1| X ur de
128x12x12 Mo poo 128x6x6 ; V-: ur
Stride =2 4608 x 1

Figure 4.8: CNN en tant qu’extracteur de caractéristiques

Comme on peut le constater d’apres la figure 4.8, il s’agit d’une architecture relativement
simple, composée de

e 5 couches de convolution.
e 5 couches de max-pooling.

e 1 couche Flatten (fournissant le vecteur des caractéristiques représentatif pour chaque
image).

Pour l'utilisation de ce descripteur on normalise les niveaux de gris faisant passer nos niveaux
de gris de [0,255] a [0,1]. On a en sortie de ce descripteur un vecteur caractéristique d’une taille
de 4608 éléments.

A la suite de ce descripteur on a testé 3 classifieurs : KNN, SVM et Random Forest telle que
dans la prochaine section on va décrire la méthode pour le choix optimal des parametres de ces
classifieurs basée sur la validation croisée et la recherche en grille.

4.5.3.2 Choix des parametres des classifieurs utilisés

Dans cette section on va décrire la fagon de I'entrainement et du paramétrage de nos classifieurs.
Cette étape est cruciale car elle détermine comment nos classifieurs vont apprendre a partir
des caractéristiques extraites en utilisant I’extracteur des caractéristqiue que nous avons décrire
dans la section précedent.

Cependant, la performance d’un classifieur dépend fortement de ses parametres, que nous
devons donc ajuster soigneusement. nous dans notre travaille pour 'entrainement des classifieur
on a utiliser une combinaison de recherche en grille et de validation croisée qu’on va détailler
dans la section prochaine .
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4.5.3.3 Recherche en grille(GridSearch)

La méthode de recherche en grille, parfois appelée "Grid Search", est une technique d’optimisation
des hyperparametres. Elle consiste a définir une grille d’hyperparametres potentiels et a éval-
uer systématiquement la performance du modele pour chaque combinaison d’hyperparametres
dans cette grille. Cela nous permet de trouver la combinaison d’hyperparametres qui donne les
meilleurs résultats pour nos classifieurs.

Dans le code, la grille d’hyperparametres peut étre définie en créant un dictionnaire ou chaque
clé est le nom d’un hyperparametre et chaque valeur est une liste de valeurs a explorer.

Voici la forme standard d’une grille d’hyperparametres.

Param Grid = {
’paramétrel’: [valeurl, valeur2, valeur3],
’paramétre2’: [valeurl, valeur2, valeur3,valeur4],
’paramétre3’: [valeurl, valeur?2],
’paramétred’: [valeurl, valeur2, valeur3]

Le tableau 4.10 représente les grilles d’hyperparametres que nous avons utilisées pour trouver
les hyperparametres optimaux pour nos trois classifieurs.

Classifieur Parameétre Valeurs possibles
’kernel’ [’linear’, ’poly’, ’rbf’]
ok (0.1, 1,3, 10]
SVM
’ gamma’ [0.001, 0.0001]
’decision function shape’ [’ovo’, ’ovr’]
’n neighbors’ [3, 5, 7, 9, 11]
KNN
‘metric’ [’euclidean’, ’manhattan’]
’max depth’ [None]
’max features’ [1, 3, 10]
‘min samples split’ [1, 3, 10]
Random Forest -Sanp_esSp
’min samples leaf’ [1, 3, 10]
’criterion’ [’gini’, ’entropy’]
’n estimators’ [10, 20, 50, 100]

Table 4.10: Exemples des grilles d’hyperparametres des classifieurs

4.5.3.4 Validation croisée (cross validation)

La validation croisée est une technique d’évaluation des classifieurs. Elle consiste a diviser
les données d’entrainement en K sous-ensembles(plis). Le modele est formé sur K-1 de ces
sous-ensembles et évalué sur le sous-ensemble restant. Ce processus est répété K fois, chaque
sous-ensemble étant utilisé une fois comme données de validation. La moyenne des résultats de
ces K évaluations produit une mesure finale de performance du modele. La figure 4.9 illustre
une validation croisée avec K=5. Ce processus est répété pour différents hyperparametres. Les
moyennes des performances des modeles sont comparés, et un modele est sélectionné. Ce mod-
¢le est ensuite testé sur I'ensemble de données de test mis de coté.
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La validation croisée est particulierement utile lorsque les données d’apprentissage sont limitées,
car elle utilise efficacement toutes les observations pour évaluer le modele.

La combinaison de la recherche en grille et de la validation croisée, appelée "Grid Search Cross
Validation", est une approche robuste pour I'optimisation des hyperparametres et I’évaluation
des modeles.

Données d'entrainement

oo

Plil Pli 2 Pli 3 Pli 4 Pli 5

Itération 1 | Valid Train Train || Train | Train

Performance de
I'itération 1

Performance de
I'itération 2

Itération 2 | Train Valid Train Train Train

. . . . . "Performance de |
Itération 3 | Train || Train | Valid | Train | Train skt d il

La performance
Moyenne

I'itération 3
[tération 4 | Train || Train | Train || Valid | Train Performance de
I'intération 4
Itération 5 | Train || Train || Train || Train || Valid Performance de
I'itération 5

Figure 4.9: Principe de la validation croisée avec 5 plis

4.5.3.5 Choix optimal des parametres des classifieurs utilisés

Le tableau 4.11 résume les hyperparametres optimales pour nos classifieurs obtenu en utilisant
"Grid Search Cross Validation".

Classifieur Hyperparameétres
’kernel’ =[’rbf’]
) = 3
SVM 3]
?gamma’ =[0.001]
’decision function shape’ = [‘ovr]

"n neighbors"=[5]

KNN
"metric"=[manhattan’]

"max depth"=[None]

"max features" =[3]

"mi les split"=[3
Random Forest fiin samp es sp 13

"min samples leaf" =[I]

"criterion" =['gini’]

"n estimators" =[100]

Table 4.11: Les hyperparametres optimaux des classifieurs

4.6 Performances atteintes

Dans un premier temps, nous allons évaluer les différents modele adoptés pour le diagnostic
des maladies des plantes selon les 2 protocoles présentés précédemment.
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4.6.1 Protocole 1

Dans ce premier protocole, nous procédons d’abord a une classification par type de plante
avant de passer a la classification de la maladie présente sur la feuille, en fonction du type de
plante identifié. Une fois le type de plante détecté, le modele de classification approprié pour
la maladie est sélectionné. Plusieurs criteres d’évaluation sont pris en compte, notamment le
temps nécessaire a ’entrainement du modele et le temps d’inférence pour une seule image. En
effet, pour affirmer qu'un modele est performant, il faut considérer son implémentation dans
une application mobile. L’évaluation quantitative de la performance des différents modeles
est principalement basée sur 'exactitude (accuracy) dans les ensembles d’entrainement, de
validation et de test. Le tableau 4.12 résume les performances obtenues lors de I’entrainement

des différents modeles constituant ce protocole.

Détection du type de plante

Descripteur

Classifieur

Exactitude d’entrainement (%)

Exactitude de validation (%)

Exactitude de test (%)

Temps d’entrainement

Temps d’inférence

d’une seule image

CNN

Couche entiérement

connectée

99.58

98.13

98.49

23 min 42 s
( 20 epochs)

30 ms

Grape

Descripteur

Classifieur

Exactitude d’entrainement (%)

Exactitude de validation (%)

Exactitude de test (%)

Temps d’entrainement

Temps d’inférence

d’une seule image

CNN

Couche entiérement

connectée

100

98.93

Pepper bell

98.73

4 min 36 s

( 30 epochs)

31 ms

Descripteur

Classifieur

Exactitude d’entrainement (%)

Exactitude de validation (%)

Exactitude de test (%)

Temps d’entrainement

Temps d’inférence

d’une seule image

CNN

Couche entiérement

connectée

100

100

99.66

2min 4 s
(20 epochs)

31 ms

Descripteur

Classifieur

Exactitude d’entrainement (%)

Potato

Exactitude de validation (%)

Exactitude de test (%)

Temps d’entrainement

Temps d’inférence

d’une seule image

CNN

Couche entiérement

connectée

100

97.33

98.67

3min 10 s

(30 epochs)

29 ms

Tomato

Descripteur

Classifieur

Exactitude d’entrainement (%)

Exactitude de validation (%)

Exactitude de test (%)

Temps d’entrainement

Temps d’inférence

d’une seule image

CNN

Couche entiérement

connectée

98.63

95.27

19 min 45 s

(25 epochs)

36 ms

Table 4.12: Performances des modeles de protocole 1

Pour ce protocole, nous utilisons cinqg modeéles : un pour la détection du type de plante et
quatre pour la classification des maladies associées a chaque type de plante parmi les quatre
disponibles. Nous commencons par appliquer les données de test du tableau 4.8 au modele de
détection du type de plante. Ensuite, nous structurons un dictionnaire contenant quatre clés,
chacune représentant un modele dédié a la classification des maladies spécifiques détectées chez
chaque type de plante. Le tableau suivant synthétise les résultats obtenus apres 1’exécution
simultanée de ces cinq modeles pour classifier 19 classes de maladies.

Résultats de Protocole 1

Temps d’inférence

Modele 1 Modele 2 Exactitude de test (%)

d’une seule image

Détection du type

Détection de la maladies 95.72 1.7s

de plante

En analysant la matrice de confusion 4.10 qui représente le protocole 1, nous constatons que
parmi les 3386 image de teste 145 images sont mal classées. Par exemple:

- 10 plantes de la classe Tomato-Late-blight sont incorrectement classées dans la classe
Tomato-FEarly-blight telle que le modele effectue une confusion entre c’est deux classe.
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15 plantes de la classe Tomato-Spider mites Two-spotted spider mite sont mal classées
pour la classe Tomato-Target-spot telle que le modele effectue aussi la confusion entre
c’est deux classe.

Matrice de confusion - Toutes les maladies

Potato___Late_blight
Grape___Black_rot

Tomato__Tomato_mosaic_virus

- 200

Tomato__Septoria_leaf_spot
Tomato__Late_blight

Potato__healthy
Grape___Leaf_blight_(Isariopsis_Leaf Spot)
Grape___healthy

Tomato__Bacterial_spot

Tomato___healthy

Vraie étiquette

Tomato__Target_Spot
Tomato___Tomato_Yellow_Leaf_Curl,
Potato__Early_blight
Grape__Esca_(Black_Measles)
Tomato__Early_blight

Tomateo___Spider_mites Two-spotted_spider_mite
Pepper,_bell___Bacterial_spot
Temato__ Leaf Mold

Pepper,_bell__healthy
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Figure 4.10: Matrice de confusion de protocole 1

La figure 4.11 représente des exemples de classification des maladies des plantes selon
le protocole 1

True label: Grape__Black_rot True label: Tomato__Target_Spot

True label: Grape__ Black_ n‘){
Type de plante prédit: Grape (Co : 1.00)

True label: Pepper,_bell__Bacterial_spot Type de plante prédit: Grape [Ccnllden[e 1nn1 TVPE de plante prédit: Tomato (Confidence: 0.99)
Maladie prédite: Black ot (Confidence 0931 =

Type de plante prédit: Pepper, bell (Confidence: 1.00)
Maladie prédite: Bacterial_spot (Confidence: 1.00)

Maladie prédite: mack rot(\:onh aladie rédite: Target. Swt(Cun'\dence 1.00)

True label: Tomato__ Bacterial_spot
Type de plante prédit: Tomato [Cnnhde,?w 1.00) True label: Potato__Late blight True label: Grape _Leaf_blight_(Isariopsis_Leaf Spot)
Maladie prédite: Bacterial_spot (Confidence: 0.82) Type de plante prédit: Potato (Confidence: 0.99) Type de plante prédit: Grape (Confidence: 1.00)

Maladie prédite: Late_blight (Confidence: 1.00) ~ Maladie Pfedﬂe I-éef blight (isariopsis._Leaf_Spot) (Cor

nce: 1.00)

Figure 4.11: Des exemples de classification des images selon le protocole 1
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Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
4.13. Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus complete de la performance du modele, nous examinons également le score F1,
plus il est élevé, plus le modele est considéré comme performant.

Précision (%) | Recall (%) F1l-score (%) | Nombre d’images
Grape_Black rot 95.90 99.15 97.50 118
Grape_Esca (Black Measles) 100.00 97.12 98.54 139
Grape_Leaf blight (Isariopsis Leaf Spot) 99.08 99.08 99.08 109
Grape_Healthy 100.00 93.40 96.59 106
Pepper bell Bacterial spot 95.42 98.65 97.01 148
Pepper bell Healthy 98.00 98.66 98.33 149
Potato_Early blight 95.05 96.00 95.52 100
Potato_Late blight 83.62 97.00 89.81 100
Potato_Healthy 97.96 95.05 96.48 101
Tomato_ Bacterial spot 92.92 98.13 95.45 214
Tomato_Early blight 91.50 94.56 93.00 239
Tomato_Late blight 97.25 89.08 92.98 238
Tomato_Leaf Mold 98.25 94.92 96.55 236
Tomato_Septoria leaf spot 92.51 95.45 93.96 220
Tomato_Spider mites Two-spotted spider mite 97.50 89.45 93.30 218
Tomato_Target Spot 89.60 96.14 92.75 233
Tomato_Yellow Leaf Curl Virus 97.55 97.55 97.55 245
Tomato_ Mosaic virus 100 99.57 99.78 231
Tomato_Healthy 99.14 95.04 97.05 242
accuracy 95.72 3386
macro avg 95.86 96.00 95.86 3386
weighted avg 95.88 95.72 95.73 3386

Table 4.13: Précision, recall et Fl-score par classe du protocole 1

4.6.2 Protocole 2

Pour ce deuxieme protocole, nous avons abordé la classification des maladies en combinant
les quatre types de plantes pour créer un seul modele capable de distinguer 19 classes. Pour
effectuer cette classification en 19 classes, nous avons testé quatre modeles. Plusieurs criteres
d’évaluation sont pris en compte, notamment le temps nécessaire a ’entrainement du modele
et le temps d’inférence pour une seule image. L’évaluation quantitative de la performance
des différents modeles est principalement basée sur 1'exactitude (accuracy) dans les ensembles
d’entrainement, de validation et de test. Le tableau 4.14 résume les performances obtenues lors
de I'entrainement des différents modeles testés dans ce protocole.

T s d’infé
Descripteur Classifieur Exactitude d’entrainement (%) | Exactitude de validation (%) | Exactitude de test (%) | Temps d’entrainement LIS CRUTEENES
d’une seule image
Couche entiérement _ 24min 35 s
CNN 98.37 95.07 94.42 0.042 s
connectée (20 epochs)
CNN SVM 99.49 96.05 95.75 42 min 19 s 0.002 s
CNN KNN 99.28 96.17 95.30 31 min 25s 0.004s
CNN Random Forest 100.00 95.90 95.42 36 min 49 s 0.009s

Table 4.14: Résultats de la classification sur 19 classe

D’apres le tableau 4.14, qui présente les performances des modeles développés pour la classi-
fication des 19 classes a la fois, nous constatons que le modele CNN+SVM offre I'exactitude
la plus élevée 95,75% et possede également le temps d’inférence pour une seule image le plus
court (0,002 s), ce qui est tres favorable. Nous observons également que, de maniére générale,
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les modeles hybrides fournissent de meilleurs résultats que le modele CNN bout & bout (celui
qui effectue la classification en utilisant des couches entierement connectées).

Performance Modéle CNN + SVM :

En analysant la matrice de confusion (voir la figure 4.12) de notre modele le plus performant
(CNN+SVM), nous constatons que parmi les 3386 images testées, 144 images sont mal classées.
Le modele effectue des confusions entre certaines classes. Par exemple :

- 10 plantes de la classe Tomato-Spider-Mites- Two-Spotted-Spider-Mite sont incorrectement
classées dans la classe Tomato-Target-Spot.

- 7 plantes de la classe Tomato-Target-Spot sont incorrectement classées dans la classe
Tomato-Spider-Mites- Two-Spotted-Spider-Mite.

Modele hybride de CNN + SVM
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Figure 4.12: Matrice de confusion CNN +SVM
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Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
4.15. Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus complete de la performance du modele, nous examinons également le score F1
, plus il est élevé plus le modele est considéré comme performant.

Précision (%) | Recall (%) F1l-score (%) | Nombre d’images
Grape_Black rot 96.61 96.61 96.61 118
Grape_Esca (Black Measles) 98.54 97.12 97.83 139
Grape_Leaf blight (Isariopsis Leaf Spot) 99.08 99.08 99.08 109
Grape_Healthy 97.25 100.00 98.60 106
Pepper bell Bacterial spot 95.30 95.95 95.62 148
Pepper bell Healthy 98.00 98.66 98.33 149
Potato_Early blight 96.08 98.00 97.03 100
Potato_Late blight 92.71 89.00 90.82 100
Potato_Healthy 94.95 93.07 94.00 101
Tomato_ Bacterial spot 97.22 98.13 97.67 214
Tomato_Early blight 92.80 91.63 92.21 239
Tomato_Late blight 93.94 91.18 92.54 238
Tomato_Leaf Mold 97.02 96.61 96.82 236
Tomato_Septoria leaf spot 93.61 93.18 93.39 220
Tomato_Spider mites Two-spotted spider mite 92.34 94.04 93.18 218
Tomato_Target Spot 92.34 95.28 93.67 233
Tomato_Yellow Leaf Curl Virus 97.54 97.14 97.34 245
Tomato_ Mosaic virus 98.28 98.70 98.49 231
Tomato_Healthy 98.34 97.93 98.14 242
accuracy 95.75 3386
macro avg 95.88 95.86 95.86 3386
weighted avg 95.75 95.75 95.74 3386

Table 4.15: Précision, recall et Fl-score par classe du modele CNN +SVM

La figure 4.13 présente I'exactitude des modeles des protocoles 1 et 2. Nous remarquons que le
meilleur modele du protocole 2 est le modele (CNN+SVM) atteint une exactitude de 95,75%,
tandis que le modele représentant le protocole 1 a une exactitude de 95,72%. Bien que les deux
exactitude soient tres proches, le protocole 2 s’avere étre le choix le plus performant en raison du
temps d’inférence beaucoup plus court pour une seule image 0,002s pour le protocole 2 contre
1,7s pour le protocole 1. Ce parametre est crucial pour que le systeme soit implémenté dans
une application mobile. Afin d’améliorer davantage les performances de précision du protocole
2, nous avons exploré de nouveaux outils mathématiques, dont les résultats prometteurs seront
présentés dans le chapitre suivant.
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Accuracy des deux protocoles
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Figure 4.13: Comparaison des modeles des deux protocole

4.7 Conclusion

A travers ce chapitre, nous avons présenté les outils logiciels et matériels utilisés dans notre
projet, en passant par la description de I’ensemble de données que nous avons utilisé, ainsi que
les méthodes d’évaluation de nos différents modeles. Nous concluons par la présentation des
différents modeles que nous avons développés, a savoir le modele CNN bout a bout, ainsi que les
trois modeles hybrides combinant un CNN comme extracteur de caractéristiques avec différents
classifieurs (SVM, KNN et random forest). Nous présentons également les résultats obtenus
avec chaque modele En terminant ce chapitre, nous conclons que les modeéles hybrides (CNN
+ classifieur) donnent de meilleurs résultats que ceux obtenus en utilisant un CNN bout a bout.

Dans le but d’améliorer les performances obtenues avec ces modeles ,dans le chapitre prochaine
,nous présentons une technique innovante d’amélioration des performances , a savoir les in-
tégrales floues. Nous testerons deux types d’intégrales : l'intégrale de Choquet et celle de
Sugeno. Pour déterminer précisément les mesures floues a attribuer aux différents modeles
lors de 'utilisation de ces intégrales, nous recourrons a l'optimisation par essaim de particules
(PSO) afin de trouver les mesures floues optimales.
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CHAPTER b

AMELIORATION DES PERFORMANCES

5.1 Introduction

Dans l'objectif d’améliorer les performances de notre modele de classification de 19 classes a
la fois , nous avons opté pour l'utilisation des intégrales floues. Nous avons testé deux types
d’intégrales, a savoir I'intégrale de Sugeno et l'intégrale de Choquet, et nous avons utilisé une
optimisation par essaim de particules pour déterminer de maniere tres précise les mesures floues
optimales & utiliser pour chaque intégrale. Afin de trouver le modele le plus performant, nous
avons testé ces intégrales avec différentes combinaisons des quatre modeles que nous avions déja
développés dans le protocole 2. Nous présenterons en détail les résultats de ces combinaisons
dans les sections suivantes.

5.2 Les combinaisons de l'intégrale de Sugeno avec PSO

Dans cette partie on va décrire les résultat obtenu on applicant l'intégrale de sugeno avec
I'optimisation par essaim de particule pour les différents combianison des modeles qu’on dispose

5.2.1 CNN et CNN +SVM et CNN +KNN

Dans cette partie, nous allons décrire les performances obtenues en appliquant I'intégrale de
Sugeno avec PSO sur trois modeles, a savoir les modeles CNN avec comme classifieur les couches
entierement connectées, le modele CNN+SVM et le modele CNN+KNN, comme montré dans
la figure 5.1. Le tableau 5.1 résume les parametres de I'optimisation par essaim de particules
utilisés pour cette combinaison, a savoir les valeurs des positions initiales, la taille de ’essaim,
la dimension de 'espace de recherche, l'intervalle de recherche, les valeurs des coefficients aq
et ao, l'inertie w, le nombre d’itérations, et le temps de recherche. Nous incluons également
I'exactitude de chaque modele avant ’application de I'intégrale ainsi que 1’exactitude obtenue
apres l'application de l'intégrale de Sugeno avec PSO, et le temps d’inférence d'une image .
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Parameétres de PSO pour (CNN , CNN + SVM et CNN + KNN)

‘Valeur des positions initiales Taille de I’essaim Dimension de ’espace de recherche L’intervalle de recherche Valeurs des coefficients a;, a» et inertie w Nombre d’itérations | Temps de recherche

—1. a2,
0.65.0.5,0.4] 5 3 0.1] a=t e 10
w =05

1h 33min

Sugeno intégrale avec PSO pour (CNN , CNN + SVM et CNN + KNN)

Mesures floues optimales Exactitude obtenue

Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image

obtenues avec PSO avec Choquet et PSO (%)
Couche entiérement
CNN 94.42 0.38
connectée
CNN SVM 95.75 1 97.46 0.5s
CNN KNN 95.30 0.93

Table 5.1: Parametres de modele 1 de 'intégrale de sugeno avec PSO adoptée

Prédictions
des modéles

Sortie de
Flatten

el Jasosx1h— SVM 10%1

Images

Normalisation des
niveaux de gris

d'entrées 19x1

256x256x%3

.

Prédictions de

Sortie de Sugeno

Flatten

e asos xat . KNIN 19x 1]

B

Figure 5.1: Sugeno avec PSO appliqué a CNN, CNN+SVM et CNN+KNN.

D’apres le tableau 5.1 On remarque que le temps de recherche pour cette optimisation est tres
¢élevé(1h 33min), due au fait que I'entrainement de cette optimisation a été effectué en utilisant
le CPU de Google Colaboratory.

Nous avons choisi une dimension de I'espace de recherche égale a 3 car pour cette combinaison,
nous disposons de trois modeles. Il est donc nécessaire de déterminer la mesure floue a attribuer
a chaque modele.

On constate que cette intégrale a permis une amélioration de 1,7% par rapport au meilleur des
modeles disponibles, ce qui est bon.

En analysant la matrice de confusion 5.2, on observe que parmi les 3386 images testées, 85 sont
mal classées. Par exemple :

- 11 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-
spider-mites-two-spotted-spider-mite.

- 6 images de la classe Tomato-septoria-leaf-spot sont incorrectement classées comme Tomato-
FEarly-blight.

- 7 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-late-
blight.
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Figure 5.2: Matrice de confusion du modele Sugeno avec PSO appliqué a CNN, CNN+SVM et

CNN+KNN

Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.2 Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’'un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus compléte de la performance du modele, nous examinons également le score F1,

plus il est élevé, plus le modele est considéré comme performant.

Les combinaisons de l'intégrale de Sugeno avec PSO
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Précision (%) | Recall (%) Fl-score (%) Nombre d’images
Grape_Black rot 95.80 96.61 96.20 118
Grape_Esca (Black Measles) 99.27 97.84 98.55 139
Grape_Leaf blight (Isariopsis Leaf Spot) 100.00 96.33 98.13 109
Grape_Healthy 96.33 99.06 97.67 106
Pepper bell Bacterial spot 97.97 97.97 97.97 148
Pepper bell Healthy 100.00 100.00 100.00 149
Potato_Early blight 97.00 97.00 97.00 100
Potato_Late blight 92.23 95.00 93.60 100
Potato_Healthy 98.00 97.03 97.51 101
Tomato_Bacterial spot 99.07 99.07 99.07 214
Tomato_Early blight 94.69 97.07 95.87 239
Tomato_Late blight 96.15 94.54 95.34 238
Tomato_Leaf Mold 100.00 97.88 98.93 236
Tomato_Septoria leaf spot 97.18 94.09 95.61 220
Tomato_Spider mites Two-spotted spider mite 93.42 97.71 95.52 218
Tomato_Target Spot 98.65 93.99 96.26 233
Tomato_Yellow Leaf Curl Virus 97.60 99.59 98.59 245
Tomato_Mosaic virus 98.72 100.00 99.35 231
Tomato Healthy 98.78 100.00 99.38 242
accuracy 97.46 3386
macro avg 97.41 97.41 97.40 3386
weighted avg 97.49 97.46 97.46 3386

Table 5.2: Précision, recall et F1-score par classe du modele Sugeno avec PSO appliqué a CNN,

CNN+SVM et CNN+KNN

5.2.2 CNN et CNN +SVM et CNN +Random Forest

Dans cette partie, nous allons décrire les performances obtenues en appliquant l'intégrale de
Sugeno avec PSO sur trois modeles, a savoir les modeles CNN avec comme classifieur les
couches entierement connectées, le modele CNN+SVM et le modele CNN+Random Forest,
comme montré dans la figure 5.3. Le tableau 5.3 résume les parametres de l'optimisation par
essaim de particules utilisés pour cette combinaison, a savoir les valeurs des positions initiales,
la taille de I'essaim, la dimension de ’espace de recherche, l'intervalle de recherche, les valeurs

des coefficients a; et as, 'inertie w, le nombre d’itérations, et le temps de recherche .

Nous

incluons également 'exactitude de chaque modele avant I'application de 'intégrale ainsi que
I’exactitude obtenue apres avoir appliqué I'intégrale de Sugeno avec PSO, et le temps d’inférence

d’une image.

Paramétres de PSO pour (CNN et CNN +SVM et CNN +Random Forest)
‘Valeur des positions initiales Taille de I’essaim Dimension de I’espace de recherche L’intervalle de recherche Valeurs des coefficients a,, a, et inertie w Nombre d’itérations | Temps de recherche
=1, a,=2,
0.65,0.5,0.4] 5 3 0.1] n=h 10
w=0.5
Sugeno intégrale avec PSO pour (CNN , CNN + SVM et CNN + Random Forest)
. " . . Mesures floues optimales Exactitude obtenue o .
Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image
obtenues avec PSO avec Choquet et PSO (%)
CNN Couche entiérement 04.42 0.69
connectée
CNN SVM 95.75 0.79 97.55 05s
CNN Random Forest 95.42 0.78

Table 5.3: Parametres de modele 2 de I'intégrale de sugeno avec PSO adoptée

Les combinaisons de l'intégrale de Sugeno avec PSO
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Figure 5.3: Sugeno avec PSO appliqué a CNN, CNN+SVM et CN
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D’apes le tableau5.3 On constate que cette intégrale a permis une amélioration de 1,8% par

rapport au meilleur des modeles disponibles, ce qui est bon.

En analysant la matrice de confusion 5.4, on observe que parmi les 3386 images testées, 83 sont

mal classées. Par exemple :

- 9 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-

spider-mites-two-spotted-spider-mite.

- 10 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-

late-blight.
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Figure 5.4: Matrice de confusion du modeéle Sugeno avec PSO appliqué
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Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.4. Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus complete de la performance du modele, nous examinons également le score F1,
plus il est élevé, plus le modele est considéré comme performant.

Précision (%) | Recall (%) Fl-score (%) Nombre d’images
Grape_Black rot 96.58 95.76 96.17 118
Grape_Esca (Black Measles) 99.27 97.84 98.55 139
Grape_Leaf blight (Isariopsis Leaf Spot) 100.00 97.25 98.60 109
Grape_Healthy 97.20 98.11 97.65 106
Pepper bell Bacterial spot 97.32 97.97 97.64 148
Pepper bell Healthy 99.33 100.00 99.67 149
Potato_Early blight 97.00 97.00 97.00 100
Potato_Late blight 89.62 95.00 92.23 100
Potato_Healthy 97.03 97.03 97.03 101
Tomato_ Bacterial spot 99.53 99.07 99.30 214
Tomato_Early blight 95.92 98.33 97.11 239
Tomato Late blight 95.71 93.70 94.69 238
Tomato_Leaf Mold 99.57 97.88 98.72 236
Tomato_Septoria leaf spot 98.10 93.64 95.81 220
Tomato_Spider mites Two-spotted spider mite 94.27 98.17 96.18 218
Tomato_Target Spot 98.67 95.28 96.94 233
Tomato_Yellow Leaf Curl Virus 97.99 99.59 98.79 245
Tomato_Mosaic virus 99.14 100.00 99.57 231
Tomato_Healthy 98.37 100.00 99.18 242
accuracy 97.55 3386
macro avg 97.40 97.45 97.41 3386
weighted avg 97.58 97.55 97.55 3386

Table 5.4: Précision, recall et F1-score par classe du modele Sugeno avec PSO appliqué a CNN,
CNN+SVM et CNN+Random Forest

5.2.3 CNN et CNN +KNN et CNN +Random Forest

Dans cette partie, nous allons décrire les performances obtenues en appliquant I'intégrale de
Sugeno avec PSO sur trois modeles, a savoir les modeles CNN avec comme classifieur les
couches entierement connectées, le modele CNN+KNN et le modele CNN+Random Forest,
comme montré dans la figure 5.5. Le tableau 5.5 résume les parametres de I'optimisation par
essaim de particules utilisés pour cette combinaison, & savoir les valeurs des positions initiales,
la taille de ’essaim , la dimension de ’espace de recherche, 'intervalle de recherche, les valeurs
des coefficients a; et as, I'inertie w, le nombre d’itérations, et le temps de recherche. Nous
incluons également l'exactitude de chaque modele avant I'application de l'intégrale ainsi que
I’exactitude obtenue apres avoir appliqué I'intégrale de Sugeno avec PSO, et le temps d’inférence
d’une image.

Paramétres de PSO pour (CNN , CNN + KNN et CNN + Random Forest)

‘Valeur des positions initiales Taille de I’essaim Dimension de I’espace de recherche L’intervalle de recherche Valeurs des coefficients a;, a» et inertie w Nombre d’itérations

Temps de recherche

R
0.1] m=h 10

0.45,0.5,0.6] 5 3
w=0.5

1h 29 min

Sugeno intégrale avec PSO pour (CNN , CNN + KNN et CNN + Random Forest)

Mesures floues optimales Exactitude obtenue

Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image
obtenues avec PSO avec Choquet et PSO (%)
CNN Couche entiérement 04.42 021
connectée
CNN KNN 95.30 0.93 97.31 05s
CNN Random Forest 95.42 1

Table 5.5: Parametres de modele 3 de I'intégrale de sugeno avec PSO adoptée

Les combinaisons de l'intégrale de Sugeno avec PSO

Page 78




Amélioration des performances

- PSO
Prédictions S i
des modeles ,/

v
O/

Images
d'entrées
256x256%3

Normalisation des
niveaux de gris

.

Sortie de
Flatten
el lasosxay—~ KNN a{ux:}
Sortie de
W{% } Foret
08 X!

" Forest

Figure 5.5: Sugeno avec PSO appliqué a CNN, CNN+KNN et CNN+Random Forest.

D’apes le tableau5.5 On constate que cette intégrale a permis une amélioration de 1,9% par

rapport au meilleur des modeles disponibles, ce qui est bon.

En analysant la matrice de confusion 5.6, on observe que parmi les 3386 images testées, 91 sont

mal classées. Par exemple :

- 13 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-

spider-mites-two-spotted-spider-mite.

- 13 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-

late-blight.

- 5 images de la classe Tomato-Spectoria-Leaf-spot sont incorrectement classées comme

Tomato-FEarly-blight
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Figure 5.6: Matrice de confusion du modele Sugeno avec PSO appliqué a CNN, CNN+KNN et

CNN-+Random Forest

Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.6. Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’'un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus compléte de la performance du modele, nous examinons également le score F1,

plus il est élevé, plus le modele est considéré comme performant.

Les combinaisons de l'intégrale de Sugeno avec PSO

Page 80



Amélioration des performances

Précision (%) Recall (%) Fl-score (%) Nombre d’images
Grape_Black rot 96.64 97.46 97.05 118
Grape_Esca (Black Measles) 99.28 98.56 98.92 139
Grape_Leaf blight (Isariopsis Leaf Spot) 97.27 98.17 97.72 109
Grape_Healthy 99.06 99.06 99.06 106
Pepper bell Bacterial spot 97.96 97.30 97.63 148
Pepper bell Healthy 98.03 100.00 99.00 149
Potato_Early blight 97.03 98.00 97.51 100
Potato_Late blight 85.59 95.00 90.05 100
Potato_Healthy 97.03 97.03 97.03 101
Tomato_Bacterial spot 97.71 99.53 98.61 214
Tomato_Early blight 96.62 95.82 96.22 239
Tomato_Late blight 96.48 92.02 94.19 238
Tomato_Leaf Mold 100.00 98.31 99.15 236
Tomato_Septoria leaf spot 96.26 93.64 94.93 220
Tomato_Spider mites Two-spotted spider mite 92.67 98.62 95.56 218
Tomato_Target Spot 98.64 93.56 96.04 233
Tomato_Yellow Leaf Curl Virus 99.59 98.78 99.18 245
Tomato_Mosaic virus 99.57 100.00 99.78 231
Tomato Healthy 98.78 100.00 99.38 242
accuracy 97.31 3386
macro avg 97.06 97.41 97.31 3386
weighted avg 97.37 97.31 97.32 3386

Table 5.6: Précision, recall et F1-score par classe du modele Sugeno avec PSO appliqué a CNN,
CNN+KNN et CNN+Random Forest

5.2.4 CNN+SVM et CNN +KNN et CNN +Random Forest

Dans cette partie, nous allons décrire les performances obtenues en appliquant I'intégrale de
Sugeno avec PSO sur trois modeles, a savoir les modeles CNN+SVM, le modele CNN+KNN
et le modele CNN+Random Forest, comme montré dans la figure 5.7. Le tableau 5.7 ré-
sume les parametres de I'optimisation par essaim de particules utilisés pour cette combinaison,
a savoir les valeurs des positions initiales, la taille de I'essaim, la dimension de l'espace de
recherche, I'intervalle de recherche, les valeurs des coefficients a; et as, 'inertie w, le nombre
d’itérations, et le temps de recherche. Nous incluons également 1'exactitude de chaque modele
avant ’application de l'intégrale ainsi que 'exactitude obtenue apres avoir appliqué l'intégrale
de Sugeno avec PSO, et le temps d’inférence d’une image.

Parameétres de PSO pour (CNN + SVM, CNN + KNN et CNN + Random Forest)

Valeur des positions initiales Taille de I’essaim | Dimension de 1’espace de recherche | L’intervalle de recherche Valeurs des coefficients a;, a, et inertie w Nombre d’itérations Temps de recherche

o . =1, a3=2 , o
0.45,0.5,0.6] 5 3 [0,1] o 10 1h 23 min
w=0.o

Sugeno intégrale avec PSO pour (CNN + SVM, CNN + KNN et CNN + Random Forest)

Mesures floues optimales Exactitude obtenue

Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image
obtenues avec PSO avec Choquet et PSO (%)
CNN SVM 95.75 1
CNN KNN 95.30 0.94 97.78 05s
CNN Random Forest 95.42 0.56

Table 5.7: Parametres de modele 4 de I'intégrale de sugeno avec PSO adoptée
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Figure 5.7: Sugeno avec PSO appliqué a CNN+SVM, CNN-+KNN et CNN+Random Forest.
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D’apes le tableau5.7 On constate que cette intégrale a permis une amélioration de 2.03% par
rapport au meilleur des modeles disponibles, ce qui est tres satisfaisant.

En analysant la matrice de confusion 5.8, on observe que parmi les 3386 images testées, 75 sont
mal classées. Par exemple :

- 6 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-
spider-mites-two-spotted-spider-mite.

- 6 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-late-
blight.
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Figure 5.8: Matrice de confusion du modele Sugeno avec PSO appliqué a CNN+SVM,
CNN+KNN et CNN+Random Forest

Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.8. Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus complete de la performance du modele, nous examinons également le score F1,
plus il est élevé, plus le modele est considéré comme performant.
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Précision (%) | Recall (%) Fl-score (%) Nombre d’images
Grape_Black rot 95.90 99.15 97.50 118
Grape_Esca (Black Measles) 100.00 97.84 98.91 139
Grape_Leaf blight (Isariopsis Leaf Spot) 100.00 97.25 98.60 109
Grape_Healthy 99.05 98.11 98.58 106
Pepper bell Bacterial spot 94.81 98.65 96.69 148
Pepper bell Healthy 98.03 100.00 99.00 149
Potato_Early blight 98.00 98.00 98.00 100
Potato_Late blight 93.00 93.00 93.00 100
Potato_Healthy 96.04 96.04 96.04 101
Tomato_Bacterial spot 100.00 96.73 98.34 214
Tomato_Early blight 98.31 97.07 97.68 239
Tomato Late blight 96.60 95.38 95.98 238
Tomato_Leaf Mold 99.15 98.73 98.94 236
Tomato_Septoria leaf spot 98.15 96.36 97.25 220
Tomato_Spider mites Two-spotted spider mite 96.41 98.62 97.51 218
Tomato_Target Spot 96.52 95.28 95.90 233
Tomato_Yellow Leaf Curl Virus 96.52 99.59 99.19 245
Tomato_Mosaic virus 98.30 100.00 99.14 231
Tomato Healthy 98.37 100.00 99.18 242
accuracy 97.78 3386
macro avg 97.65 97.67 97.65 3386
weighted avg 97.80 97.78 97.78 3386

Table 5.8: Précision, recall et Fl-score par classe du modele Sugeno avec PSO appliqué a

CNN+SVM, CNN+KNN et CNN+Random Forest

5.2.5 CNN, CNN +4+SVM, CNN +KNN,CNN +Random Forest

Dans cette partie, nous allons décrire les performances obtenues en appliquant l'intégrale de
Sugeno avec PSO sur quatre modeles, a savoir les modeles CNN avec comme classifieur les
couches entierement connectées, le modele CNN+SVM et le modele CNN+KNN et CNN +
Random Forest, comme montré dans la figure 5.9. Le tableau 5.9 résume les parametres de
I'optimisation par essaim de particules utilisés pour cette combinaison, a savoir les valeurs des
positions initiales, la taille de I’essaim, la dimension de I'espace de recherche, I'intervalle de
recherche, les valeurs des coefficients a; et aq, l'inertie w, le nombre d’itérations, et le temps
de recherche. Nous incluons également l'exactitude de chaque modele avant 1’application de
I'intégrale ainsi que 'exactitude obtenue apres avoir appliqué l'intégrale de Sugeno avec PSO,
et le temps d’inférence d’'une image.

Paramétres de PSO pour (CNN,CNN + SVM, CNN + KNN et CNN + Random Forest)
‘Valeur des positions initiales Taille de I’essaim Dimension de I’espace de recherche L’intervalle de recherche Valeurs des coefficients a;, a, et inertie w Nombre d’itérations | Temps de recherche
~ =1, a,=2 ,
[0.65,0.5,0.4,0.7) 5 4 [0.1] 10 1h 47 min
w=0.5
Sugeno intégrale avec PSO pour (CNN ,CNN + SVM, CNN + KNN et CNN + Random Forest)
. " . . Mesures floues optimales Exactitude obtenue o .
Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image
obtenues avec PSO avec Choquet et PSO (%)
CNN Couche entiérement 04.42 0.30
connectée
CNN SVM 95.75 0.88 97.64 0.7s
CNN KNN 95.30 0.77
CNN Random Forest 95.42 0.79

Table 5.9: Parameétres de modele 5 de 'intégrale de sugeno avec PSO adoptée
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Figure 5.9: Sugeno avec PSO appliqué a CNN, CNN+SVM, CNN+KNN et CNN+Random

Forest

D’apres le tableau 5.9 On remarque que la dimension de ’espace de recherche égale a 4 car pour

cette combinaison, nous disposons de quatre
mesure floue a attribuer a chaque modele. O

modeles. Il est donc nécessaire de déterminer la
n constate aussi que cette intégrale a permis une

amélioration de 1,9% par rapport au meilleur des modeéles disponibles, ce qui est bon.
En analysant la matrice de confusion 5.10, on observe que parmi les 3386 images testées, 80

sont mal classées. Par exemple :

- 9 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-

spider-mites-two-spotted-spider-mite.

- 11 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-

late-blight.
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Figure 5.10: Matrice de confusion du modele Sugeno avec PSO appliqué

CNN+KNN et CNN+Random Forest
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4 CNN, CNN+SVM,

Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.10. Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’'un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus compléte de la performance du modele, nous examinons également le score F1,

plus il est élevé, plus le modele est considéré comme performant.
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Précision (%) | Recall (%) Fl-score (%) Nombre d’images
Grape_Black rot 95.00 96.61 95.80 118
Grape_Esca (Black Measles) 99.27 97.84 98.55 139
Grape_Leaf blight (Isariopsis Leaf Spot) 99.07 97.25 98.15 109
Grape_Healthy 97.20 98.11 97.65 106
Pepper bell Bacterial spot 97.32 97.97 97.64 148
Pepper bell Healthy 99.33 100.00 99.67 149
Potato_Early blight 98.02 99.00 98.51 100
Potato_Late blight 89.62 95.00 92.23 100
Potato_Healthy 97.00 96.04 96.52 101
Tomato_Bacterial spot 99.53 100.00 99.77 214
Tomato_Early blight 97.10 97.91 97.50 239
Tomato Late blight 96.10 93.28 94.67 238
Tomato_Leaf Mold 99.15 98.31 98.72 236
Tomato_Septoria leaf spot 98.56 93.18 95.79 220
Tomato_Spider mites Two-spotted spider mite 93.89 98.62 96.20 218
Tomato_Target Spot 98.24 95.71 96.96 233
Tomato_Yellow Leaf Curl Virus 98.78 99.18 98.98 245
Tomato_Mosaic virus 99.57 100.00 99.78 231
Tomato Healthy 98.37 100.00 99.18 242
accuracy 97.64 3386
macro avg 97.43 97.58 97.49 3386
weighted avg 97.67 97.64 97.64 3386

Table 5.10: Précision, recall et Fl-score par classe du modele Sugeno avec PSO appliqué a
CNN,CNN+SVM, CNN+KNN et CNN+Random Forest

5.3 Les combinaisons de ’intégrale de Choquet avec PSO

Dans cette partie on va décrire les résultat obtenu on applicant I'intégrale de Choquet avec
I’optimisation par essaim de particule pour les différents combianison des modeles qu’on dispose

5.3.1 CNN et CNN + SVM et CNN +KNN

Dans cette partie, nous allons décrire les performances obtenues en appliquant I'intégrale de
Choquet avec PSO sur trois modeles, a savoir les modeles CNN avec comme classifieur les
couches entierement connectées, le modele CNN+SVM et le modele CNN+KNN, comme montré
dans la figure 5.11. Le tableau 5.11 résume les parametres de l'optimisation par essaim de
particules utilisés pour cette combinaison, a savoir les valeurs des positions initiales, la taille
de l'essaim, la dimension de l’espace de recherche, l'intervalle de recherche, les valeurs des
coefficients a; et as, I'inertie w, le nombre d’itérations, et le temps de recherche. Nous incluons
également 'exactitude de chaque modele avant 'application de 'intégrale ainsi que I'exactitude
obtenue apres I'application de I'intégrale de Choquet avec PSO, et le temps d’inférence.

Paramétres de PSO pour (CNN , CNN + SVM et CNN + KNN)

Valeur des positions initiales | Taille de I’essaim | Dimension de I’espace de recherche L’intervalle de recherche Valeurs des coefficients a;, a; et inertie w Nombre d’itérations | Temps de recherche

- a;=1, ay=2 ,
[0.65,0.5,0.4] 5 3 [0,1] 10
w =0.5

Choquet intégrale avec PSO pour (CNN , CNN + SVM et CNN + KNN)

Mesures floues optimales Exactitude obtenue

Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image
obtenues avec PSO avec Choquet et PSO (%)
Couche entiérement
CNN 94.42 0.67
connectée
CNN SVM 95.75 0.73 98.05 0.6s
CNN KNN 95.30 0.30

Table 5.11: Parametres de modele 1 de I'intégrale de Choquet avec PSO adoptée
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Figure 5.11: Choquet avec PSO appliqué a CNN, CNN+SVM, CNN+KNN

D’apres le tableau 5.11 On remarque que le temps de recherche pour cette optimisation est
tres élevé (2h 14 min), due au fait que entrainement de cette optimisation a été effectué en
utilisant le CPU de Google Colaboratory.

La dimension de I’espace de recherche égale a 3 car dans cette combinaison, nous disposons de
trois modeles. Il est donc nécessaire de déterminer la mesure floue a attribuer a chaque modele.
On constate que cette intégrale a permis une amélioration de 2.3% par rapport au meilleur des
modeles disponibles, ce qui est tres satisfaisant.

En analysant la matrice de confusion 5.12, on observe que parmi les 3386 images testées, 66
sont mal classées. Par exemple :

- 7 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-
spider-mites-two-spotted-spider-mite.

- 5 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-late-
blight.
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Figure 5.12: Matrice de confusion du modele Choquet avec PSO appliqué & CNN, CNN+SVM,
CNN+KNN

Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.12. Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’'un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus complete de la performance du modele, nous examinons également le score F1,
plus il est élevé, plus le modele est considéré comme performant.
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Précision (%) Recall (%)

Fl-score (%) Nombre d’images

Grape_Black rot 96.64 97.46 97.05 118
Grape_Esca (Black Measles) 99.28 98.56 98.92 139
Grape_Leaf blight (Isariopsis Leaf Spot) 100.00 98.17 99.07 109
Grape_Healthy 99.06 99.06 99.06 106

Pepper bell Bacterial spot 96.69 98.65 97.66 148
Pepper bell Healthy 99.33 100.00 99.67 149
Potato_Early blight 98.00 98.00 98.00 100
Potato_Late blight 94.00 94.00 94.00 100
Potato_Healthy 98.00 97.03 97.51 101
Tomato_Bacterial spot 100.00 96.73 98.34 214
Tomato_Early blight 97.89 97.07 97.48 239
Tomato_Late blight 96.22 96.22 96.22 238
Tomato_Leaf Mold 99.57 99.15 99.36 236
Tomato_Septoria leaf spot 97.71 96.82 97.26 220
Tomato_Spider mites Two-spotted spider mite 95.98 98.62 97.29 218
Tomato_Target Spot 97.39 96.14 96.76 233
Tomato_Yellow Leaf Curl Virus 98.79 99.59 99.19 245
Tomato_Mosaic virus 98.30 100.00 99.14 231
Tomato Healthy 99.18 100.00 99.59 242
accuracy 98.05 3386

macro avg 98.00 97.96 97.98 3386

weighted avg 98.06 98.05 98.05 3386

Table 5.12: Précision, recall et Fl-score par classe du modele Choquet avec PSO appliqué a
CNN, CNN+SVM,CNN+KNN

5.3.2 CNN et CNN 4+ SVM et CNN +Random Forest

Dans cette partie, nous allons décrire les performances obtenues en appliquant I'intégrale de
Choquet avec PSO sur trois modeles, a savoir les modeles CNN avec comme classifieur les
couches entierement connectées, le modele CNN+SVM et le modele CNN+Random Forest,
comme montré dans la figure 5.13. Le tableau 5.13 résume les parametres de I'optimisation par
essaim de particules utilisés pour cette combinaison, a savoir les valeurs des positions initiales, la
taille de I'essaim, la dimension de ’espace de recherche, I'intervalle de recherche, les valeurs des
coefficients a; et ao, I'inertie w, le nombre d’itérations, et le temps de recherche. Nous incluons
également 'exactitude de chaque modele avant I'application de I'intégrale ainsi que I'exactitude
obtenue apres avoir appliqué l'intégrale de Choquet avec PSO, et le temps d’inférence d’une

image.

Parameétres de PSO pour (CNN , CNN + svm et CNN + Random Forest)

Valeur des positions initiales

Taille de I’essaim

Dimension de I’espace de recherche L’intervalle de recherche

Valeurs des coefficients a;, a; et inertie w Nombre d’itérations | Temps de recherche

0.65,0.5,0.4]

5

3

[0,1]

=1, a,=2

w=0.5

Choquet intégrale avec PSO pour (CNN , CNN + SVM et CNN + Random Forest)

Mesures floues optimales

Exactitude obtenue

10 2h 18 min

Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image
obtenues avec PSO avec Choquet et PSO (%)
CNN Couche entiérement 04.42 0.14
connectée
CNN SVM 95.75 0.25 98.08 06s
CNN Random Forest 95.42 0.25

Table 5.13: Parametres de modele 2 de I'intégrale de Choquet avec PSO adoptée
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Figure 5.13: Choquet avec PSO appliqué a CNN, CNN+SVM,CNN+Random Forest.

D’apres le tableau 5.13 On constate que cette intégrale a permis une amélioration de 2.33% par
rapport au meilleur des modeles disponibles, ce qui est tres satisfaisant.

En analysant la matrice de confusion 5.14, on observe que parmi les 3386 images testées, 65
sont mal classées. Par exemple :

- 11 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-
spider-mites-two-spotted-spider-mite.

- 6 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-late-
blight.
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Figure 5.14: Matrice de confusion du modele Choquet avec PSO appliqué & CNN, CNN+SVM,
CNN+Random Forest
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Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.14. Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus complete de la performance du modele, nous examinons également le score F1,
plus il est élevé, plus le modele est considéré comme performant.

‘ Précision (%) Recall (%) Fl-score (%) Nombre d’images
Grape_Black rot 96.64 97.46 97.05 118
Grape_Esca (Black Measles) 99.27 97.84 98.55 139
Grape_Leaf blight (Isariopsis Leaf Spot) 100.00 99.08 99.54 109
Grape_Healthy 98.15 100.00 99.07 106
Pepper bell _Bacterial spot 98.65 98.65 98.65 148
Pepper bell Healthy 100.00 100.00 100.00 149
Potato_Early blight 97.98 97.00 97.49 100
Potato_Late blight 93.14 95.00 94.06 100
Potato_Healthy 98.00 97.03 97.51 101
Tomato_Bacterial spot 99.53 99.53 99.53 214
Tomato_Early blight 95.53 98.33 96.91 239
Tomato Late blight 97.01 95.38 96.19 238
Tomato_Leaf Mold 100.00 98.31 99.15 236
Tomato_Septoria leaf spot 98.60 95.91 97.24 220
Tomato_Spider mites Two-spotted spider mite 93.48 98.62 95.98 218
Tomato_Target Spot 99.10 94.42 96.70 233
Tomato_Yellow Leaf Curl Virus 99.19 100.00 99.59 245
Tomato_Mosaic virus 99.57 100.00 99.78 231
Tomato Healthy 98.78 100.00 99.38 242
accuracy 98.08 3386
macro avg 98.03 98.03 98.02 3386
weighted avg 98.10 98.08 98.08 3386

Table 5.14: Précision, recall et Fl-score par classe du modele Choquet avec PSO appliqué a
CNN, CNN+SVM,CNN+Random Forest

5.3.3 CNN et CNN +KNN et CNN +Random Forest

Dans cette partie, nous allons décrire les performances obtenues en appliquant I'intégrale de
Choquet avec PSO sur trois modeles, a savoir les modeles CNN avec comme classifieur les
couches entierement connectées, le modele CNN+KNN et le modele CNN+Random Forest,
comme montré dans la figure 5.15. Le tableau 5.15 résume les parametres de I'optimisation par
essaim de particules utilisés pour cette combinaison, a savoir les valeurs des positions initiales, la
taille de I'essaim, la dimension de ’espace de recherche, I'intervalle de recherche, les valeurs des
coefficients a; et ao, I'inertie w, le nombre d’itérations, et le temps de recherche. Nous incluons
également 'exactitude de chaque modele avant I'application de I'intégrale ainsi que I'exactitude
obtenue apres avoir appliqué l'intégrale de Choquet avec PSO, et le temps d’inférence d’une
image.

Parameétres de PSO pour (CNN , CNN + KNN et CNN + Random Forest)

Valeur des positions initiales | Taille de I’essaim | Dimension de I’espace de recherche L’intervalle de recherche Valeurs des coefficients a;, a; et inertie w Nombre d’itérations ‘ Temps de recherche

=1, a;=2 ,
0.25,0.3,0.4] 5 3 [0.1] “ '('er 10
w=0.5
Choquet intégrale avec PSO pour (CNN , CNN + KNN et CNN + Random Forest)

Mesures floues optimales Exactitude obtenue

Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image
obtenues avec PSO avec Choquet et PSO (%)
CNN Couche entiérement 04.42 012
connectée
CNN KNN 95.30 0.42 97.87 0.6s
CNN Random Forest 95.42 0.31

Table 5.15: Parametres de modele 3 de I'intégrale de Choquet avec PSO adoptée
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Figure 5.15: Choquet avec PSO appliqué a CNN, CNN+KNN,CNN+Random Forest.

D’apres le tableau 5.15 On constate que cette intégrale a permis une amélioration de 2.45% par
rapport au meilleur des modeles disponibles, ce qui est tres satisfaisant.

En analysant la matrice de confusion 5.16, on observe que parmi les 3386 images testées, 72
sont mal classées. Par exemple :

- 11 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-
spider-mites-two-spotted-spider-mite.

- 9 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-late-
blight.
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Figure 5.16: Matrice de confusion du modele Choquet avec PSO appliqué a CNN, CNN+KNN,
CNN+Random Forest
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Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.16 Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus complete de la performance du modele, nous examinons également le score F1
, plus il est élevé, plus le modele est considéré comme performant.

‘ Précision (%) Recall (%) Fl-score (%) Nombre d’images
Grape_Black rot 98.28 97.46 97.87 118
Grape_Esca (Black Measles) 99.28 99.28 99.28 139
Grape_Leaf blight (Isariopsis Leaf Spot) 100.00 99.08 99.54 109
Grape_Healthy 99.07 100.00 99.53 106
Pepper bell _Bacterial spot 97.32 97.97 97.64 148
Pepper bell Healthy 99.33 100.00 99.67 149
Potato_Early blight 97.98 97.00 97.49 100
Potato_Late blight 90.48 95.00 92.68 100
Potato_Healthy 98.99 97.03 98.00 101
Tomato_Bacterial spot 98.56 99.53 98.84 214
Tomato_Early blight 95.51 97.91 96.69 239
Tomato Late blight 96.14 94.12 95.12 238
Tomato_Leaf Mold 100.00 98.73 99.36 236
Tomato_Septoria leaf spot 98.59 95.45 97.00 220
Tomato_Spider mites Two-spotted spider mite 93.86 98.17 95.96 218
Tomato_Target Spot 99.09 93.56 96.25 233
Tomato_Yellow Leaf Curl Virus 99.19 99.59 99.39 245
Tomato_Mosaic virus 99.57 100.00 99.78 231
Tomato Healthy 98.37 100.00 99.18 242
accuracy 97.87 3386
macro avg 97.85 97.89 97.86 3386
weighted avg 97.91 97.87 97.87 3386

Table 5.16: Précision, recall et Fl-score par classe du modele Choquet avec PSO appliqué a
CNN, CNN+KNN,CNN+Random Forest

5.3.4 CNN 4+ SVM et CNN +KNN et CNN +Random Forest

Dans cette partie, nous allons décrire les performances obtenues en appliquant I'intégrale de
Choquet avec PSO sur trois modeles, a savoir les modeles CNN+SVM, le modele CNN-+KNN
et le modele CNN+Random Forest, comme montré dans la figure 5.17. Le tableau 5.17 ré-
sume les parametres de I'optimisation par essaim de particules utilisés pour cette combinaison,
a savoir les valeurs des positions initiales, la taille de I'essaim, la dimension de l'espace de
recherche, I'intervalle de recherche, les valeurs des coefficients a; et as, 'inertie w, le nombre
d’itérations, et le temps de recherche. Nous incluons également 1'exactitude de chaque modele
avant ’application de I'intégrale ainsi que 'exactitude obtenue apres avoir appliqué l'intégrale
de Choquet avec PSO, et le temps d’inférence d’une image.

Parameétres de PSO pour (CNN + SVM, CNN + KNN et CNN + Random Forest)

Valeur des positions initiales Taille de I’essaim | Dimension de I’espace de recherche | L’intervalle de recherche Valeurs des coefficients a;, a, et inertie w Nombre d’itérations Temps de recherche

—1.a, =2,
0.65,0.5,0.4] 5 3 01] = 10 2h 6 min
w =0.5

Choquet intégrale avec PSO pour (CNN + SVM, CNN + KNN et CNN + Random Forest)

Mesures floues optimales Exactitude obtenue

Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image
obtenues avec PSO avec Choquet et PSO (%)
CNN SVM 95.75 0.71
CNN KNN 95.30 0.44 98.02 0.6s
CNN Random Forest 95.42 0.65

Table 5.17: Parametres de modele 4 de I'intégrale de Choquet avec PSO adoptée
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Figure 5.17: Choquet avec PSO appliqué a CNN4+SVM, CNN+KNN,CNN+Random Forest

D’apres le tableau 5.17 On constate que cette intégrale a permis une amélioration de 2.3% par

rapport au meilleur des modeles disponibles, ce qui est tres satisfaisant.

En analysant la matrice de confusion 5.18, on observe que parmi les 3386 images testées, 67

sont mal classées. Par exemple :

- 11 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-

spider-mites-two-spotted-spider-mite.

- 9 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-late-

blight.
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Figure 5.18: Matrice de confusion du modele Choquet avec PSO appliqué a CNN+SVM,

CNN+KNN ; CNN+Random Forest
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Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.18 Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus complete de la performance du modele, nous examinons également le score F1,
plus il est élevé, plus le modele est considéré comme performant.

‘ Précision (%) Recall (%) Fl-score (%) Nombre d’images
Grape_Black rot 95.04 97.46 96.23 118
Grape_Esca (Black Measles) 99.28 99.28 99.28 139
Grape_Leaf blight (Isariopsis Leaf Spot) 100.00 96.33 98.13 109
Grape_Healthy 99.07 100.00 99.53 106
Pepper bell _Bacterial spot 97.33 98.65 97.99 148
Pepper bell Healthy 100.00 100.00 100.00 149
Potato_Early blight 98.02 99.00 98.51 100
Potato_Late blight 91.35 95.00 93.14 100
Potato_Healthy 97.98 96.04 97.00 101
Tomato_Bacterial spot 99.53 99.53 99.53 214
Tomato_Early blight 97.12 98.74 97.93 239
Tomato Late blight 97.38 93.70 95.50 238
Tomato_Leaf Mold 99.15 99.15 99.15 236
Tomato_Septoria leaf spot 98.58 95.00 96.76 220
Tomato_Spider mites Two-spotted spider mite 94.27 98.17 96.18 218
Tomato_Target Spot 98.23 95.28 96.73 233
Tomato_Yellow Leaf Curl Virus 98.79 100.00 99.39 245
Tomato_Mosaic virus 99.57 100.00 99.78 231
Tomato Healthy 99.18 100.00 99.59 242
accuracy 98.02 3386
macro avg 97.89 97.96 97.91 3386
weighted avg 98.04 98.02 98.02 3386

Table 5.18: Précision, recall et Fl-score par classe du modele Choquet avec PSO appliqué a
CNN+SVM, CNN+KNN,CNN+Random Forest

5.3.5 CNN et CNN 4+ SVM et CNN +KNN et CNN +Random
Forest

Dans cette partie, nous allons décrire les performances obtenues en appliquant I'intégrale de
Choquet avec PSO sur quatre modeles, a savoir les modeles CNN avec comme classifieur les
couches entierement connectées, le modele CNN+SVM et le modele CNN+KNN et le mod-
eles CNN +Random Forest, comme montré dans la figure 5.19. Le tableau 5.19 résume les
parametres de I'optimisation par essaim de particules utilisés pour cette combinaison, a savoir
les valeurs des positions initiales, la taille de I'essaim, la dimension de ’espace de recherche,
I'intervalle de recherche, les valeurs des coefficients a; et aq, 'inertie w, le nombre d’itérations,
et le temps de recherche. Nous incluons également l'exactitude de chaque modele avant
I’application de l'intégrale ainsi que l'exactitude obtenue apres avoir appliqué l'intégrale de
Choquet avec PSO, et le temps d’inférence d’une image.

Parameétre de PSO pour (CNN, CNN + SVM, CNN + KNN et CNN + Random Forest)

‘Valeur des positions initiales Taille de I’essaim Dimension de I’espace de recherche L’intervalle de recherche Valeurs des coefficients a;, a, et inertie w Nombre d’itérations | Temps de recherche
- =1, ay=2 ,
[0.65,0.5,0.4,0.7) 5 4 [0.1] 10 2h 24 min
w =0.5
Choquet intégrale avec PSO pour (CNN, CNN + SVM, CNN + KNN et CNN + Random Forest)
. " . . Mesures floues optimales Exactitude obtenue o .
Descripteur Classifieur Exactitude des modéles (%) Temps d’inférence d’une seule image
obtenues avec PSO avec Choquet et PSO (%)
CNN Couche entiérement 04.42 0.63
connectée

CNN SVM 95.75 0.72 98.38 0.8
CNN KNN 95.30 0.67
CNN Random Forest 95.42 1

Table 5.19: Parametres de Modele 5 de I'intégrale de Choquet avec PSO adoptée
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Figure 5.19: Choquet avec PSO appliqué a CNN, CNN+SVM, CNN+KNN ,CNN+Random
Forest

D’apres le tableau 5.19 On remarque que le temps de recherche pour cette optimisation est tres
élevé(2h 24 min), en raison du fait que I'entrainement de cette optimisation a été effectué en
utilisant le CPU de Google Colaboratory.

Nous avons choisi une dimension de ’espace de recherche égale a 4, car pour cette combinaison,
nous disposons de quatre modeles. Il est donc nécessaire de déterminer la mesure floue a
attribuer a chaque modele.

On constate que cette intégrale a permis une amélioration de 2.7% par rapport au meilleur des
modeles disponibles, ce qui est tres satisfaisant.

En analysant la matrice de confusion 5.20, on observe que parmi les 3386 images testées, 55
sont mal classées. Par exemple :

- 10 images de la classe Tomato-target-spot sont incorrectement classées comme Tomato-
spider-mites-two-spotted-spider-mite.

- 7 images de la classe Tomato-Late-blight sont incorrectement classées comme Potato-late-
blight.
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Figure 5.20: Matrice de confusion du modele Choquet avec PSO appliqué a CNN, CNN+SVM,

CNN+KNN , CNN+Random Forest

Cette observation est soutenue par les valeurs de précision et de recall fournies dans le tableau
5.20. Une précision élevée indique que le modele réduit au minimum le nombre de faux positifs,
tandis qu’un recall élevé signifie que le modele maximise le nombre de vrais positifs. Pour une
évaluation plus compléete de la performance du modele, nous examinons également le score F1,

plus il est élevé, plus le modele est considéré comme performant.

Les combinaisons de l'intégrale de Choquet avec PSO
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Précision (%) | Recall (%) F1l-score (%) | Nombre d’images
Grape_Black rot 95.87 9831 97.07 118
Grape_Esca (Black Measles) 100.00 99.28 99.64 139
Grape_Leaf blight (Isariopsis Leaf Spot) 99.07 98.17 98.62 109
Grape_Healthy 100.00 100.00 100.00 106
Pepper bell Bacterial spot 98.65 98.65 98.65 148
Pepper bell Healthy 100.00 99.33 99.66 149
Potato_Early blight 99.00 99.00 99.00 100
Potato_Late blight 93.27 97.00 95.10 100
Potato_Healthy 99.01 99.01 99.01 101
Tomato Bacterial spot 100.00 99.53 99.77 214
Tomato_Early blight 95.55 98.74 97.12 239
Tomato_Late blight 97.84 94.96 96.38 238
Tomato_Leaf Mold 99.57 99.15 99.36 236
Tomato_Septoria leaf spot 99.06 95.45 97.22 220
Tomato_Spider mites Two-spotted spider mite 95.13 98.62 96.85 218
Tomato_Target Spot 99.11 95.28 97.16 233
Tomato_Yellow Leaf Curl Virus 98.97 100.00 99.39 245
Tomato_Mosaic virus 99.57 100.00 99.78 231
Tomato_Healthy 99.18 100.00 98.59 242
accuracy 98.38 3386
macro avg 98.35 98.45 98.39 3386
weighted avg 98.40 98.38 98.38 3386

Table 5.20: Précision, recall et Fl-score par classe du modele Choquet avec PSO appliqué a
CNN, CNN+SVM,CNN+KNN, CNN+Random Forest

5.4 Récapitulatif et discussion des résultats

Pourcentage d'accuracy

100

Accuracy des Différents Modéles

99

CNN+SVM
CNN+KNN
CNN+Random Forest
Sugeno avec PSO
Choquet avec PSO

98.05%

97.46

Modéles

98.38%

97.64

Figure 5.21: Accuracy des différents modeles
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Les combinaisons des modeles sur lesquelles

Pintégrale et PSO sont appliqués

Exactitude obtenue apres
l’application de 'intégrale
de Sugeno avec PSO (%)

Exactitude obtenue apres
I’application de 'intégrale
de Choquet avec PSO (%)

CNN et CNN+SVM et CNN+KNN 97.46 98.05

CNN et CNN+SVM et CNN+Random Forest 97.55 98.08

CNN et CNN+KNN et CNN+Random Forest 97.31 97.87
CNN+SVM et CNN+KNN et CNN+Random Forest 97.78 98.02
CNN et CNN+SVM et CNN+KNN et CNN+Random Forest 97.64 98.38

Table 5.21: Accuracy des différents modeles apres 'application des intégrales

D’apres la figure 5.21 et le tableau 5.21, on constate que I'intégrale de Choquet combinée avec
PSO entraine des améliorations allant jusqu’a 2.7%. La meilleure exactitude obtenue (98,38%)
résulte de son application sur les quatre modeles développés dans le protocole 2.

En revanche, 'intégrale de Sugeno avec PSO entraine des améliorations allant jusqu’a 2.03%,
la meilleure exactitude (97,78%) étant obtenue par son application sur trois modeles hybrides
(CNN+SVM, CNN+KNN, CNN-+RandomForest).

En conclusion, notre étude montre que l'intégrale de Choquet surpasse celle de Sugeno en
termes de performance, offrant les meilleurs résultats et cela est dii au fait que l'intégrale de
Choquet prend en compte les interactions entre les modeles.

Le modele le plus performant est celui résultant de 'application de 'intégrale de Choquet avec
PSO sur quatre modeles : CNN, CNN+SVM, CNN+KNN et CNN+Random Forest, atteignant
une exactitude de 98,38%. Ce modele présente une amélioration de 2.7% par rapport au meilleur
modele développé avec le protocole 2. En analysant la matrice de confusion (figure 5.20) de
ce modele, on constate que parmi les 3386 images, 55 sont mal classées. Nous avons corrigé la
classification de 100 images par rapport au modele du protocole 2, ce qui est tres satisfaisant.
Cependant, des erreurs de classification persistent entre certaines classes :

o Parmi les 238 images constituant la classe Tomato-Late-blight, 7 sont mal classées dans
la classe Potato-Late-blight. Cela s’explique par le fait que la maladie est la méme, mais
le type de plante est différent, rendant le diagnostic des symptomes tres difficile, comme
illustré dans la figure 5.22.

o Parmi les 233 images constituant la classe Tomato-Target-spot, 10 sont mal classées dans
la classe Tomato-Spider-mites- Two-spotted-spider-mite. Les symptomes des deux classes
se ressemblent, rendant le diagnostic tres difficile entre ces deux classes, comme illustré
dans la figure 5.22.
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Potato_Late_Blight Tomato_Late_Blight

Tomato_Spider_mites

Tomato_Target_Spot Two_spotted_spider_mite

Figure 5.22: Les classes mal classées par notre modele le plus performant

5.5 Conclusion

A travers ce chapitre, nous avons présenté les méthodes que nous avons utilisé pour améliorer
les performances de classification, a savoir les intégrales floues (Sugeno et Choquet) combinées
avec l'optimisation par essaim de particules (PSO). Par la suite , nous exposons les résultats
obtenus apres 'application de cette nouvelle méthode d’amélioration des performances.

En terminant ce chapitre, nous pouvons tirer deux conclusions majeures :
o L’optimisation par essaim de particules est une technique tres utile pour déterminer de
maniere optimale les mesures floues a utiliser dans nos intégrales floues.

« L’intégrale de Sugeno améliore les performances, mais celle de Choquet les améliore encore
davantage.
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CONCLUSION GENERALE

Les maladies des plantes constituent une menace persistante pour la qualité et la quantité de
la production agricole mondiale, entrainant ainsi des pertes économiques considérables. Cela
incite les équipes de recherche du monde entier a intensifier leurs efforts pour lutter contre ces
maladies.

Dans ce mémoire, nous avons présenté notre contribution a ce combat. Nous avons commencé
par mettre en lumiere les travaux les plus récents sur la classification des maladies des plantes
en utilisant ’ensemble de données PlantVillage. Nous avons décidé de travailler sur un sous-
ensemble de quatre types de cultures comprenant 19 classes de plantes, dont 15 maladies. Ce
sous-ensemble est extrait de la base de données PlantVillage disponible sur Kaggle, et nous
avons utilisé des techniques de traitement d’image, d’apprentissage automatique et des outils
mathématiques.

Notre approche a consisté a utiliser deux types d’intégrales floues (Choquet et Sugeno) et
I'optimisation par essaim de particules pour déterminer les mesures floues optimales attribuées
aux quatre modeles que nous avons développés pour la classification des 19 classes simultané-
ment. L’intégrale de Choquet avec PSO appliquée a nos quatre modeles a donné les meilleurs
résultats (98,38%).

Ce travail démontre la puissance des intégrales floues combinées avec PSO pour la détermination
des mesures floues optimales de manieére générale, et de l'intégrale de Choquet avec PSO en
particulier, en obtenant des résultats extrémement encourageants.

Bien entendu, ce travail, qui représente une aide a la classification des maladies des plantes,
n’est pas une finalité en soi et ne constitue que la premiere pierre dans un long combat contre
ces maladies. Parmi les perspectives éventuelles pour I'évolution de ce projet, on peut citer :

o L’extension de ce travail a d’autres types de cultures proposés par la base PlantVillage
ou d’autres bases publiques, pour confirmer la robustesse des systemes développés.

o L’implémentation de notre meilleur systéme obtenu dans une application mobile pour
faciliter la tache de traitement aux utilisateurs grace a la caméra présente dans le smart-
phone, sans nécessiter une connexion Internet.

o La mise en place d'une base de données des plantes algériennes permettant 1’étude de ces
maladies et leur combat a 1’échelle nationale.
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